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Resumen

La presente investigacion desarrolld dos modelos de redes neuronales artificiales
(RNA) para clasificar el nivel de riesgo de accidentes de transito en la Via Los
Libertadores (PE-28A), Ayacucho, combinados con un analisis normativo com-
parativo del disefio geométrico vial y un programa de alerta basado en geolocal-
izacion GPS en tiempo real.

El Modelo RNA N°01 (clasificacion binaria: Riesgo Menor / Riesgo Mayor),
entrenado con 202 registros histdricos de accidentes y 23 variables del disefio
geométrico, condiciones climaticas y factores viales conforme a la DG-2018,
alcanzo un accuracy de 90,48 % y AUC-ROC de 0,9818 en el conjunto de eval-
uacion. El Modelo RNA N°02 (clasificacion multiclase: Riesgo Bajo / Medio
/ Alto), entrenado con 2,997 segmentos geométricos modelados en AutoCAD
Civil 3D y expandidos a 5,394 registros mediante SMOTE, alcanz6 un accuracy
de 98,00% y AUC-ROC de 0,9985, demostrando capacidad predictiva sobre-
saliente.

El anélisis comparativo de 12 pardmetros geométricos entre la DG-2018 y
las normativas de Noruega, Islandia, Suecia, Reino Unido y Japon identifico
deficiencias técnicas en la norma peruana, dando lugar a siete propuestas de
mejora (P1-P7). Asimismo, se implement6 un programa de alerta de accidentes
como archivo HTML autocontenido, con rastreo GPS en tiempo real, calculo de
proximidad por la formula de Haversine y sistema de alerta multimodal (sonoro,
vocal y vibracion).

Los resultados demuestran que la integracion de redes neuronales artificiales,
analisis normativo y geolocalizacion constituye un enfoque efectivo para la
prediccion y reduccion de accidentes de transito en carreteras nacionales del

Peru.

Palabras clave: redes neuronales artificiales, prediccion de accidentes de tran-
sito, disefio geométrico vial, DG-2018, normativas internacionales, geolocal-

izacion GPS, seguridad vial, PE-28A.
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Abstract

This research developed two artificial neural network (ANN) models to predict
traffic accidents on the Via Los Libertadores (PE-28A), Ayacucho, Peru, com-
bined with a comparative normative analysis of road geometric design and a
real-time GPS-based accident alert program.

ANN Model No. 1 (binary classification: Minor Risk / Major Risk), trained
on 202 historical accident records and 23 variables covering geometric design,
climatic conditions, and road factors per the DG-2018 standard, achieved a test
accuracy of 90.48 % and AUC-ROC of 0.9818. ANN Model No. 2 (multi-class
classification: Low / Medium / High Risk), trained on 2,997 geometric road
segments modeled in AutoCAD Civil 3D and expanded to 5,394 records using
SMOTE, achieved a test accuracy of 98.00 % and macro AUC-ROC of 0.9985,
demonstrating outstanding predictive performance.

A comparative analysis of 12 geometric parameters between DG-2018 and
the standards of Norway, Iceland, Sweden, United Kingdom, and Japan iden-
tified technical deficiencies in the Peruvian standard, leading to seven im-
provement proposals (P1-P7). Additionally, a traffic accident alert program
was implemented as a self-contained HTML file with real-time GPS tracking,
Haversine-based proximity calculation, and a multimodal alert system (audio,
voice, and vibration).

The results demonstrate that artificial neural networks, normative analysis,
and geolocation technology is an effective approach for predicting and reducing

traffic accidents on high-risk roads.

Keywords: artificial neural networks, traffic accident prediction, road geomet-
ric design, DG-2018, international standards, GPS geolocation, road safety, PE-
28A.
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Introduccion

Los accidentes de transito constituyen la segunda causa de muerte a nivel
mundial y uno de los principales problemas de salud publica en el Pert. Segun
el Ministerio de Transportes y Comunicaciones, en 2024 se registraron 86,757
siniestros viales a nivel nacional, con 3,002 personas fallecidas y 56,747 lesion-
adas (MTC2024). En laregion Ayacucho, la situacion es particularmente critica:
el 36,7 % de las muertes en 2023 se produjeron en carreteras, y a finales de 2024
se contabilizaron més de 40 fallecidos por accidentes de transito, incluyendo
el vuelco del bus Expreso Molina Unién que dejé 25 muertos en el sector de
Rumichaca de la Via Los Libertadores (PE-28A) (ONSV2024).

La PE-28A, con 333,903 km de extension entre los departamentos de Ica,
Huancavelica y Ayacucho, es uno de los corredores viales con mayor indice
de accidentabilidad del pais. Sus caracteristicas geométricas curvas cerradas,
pendientes pronunciadas, zonas sin visibilidad y condiciones climaticas adversas
la convierten en un corredor de alto riesgo que requiere intervenciones técnicas
urgentes. Pese a los avances de la norma DG-2018, esta presenta deficiencias
técnicas respecto a los estandares internacionales de paises con los indices de
mortalidad vial mas bajos del mundo.

Frente a esta problematica, la presente investigacion aplica un enfoque in-
tegrador que combina: (i) el desarrollo de dos modelos de redes neuronales ar-
tificiales para la prediccion de accidentes de transito RNA N°01 (clasificacion
binaria, 202 registros, 23 variables) y RNA N°02 (clasificacion multiclase, 2,997
segmentos geométricos modelados en Civil 3D); (i1) el analisis comparativo de
la DG-2018 con las normativas de Noruega, Islandia, Suecia, Reino Unido y
Jap6n; y (iii) la implementacion de un programa de alerta de accidentes medi-
ante el GPS en tiempo real con los 202 registros historicos georreferenciados de
la PE-28A.

El trabajo se organiza en cinco capitulos: (I) planteamiento del problema ,
(IT) marco tedrico, (IIT) metodologia y desarrollo, (IV) resultados y contrastacion
de hipotesis, y (V)conclusiones y recomendaciones. Se espera que los resultados

contribuyan a la reduccion de la siniestralidad en la PE-28A.
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Glosarios

Accidente de transito Evento subito producido en la via publica como consecuencia de la
circulacion vehicular, que provoca dafios a personas o bienes materiales. La investi-
gacion utiliza 202 registros de accidentes de la PE-28A (2020-2025) del ONSV.

AUC-ROC Area bajo la Curva ROC. Mide la capacidad discriminativa del clasificador en
todos los umbrales de decision. Valores > 0,90 indican discriminacion sobresaliente.

Berma Franja longitudinal paralela y adyacente a la calzada, que sirve de confinamiento de
la capa de rodadura y como zona de seguridad para estacionamiento de emergencia.

Bombeo Inclinacion transversal de la calzada en tramos en tangente, cuyo objetivo es evac-
uar las aguas superficiales de lluvia, expresada como porcentaje.

Carretera Camino para el transito de vehiculos motorizados de por lo menos dos ejes, cuyas
caracteristicas geométricas deben cumplir las normas técnicas vigentes del Ministerio
de Transportes y Comunicaciones.

Derecho de Via Faja de terreno de ancho variable dentro del cual se encuentra comprendida
la carretera, sus elementos constitutivos y las zonas de seguridad para el usuario.
Distancia de visibilidad Longitud continua hacia adelante de la carretera visible al conduc-

tor para ejecutar con seguridad las maniobras de parada o adelantamiento.

F1-Score Media armonica entre Precision y Recall, F'1 = 2-(Precision X Recall)/(Precision+
Recall). El F1-Score macro promedia el resultado de cada clase sin ponderar por
tamano.

Funcion Softmax Funcién de activacion de la capa de salida para clasificacion multiclase,
que convierte un vector de valores reales en una distribucion de probabilidades tal que
la suma es igual a 1.

Férmula de Haversine Férmula que calcula la distancia geodésica entre dos puntos sobre
una esfera a partir de sus coordenadas geograficas, considerando la curvatura terrestre
(R = 6,371,000 m). Utilizada en el programa de alerta para medir la proximidad del
conductor a los 202 registros de accidentes georreferenciados.

Georreferenciacion Proceso de asignacion de coordenadas geograficas (latitud y longitud,

sistema WGS-84) a un registro o elemento, permitiendo su localizacidon precisa sobre
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indice de Tablas

mapas digitales.

Pendiente longitudinal Inclinacion del eje de la carretera en el sentido del transito, expre-
sada como porcentaje del desnivel entre dos puntos respecto a la distancia horizontal
que los separa.

Peralte Inclinacion transversal de la calzada en los tramos en curva, destinada a contrarrestar
la fuerza centrifuga del vehiculo, expresada como porcentaje.

Perceptron Multicapa (MLP) Red neuronal feedforward con una o mas capas ocultas entre
la entrada y la salida. Es la arquitectura empleada en los Modelos RNA N°01 y N°02
de la presente investigacion.

Radio de curvatura Radio de la curva circular que define la alineacion horizontal de la
carretera. El radio minimo es el valor limite para circular a la velocidad de disefio con
el peralte y coeficiente de friccion lateral maximos.

Red neuronal artificial (RNA) Modelo computacional inspirado en el sistema nervioso bi-
oldgico, compuesto por capas de nodos interconectados que ajustan sus pesos durante
el entrenamiento para aprender patrones a partir de datos.

Seccion transversal Representacion perpendicular al eje de la carretera que nomina y di-
mensiona los elementos que la conforman dentro del Derecho de Via. Puede ser de
tipo General o Especial.

Siniestralidad vial Indicador estadistico que expresa la frecuencia y gravedad de los acci-
dentes de transito en una via durante un periodo determinado.

SMOTE Synthetic Minority Oversampling Technique. Técnica de sobremuestreo que gen-
era instancias sintéticas de las clases minoritarias por interpolacion lineal, con el fin de
balancear el dataset de entrenamiento.

Sobreajuste (Overfitting) Fenémeno en que un modelo aprende el ruido del conjunto de
entrenamiento y pierde capacidad de generalizacion ante datos nuevos. Se detecta por
un GAP elevado entre las métricas de entrenamiento y evaluacion.

Velocidad de disefio Velocidad maxima seleccionada para el disefio de un tramo homogéneo
de carretera, a la que se pueden circular con seguridad y comodidad bajo condiciones

favorables.
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Ry Radio medio de la Tierra (Ry = 6,371,000 m) [m]
Vi, Velocidad de disefio horizontal [km/h]
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CAPITULO

Planteamiento del Problema

1.1 Descripcion del problema

1.1.1 Contexto Internacional

Los accidentes de transito constituyen una de las principales causas de mortalidad a nivel
mundial, representando un desafio critico para la salud publica y la ingenieria vial. En el
“Informe Mundial de Seguridad Vial 2024 del ITF” (International Transport Forum, 2024),
se realiza un analisis comparativo de los resultados en funcion al disefio geométrico de cada
uno de los paises en cuanto a mortalidad en la via. Para ello uno de los principales indicadores
presentado es el numero de fallecidos por accidente de trafico por cada 100 000 habitantes.
La figura siguiente permite observar claramente las diferencias entre paises, destacdndose
Noruega, Islandia y Suecia como los mas seguros, con tasas que rondan las 2 muertes por
cada 100 000 habitantes. Los resultados son consistentes con el enfoque en politicas de
seguridad vial rigurosas, con infraestructuras de calidad y con una cultura de cumplimiento

normativa muy enraizada.
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o [\ E=N )] 0o 5 C
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Iceland |
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I
Switzerland N
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Germany NG
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Hungary |
Poland |GG
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Lithuania |
Greece  |EEG—
Portugal G
New Zealand NN
Argentina
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United States |

Japan
Belgium
Canada
Costa Rica

Slovenia
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Figura 1 Muertes en accidentes de trafico por cada cien mil hab. 2023 a nivel mundial.

Fuente: Road Safety Annual Report 2024 - International Transport Forum.

El Reino Unido, Japon, Suiza, Dinamarca y Finlandia son otros paises de la Unién Euro-
pea que multiplican la situacion claramente favorable los indices de por debajo de la cifra 4,

siendo paises de referencia en la gestion de la seguridad vial. Por el contrario, en el extremo
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derecho de la grafica se observan paises con cifras muy superiores, como seria el caso de
Colombia, de los Estados Unidos y en especial Costa Rica, que aporta mas de 16 fallecimien-
tos por cada 100,000 habitantes. La grafica hace evidente las disparidades entre regiones
relacionadas con la tasa de motorizacion, fizcalizacidn, inversion en infraestructuras viales,

y los niveles de calidad de la atencion post-accidente.

1.1.2 Contexto Nacional

En el Pert, el disefio geométrico de las carreteras es factor determinante de seguridad vial,
sobre todo en condiciones rurales y montafiosas donde las condiciones topograficas criticas y
carencia de estandarizacion técnica significan que el riesgo de siniestros se multiplica amplia-
mente. Aunque el Estado ha emprendido esfuerzos consistentes para mejorar el equipamiento
vial, el pais contintia teniendo graves limitaciones para aplicar criterios geométricos que sean

adecuados para superar su diversidad territorial. Esa realidad se viene constatando en las es-
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tadisticas oficiales de siniestralidad vial.
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Figura 2 Historico de siniestros de transito, 2010 - 2024 en el Pert.
Fuente: DIVEST/DIRTIC-PNP y Direccion de Seguridad Vial - MTC

De acuerdo con el Boletin Anual de Siniestralidad Vial 2024, editado por el Ministerio

de Transportes y Comunicaciones (MTC), se contabilizaron 86,757 accidentes de transito de

3



1.1 Descripcién del problema | Capitulo 1

forma nacional, resultando 3,002 muertos y 56,747 con lesiones (MTC, 2024, p. 7). Dichos
datos comprueban que, pese a haberse producido avances normativos y técnicos, el tema de
la siniestralidad sigue estando critico, principalmente en el disefio geométrico deficiente.

Durante 2024, hubo un total de 3.002 muertes debido a accidentes de trafico. Esta cifra
refleja una disminucion del 9.5 % en comparacion con el afio anterior 2023, cuando se re-
portaron 3,316 muertes. Aunque esta reduccidn es positiva, esta claro que los incidentes de

trafico contintian siendo una grave preocupacion que exige un cambio profundo y duradero,

3531
3209
3244
3328
3316

especialmente en areas de alta concentracion como Ayacucho (MTC,2024, p. 10).
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Figura 3 Personas fallecidas en siniestros de transito, 2010 — 2024 en el Peru.
Fuente: DIVEST/DIRTIC-PNP y Direccion de Seguridad Vial - MTC
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En el periodo 2024, el nimero total de individus que sufrieron una condicion de lesiones
debido a siniestros de transito a nivel pais fue de 56,747 lesionados. Esto significa que se
experimentd una disminucion del 2.2 % con respecto al afio 2023, en el que se reporteran
58,000 lesionados, de acuerdo con las fuentes oficiales. Aunque es bajisimo, significa que
se experimentd mejora moderada para incrementar la seguridad vial de pais (MTC,2024, p.

13).
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Figura 4 Personas lesionadas en siniestros de transito, 2010 — 2024 en el Peru.

Fuente: DIVEST/DIRTIC-PNP y Direccion de Seguridad Vial - MTC

Por lo tanto la siniestrabilidad de transito a nivel nacional, segun la region durante el 2024,

se muestra en la siguiente imagenes.

2024
Siniestros Fallecidos Lesionados
AMAZONAS 513 54 554
ANCASH 2218 17 1570
APURIMAC 703 130 510
AREQUIPA 5 604 187 3051
AYACUCHO 549 17 475
CAJAMARCA 2278 195 2207
CALLAO . 3232 14 1164
CUsCOo 3575 280 2740
HUANCAVELICA 201 54 337
HUANUCO 1161 76 1124
ICA 223 93 1491
JUNIN 3124 218 3259
LA LIBERTAD 4091 120 3593
LAMBAYEQUE . 3524 mn 2 844
LIMA 43 786 570 23 2861
LORETO 307 14 318
MADRE DE DIOS 404 60 329
MOQUEGUA 564 17 338
PASCO g1 57 489
PIURA 3 096 272 2 066
PUNO 1287 138 997
SAN MARTIN 1746 101 2145
TACNA 1160 49 674
TUMBES 264 15 261
UCAYALI 708 23 950

Figura 5 Numero de siniestros de transito, personas fallecidas y lesionadas, por region, 2024.
Fuente: DIVEST/DIRTIC-PNP y Direccion de Seguridad Vial - MTC
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1.1.3 Contexto Regional

La zona Ayacucho, donde se encuentra ubicada la Via Los Libertadores (PE-28A), contabi-
liz6 549 accidentes de transito para el afio 2024, con saldo de 77 muertos y 475 lesionados,
numeros que aunque no son los mas altos de todas las regiones, son alarmantes por ser muy al-
tos porcentualmente, segun el volumen de vehiculos regionales (MTC, 2024, p. 27). Dichos
numeros indican el presence de factores estructurales mas alld de la actitud de conductor para

que estos accidentes se produzcan, resultando uno de ellos el disefio geométrico inadecuado.
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Nacional 45.5%; 20

33.3%; 20

- e

Vecinal 20.5%; 9

36.7%; 22

Departamental 15.9%; 7

6.7%; 4

I 2.6%; 2

Urbana 15.9%; 7

11.7%; 7

I 2.6%; 2

Sin clasificar 2.3%;1

11.7%; 7

W 2021 2022 2023
Figura 6 Personas fallecidas por siniestros de transito, segun tipo de red vial, Ayacucho, 2021-2023.
Fuente: Observatorio Nacional de Seguridad Vial y Direccion de Seguridad Vial - MTC
De acuerdo al informe de la direccion de seguridad vial “Informe de victimas fatales en
siniestros de transito e indentificacion de puntos de alta siniestralidad” manifiesta que en
las carreteras de Ayacucho en gran mayoria presenta una serie de tramos con curvas cerradas,
sin peralte, pendientes pronunciadas, anchos reducidos, y ausencia de visibilidad horizontal

y vertical adecuada, factores que la convierten en un corredor de alto riesgo para el trans-
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porte interprovincial y rural. En 2023, el 36.7 % de las muertes en Ayacucho se produjeron
en carreteras vecinales, superando incluso a las muertes en vias nacionales y departamen-
tales (MTC, 2023, p. 12), y el 65 % de los fallecimientos fueron ocasionados por despistes,
siniestros directamente relacionados con deficiencias geométricas (MTC, 2023,p. 20).
Accidente de transito en Ayacucho en 2023 y 2024

El 18 de septiembre de 2023, el bus interprovincial de la compaiiia Molina, que sali6 de
Ayacucho hacia Huancayo, se precipito a un abismo de unos 200 metros frente al rio Mantaro,
con al menos 25 muertos. El autobus habia sido parado por vegetacion y asi se salvd de una
precipitacion directa al rio. El incidente puso de relieve carencias de infrastructura vial e
inadecuado disefio geometrico de la carretera. Este hecho real da fuerza de conviccion al
llamado para renovar el proyecto geométrico viales para evitar que se produzcan accidentes

semejantes.

Figura 7 Accidente de transito de Molina Unién, Ayacucho - 2023.
Fuente: Diario Peri21
A finales de 2024, Ayacucho contabilizé mas de 40 muertos por accidente de transito, segin
el Observatorio Nacional de Seguridad Vial del MTC. Uno de los accidentes mas duros se
produjo el 16 de julio, al volcarse el bus de la compafiia Expreso Molina Unién al fondo
de un abismo, por el camino de Ccarhuaccpampa, seccion Rumichaca (distrito de Vinchos,
Huamanga), con 25 muertos. Otra se produjo el 14 de mayo, por el camino de Apacheta,
también por la carretera de Libertadores, al volcar el bus de la compaiiia Civa, de Lima, que
transportaba 34 pasajeros, con 17 fallecidos. Sus casos evidencian la necesidad de mejorar
el disefio geométrico de carreteras y de la seguridad de las carreteras interprovinciales de la

region.
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L ot

de Molina Union y Civa, Ayacucho - 2024.

Fuente: Diario Jornada, Ayacucho.

Figura 8 Accidente de transito

Esto accidentes de transito es particularmente preocupante en Ayacucho, ya que el informe
regional indica que el 35.9% de todas las muertes en la region en 2023 se debid a la falta de
infraestructura adecuada y este porcentaje ha aumentado en comparacion con el afio anterior

(MTC, 2023, p. 25).
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Figura 9 Personas fallecidas en siniestros de transito, Ayacucho, 2021-2023.
Fuente: Observatorio Nacional de Seguridad Vial y Direccion de Seguridad Vial - MTC.
Estas estadisticas confirman que el disefio geométrico no solo es un problema técnico, sino
un factor de riesgo directo que aumenta la letalidad. Sin embargo, se deben interpretar junto a
condiciones de entorno vial: un trazado geométrico incorrecto curvas cerradas sin curvas de

peralte, curvas de radio minimo no normativo o sin visibilidad, estado del vehiculo, condicién
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climatica, estado del pavimento, la visibilidad entre otras pueden inducir a una tragedia. En
este sentido, se genera la necesidad de llevar acabo un analisis transversal de las normativas
de disefio geométrico vial vigentes tanto en Peru como en otros paises de interés de referencia,
y para el tramo Via Los Libertadores (PE-28A), con el propoésito de determinar deficiencias
geométricas importantes, sugerir parametros mejorados mediante Redes Neuronales que ayu-
daran a predecir accidentes de transito y como consecuencia reducir los accidentes en la Via

Los Libertadores (PE-28A).

1.2 Delimitacion del problema

1.2.1 Espacial (geografica)

La investigacion se enmarca geograficamente en la Via Los Libertadores (PE-28A), esa
ruta nacional que cumple un rol fundamental al conectar San Clemente, en el departamento de
Ica, con la ciudad de Ayacucho, extendiéndose a lo largo de aproximadamente 333.90 km de
recorrido. Es un corredor vial que atraviesa tres departamentos Ica, Huancavelica y Ayacucho
y lo hace en condiciones extremas: Mal estado del pavimento, parametros geométricos muy

desfasados, y en otros. los cuales a ocasionado multiples accidentes de transito.

tra—,
g
3
b

T

Figura 10 Plano de la Carretera Via Los Libertadores (PE-28A)

Fuente: Ministerio de Transporte y Comunicaciones
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Figura 11 Progresiva 0+000km - ICA (dist. San Clemente)
Fuente: Fotografia propia.

‘. L4 - | ) A ‘ “\‘ .\y,"(' S \ . -
ok Cabid LY 2
Figura 12 Progresiva 333+90km - Ayacucho (Grifo. Ayacucho)

Fuente:Fotografia propia.
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Los departamento, provincia y distritos el cual comprende la Via Los Libertadores (PE-

28A) son las siguientes:

160 A

133.23 km
140 A (39.9%)

116.28 km

120 A (34.8%)

100 7 84.39 km

(25.3%)
80 1

Longitud (km)

60

401

204

04
Ica Huancavelica Ayacucho

Figura 13 Departamentos que recorre la Via Los Libertadores (PE-28A)

Fuente: Elaboracion propia

140 4
120.61 km
(36.1%)

120 1
_ 1001 84.39 km
£ (25.3%) 76.90 km
> 801 (23.0%)
>
=
(=
I 52.00 km
g 601 (15.6%)

404

204

04
Pisco Huaytara Cangallo Huamanga

Figura 14 Provincias que recorre la Via Los Libertadores (PE-28A)

Fuente: Elaboracion propia

San Clemente 8.00 km (2.4%) | km 0.00 - 8.00

Independencia 19.00 km (5.7%) | km 8.00 = 27.00
Humay 23.00 km (6.9%) | km 27.00 - 50.00
Huancano 34.39 km (10.3%) | km 50.00 - 84.39
Huaytara 57.61 km (17.3%) | km 84.39 - 142.00
Tambo 23.00 km (6.9%) | km 142.00 - 165.00

Pilpichaca 40.00 km (12.0%) | km 165.00 - 205.00

_ 12.00 km (3.6%) | km 305.00 - 317.00

Paras

Vinchos

Socos

Ayacucho

Il Dpto. Ica
_ 16.90 km (5.1%) | km 317.00 - 333.90 I Dpto. Huancavelica

B Dpto. Ayacucho

0 10 20 30 40 50 60 70
Longitud (km)

Figura 15 Distritos que recorre la Via Los Libertadores (PE-28A)

Fuente: Elaboracion propia
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El foco del estudio esta puesto, precisamente, en los puntos mas criticos de esta via, aquellos
tramos donde la siniestralidad se concentra con mayor intensidad y donde las caracteristicas
del terreno, sumadas a factores climaticos y de disefio vial, configuran escenarios de alto
riesgo. Identificar estos puntos no es un ejercicio meramente estadistico; es un paso necesario
para entender qué esta fallando y, sobre todo, donde se deben priorizar las intervenciones que

puedan salvar vidas.

1.2.2 Temporal

La investigacion se enmarca en dos horizontes temporales claramente diferenciados: uno
dedicado a la recopilacion de los datos y otro al desarrollo del estudio en si.

Hablemos primero de los datos historicos. El estudio recoge informacion desde el ano 2020
hasta el 2025, lo que equivale a seis afios de registros oficiales de siniestros de transito ocur-
ridos a lo largo de la Via Los Libertadores (PE-28A). Provienen de fuentes institucionales:
el Ministerio de Transportes y Comunicaciones (MTC), la Policia Nacional del Peru (PNP)
y el Observatorio Nacional de Seguridad Vial (ONSV), entidades que respaldan la solidez y
confiabilidad de la informacion utilizada.

Se realizara dos modelos de Redes Neuronales Artificales:

* El Modelo RNA N.°1 (Clasificacion Binaria: Riesgo Menor/Mayor): se construye
a partir de un dataset de registros de siniestros de transito recopilados en la Via Los
Libertadores (PE-28A) durante el periodo 2020-2025.

* El Modelo RNA N.°2 (Clasificacion Multiclase: Riesgo Bajo/Medio/Alto): se con-
struye a partir de un dataset de registros, producto del procesamiento geométrico de la
carretera en el software AutoCAD Civil 3D. Mediante el modelamiento del eje de la

via, el perfil longitudinal y las secciones transversales de la PE-28A

Por su parte, el desarrollo de la investigacion se lleva a cabo durante el afio académico 2025—
2026, un periodo que comprende todas las etapas del proceso: desde la revision bibliografica
y la recopilacion y depuracion de datos, pasando por el desarrollo y validacion de los modelos
RNA, el andlisis comparativo de normativas internacionales y el modelamiento en Civil 3D

y Vehicle Tracking.

1.2.3 Tematica y unidad de analisis

A) Tematica: la investigacion abarca tres ejes fundamentales.
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 El primer eje se centra en un analisis comparativo de normativas internacionales de dis-
efio geométrico. Aqui se ponen frente a frente los pardmetros de la DG-2018 del Peru
(MTC, 2018) con las normativas de cinco paises: Noruega, Islandia, Suecia, Reino
Unido y Japdn, precisamente los cinco con las tasas de mortalidad vial mas bajas del
mundo segun el ITF (2024). La comparacion abarca aspectos fundamentales como
radios minimos, peralte maximo, distancia de visibilidad de parada, pendientes longi-
tudinales, anchos de carril y berma, curvas verticales y elementos especiales.

* El segundo eje apunta a la prediccion de accidentes mediante Redes Neuronales Ar-
tificiales. Se desarrollan dos modelos predictivos con enfoques distintos pero com-
plementarios: el Modelo RNA N.°1, de clasificacion binaria (Riesgo Menor/Mayor)
mediantes los datos historicos de los accidentes de transito de los afios 2020 a 2025; y
el Modelo RNA N.°2, de clasificacion multiclase (Riesgo Bajo/Medio/Alto), que tra-
baja con un volumen considerablemente mayor con parametros geométricas extraidas
directamente del modelamiento en Civil 3D y parametros ambientales. Ambos mode-
los desarolladas en Python.

* El tercer eje apunta en desarollar programas de prediccion de accidentes de transito,
resultados de la Redes Neuronales Artificales (RNA) para la evaluacion de otras car-
reteras nacionales y ademas desarollar un programa de alerta de accidentes de transito
para los conductures a partir de los registros de accidentes de transito de los 2020 a

2025.
B) La unidad de analisis: Es el tramo vial Via Los Libertadores (PE-28A) caracterizado

por sus parametros geométricos (radio, peralte, pendiente, DVP, sobreancho, y otros), su
localizacion georreferenciada (progresiva kilométrica, coordenadas), condiciones climaticas

y su historial de siniestralidad del periodo 2020-2025.

1.3 Formulacion del problema

1.3.1 Problema general

(En qué medida el desarrollo de dos modelos de redes neuronales artificiales, el analisis
comparativo de la norma DG-2018 con normativas internacionales de disefio geométrico vial,
y la implementacion de un programa de alerta basado en geolocalizacion GPS en tiempo
real, permiten clasificar la peligrosidad de los accidentes de transito y optimizar el disefio

geométrico de la Via Los Libertadores (PE-28A), Ayacucho?.

13
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1.3.2 Problemas especificos

1.

(Qué nivel de precision alcanza el Modelo RNA N°01 (clasificacion binaria: riesgo
menor o riesgo mayor), entrenado con registros historicos de accidentes de transito
de la Via Los Libertadores (PE-28A), para predecir accidentes de transito utilizando
variables del disefio geométrico, condiciones climaticas, caracteristicas del siniestro y
factores viales conforme a la norma DG-2018?.

(Qué nivel de precision alcanza el Modelo RNA N°02 (clasificacion multiclase:
Riesgo Bajo, Riesgo Medio y Riesgo Alto), entrenado con registros de datos de la
Via Los Libertadores (PE-28A) modelados en AutoCAD Civil 3D, para predecir el

nivel de riesgo de accidentes de transito en tramos viales?.

. (En qué medida los parametros del disefio geométrico de la norma DG-2018 presentan

deficiencias respecto a las normativas internacionales de Noruega, Islandia, Suecia,
Reino Unido y Japon, y qué mejoras pueden proponerse para optimizar la seguridad
vial de la Via Los Libertadores (PE-28A)?

(En qué medida un programa de alerta de accidentes de transito que integre registros
histéricos georreferenciados de la Via Los Libertadores (PE-28A) y rastreo GPS en

tiempo real, constituye una herramienta de seguridad vial viable para conductores?.

1.4 Justificacion e importancia

La justificacion de la investigacion queda plenamente de manifiesto ante la urgente necesidad

de poner freno a la elevada siniestralidad en la Via Los Libertadores (PE-28A), una carretera

clave en la region Ayacucho que presenta muchos peligros manifiestos por las deficientes

geométricas que el actual disefio de la carretera tiene (basado en la norma DG-2018), el cual

no refleja la complejidad real de las condiciones topograficas, las curvas cerradas que presenta

la carretera, las pendientes escarpadas, las zonas sin visibilidad, condiciones climaticas, etc.

En este sentido, la investigacion se justifica en los siguientes puntos:

1.

Justificacion técnica: comparar los parametros de disefo de la norma DG-2018 (peru-
ana) con las normas de los estandares internacionales de disefio de carreteras de aque-
llos paises con menor siniestralidad como Noruega, Islandia y Suecia, en donde se
extraeran los aspectos de mejora y se podran aplicar en favor de una mayor seguridad
vial y reducir cada uno de los factores de riesgo que intervienen en los accidentes de

trafico.
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2.

1.5
a)

b)

Justificacion tecnolégica: El estudio de la Via Los Libertadores (PE-28A) también
incorporard el uso de redes neuronales artificiales (RNA) como herramienta predictiva
de accidentes de transito. Se desarrollan dos modelos de Redes Neuronales Artificiales
(RNA) desarollados en el Python. El Modelo RNA N.°1 (clasificacion binaria) y el
Modelo RNA N.°2 (clasificacion multiclase), demostrando que las redes neuronales
es una herramienta viable y de precision para predecir futuros accidentes de transito.
Tambien se realizara el trazado del eje de la carretera PE-28A en el Software AutoCAD

Civil 3D y se implementara el sistema de alerta para conductores.

. Justificacion social: La investigacion busca contribuir en la prediccion de futuros ac-

cidentes de transito, y ademas en favor de una infraestructura mas segura, mas eficiente
y mas sostenible para los usuarios de esta via de que conecta 3 regiones, el desarrollo
economico y reducir la siniestralidad en el espacio geografico de la regiones de Ayacu-

cho, Huancavelica e Ica.

Limitaciones de la investigacion

Disponibilidad limitada de registros de siniestros: La base de datos de siniestros
de transito de la Via Los Libertadores (PE-28A) se circunscribe al periodo 2020-2025,
obteniéndose tnicamente 202 registros verificados para el Modelo RNA N.°1 (RNA
de clasificacion binaria). La limitacion se debe a que, con anterioridad al afio 2020, el
Observatorio Nacional de Seguridad Vial del MTC vy la policia nacional del Pera no
dispone de una base de datos consolidada, georreferenciada y de acceso publico para
su uso en modelos de aprendizaje automatico.

Ausencia del levantamiento topografico: Por limitaciones econdémicas de la pre-
sente investigacion de pregrado, no se realizd un levantamiento topografico directo
de los 333.90 km de la carretera Via Los Libertadores (PE-28A) mediante estacion
total o dron topografico. No obstante, la carretera fue modelada en AutoCAD Civil
3D utilizando el modelo digital del terreno disponible de PROVIAS Nacional y la in-
formacion cartografica, lo que permitié extraer los parametros de disefio geométrico
(radio de curva, pendiente longitudinal, distancia de visibilidad, sobreancho, longitud
de curva y longitud tangente, radio entre otros datos),mediante el cual se logro la cons-
truccion de una base de datos de 2,997 registros para el Modelo RNA N.°2 (RNA de

clasificacion Multiclase).
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1.6

Objetivos

1.6.1 Objetivo general

Clasificacion de la peligrosidad de los accidentes de transito y optimizar el disefio geométrico

de la Via Los Libertadores (PE-28A), Ayacucho, mediante el desarrollo de dos modelos de

redes neuronales artificiales, el andlisis comparativo de la norma DG-2018 con normativas

internacionales de disefio geométrico vial, y la implementacion de un programa de alerta

basado en geolocalizacion GPS en tiempo real, con el fin de contribuir a la reduccion de los

acccidentes de transito.

1.6.2 Objetivos especificos

a)

b)

d)

Desarrollar y evaluar el Modelo RNA N°01 (clasificacion binaria: riesgo menor o
riesgo mayor), entrenado con 202 registros histdricos de accidentes de transito de la Via
Los Libertadores (PE-28A), para predecir accidentes de transito utilizando variables
del disefio geométrico, condiciones climaticas, caracteristicas del siniestro y factores
viales conforme a la norma DG-2018.

Desarrollar y evaluar el Modelo RNA N°02 (clasificacion multiclase: riesgo bajo,
riesgo medio y riesgo alto), entrenado con 2,997 registro de datos de la Via Los Liber-
tadores (PE-28A) modelados en AutoCAD Civil 3D, para predecir el nivel de riesgo
de accidentes de transito en tramos viales.

Comparar los parametros del disefio geométrico de la norma DG-2018 con las normati-
vas internacionales de Noruega, Islandia, Suecia, Reino Unido y Japdn, identificar las
deficiencias del disefo actual de la Via Los Libertadores (PE-28A) y proponer mejoras
orientadas a optimizar su seguridad vial.

Desarrollar e implementar un programa de alerta de accidentes de transito para la Via
Los Libertadores (PE-28A), que integre registros historicos georreferenciados y rastreo

GPS en tiempo real, como herramienta de seguridad vial para conductores.
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CAPITULO

Marco Teorico

2.1

Antecedentes

2.1.1 Investigaciones internacionales

a)

b)

Segun (Codur & Tortum, 2015), manifesta en su articulo titulado “An artificial neu-
ral network model for highway accident prediction: a case study of Erzurum,
Turkey” (“Un modelo de red neuronal artificial para la prediccion de accidentes de
carretera: un estudio de caso de Erzurum, Turquia”) presenta un modelo de prediccion
de accidentes en las carreteras de la provincia de Erzurum, en Turquia, usando redes
neuronales artificiales (ANN) que permite predecir los accidentes de trafico ocurridos
en la provincia de Erzurum, Turquia, a partir del analisis de 7.780 informes de acci-
dentes ocurridos entre 2005 y 2012, de los cuales 7.285 han sido considerados tras la
depuracion de datos incorrectos o faltantes. Presentaron 8 variables que determinan
la ocurrencia de los accidentes, donde el grado de curvatura vertical alcanz6 un grado
de determinacion del 54.88%, seguido del trafico diario promedio anual (AADT) y la
curvatura horizontal con un grado de determinacion proximo al 15% para cada uno de
los factores citados. La red neuronal fue depurada utilizando el algoritmo Levenberg-
Marquardt y obtuvo un buen rendimiento, con un coeficiente de correlacion de 0.991,
R2=0.982 y bajas tasas de error (MSE=4.11, RMSE=2.03). Las conclusiones apuntan
a que las ANN son herramientas validas y flexibles para la prediccion de la mortalidad
del trafico, superando para ello a los métodos estadisticos probados. Los autores con-
sideraron también la importancia de determinar los factores determinantes para mejorar
la siniestralidad en el trafico. Al final, los autores sugieren aumentar la base de datos
y trabajar con algoritmos genéticos para ayudar a optimizar la red neuronal e intentar
ayudar a la toma de decisiones de las politicas de trafico que hay que desarrollar.

Segun (LuWang, 2023), manifesta en su articulo titulado “Safety Evaluation for
Highway Geometric Design Based on Spatial Path Properties” (“Evaluacion de
la seguridad para el disefio geométrico de carreteras basada en las propiedades de la
trayectoria espacial”). Este estudio fue desarrollado en China, donde los investigadores
proponen una innovadora metodologia para optimar la evaluacion de seguridad vial

basada en analisis tridimensional de las propiedades geométricas de las curvas, tal
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como son: radio, curvatura acumulada, torsion espacial y longitud efectiva. A través
de un acercamiento cuantitativo, el presente trabajo demuestra como curvas de radios
pequeiios, cambios bruscos en la ruta y transiciones geométricas inapropiadas muestran
una fuerte correlacion con el aumento en la tasa de accidentes por millon de vehiculos-
kilometro.

Esta investigacion Chino permite describir cada segmento de curva mediante modelos
de correlacion espacial, lo que constituye un eficaz instrumento predictivo del tramo
critico temprano. Por otra parte, se remarca que el redisefio de curvas en paisajes
montafiosos rurales, y las ubicadas en carriles de alta velocidad, puede hacer consider-
ablemente disminuir la siniestralidad de las vias.

c) Segun (Alvarez, Fernandez, Gorliza, Mansilla & Molinero, 2020), manifesta en su
articulo titulado “Geometric road design factors affecting the risk of urban run off
crashes. A case-control study” (“Factores geométricos del disefio vial que afectan el
riesgo de accidentes por escorrentia urbana. Un estudio de casos y controles”) llevaron
acabo un analisis de casos y controles para centrar su investigacion en la ocurrencia
de accidentes tipo “salida de via” en contextos urbanos, para determinar qué elemen-
tos geométricos del disefio contribuyen al riesgo de siniestralidad significativamente.
Su trabajo, realizado en Valladolid (Espafia), encontré que determinados factores tales
como radios de curvatura demasiado limitados, secciones rectas prolongadas no inter-
rumpidas, carriles anchos no controlados por velocidad, y una pobre transicion entre
segmentos geométricos multiplican considerablemente las posibilidades para que se

produzcan accidentes.

Se basa en analisis estadistico y recomienda que estos factores geométricos se aborden
desde las consideraciones iniciales al disefiar la infraestructura vial, y centrar las con-
sideraciones en zonas de alta densidad automovilistica. Especialmente, destaca que
incoherencia entre geometria del trazado y comportamiento esperado del conductor

resulta en un desencadenando directo para fallos de conduccion.

Esta experiencia trae beneficios al comparativismo de investigaciones como la presente
tesis, al poder proyectar resultados urbanos hacia areas rurales con las mismas condi-
ciones de riesgo geométricas, como en la Via Los Libertadores (PE-28A), en donde se
encuentran curvas sin visibilidad y longitudes rectas alargadas también.

d) Segin (Kriswardhana, Hasanuddin & Palestine, 2020) se manifestaron en su
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articulo titulado “Modelling road traffic accident rate and road geometric parame-
ters relationship” (“Modelado de la relacion entre la tasa de accidentes de trafico y los
parametros geométricos de la carretera”). Este estudio se llevo en Indonesia, donde dis-
efiaron un modelo estadistico para investigar como différents parametros geométricos
influian en las tasas de accidentes en redes de carreteras interurbanas de Indonesia. El
articulo considerd los parametros de disefio como radio de curvatura, super elevacion,
ancho de carril y libertad lateral mediante regresiones multiples para llevar a cabo cor-

relaciones significativas entre dichas variables y las siniestralidades declaradas.

Uno de los resultados importantes fue una estricta correlacion entre “libertad lateral”
el ancho entre obstaculo adyacente y borde de calzada y accidentes mas frecuentes. Se
asumi6 que un mayor nivel de libertad lateral puede servir como un amortiguador de
seguridad contra maniobras evasivas o desaparicion de control en curvas, reduciendo
mucho los incidentes en carreteras. Por otra parte, el anélisis destaca la obligacion de
incluir estos factores en los procedimientos de disefio geométricos, fundamentalmente

en secciones con curvas bruscas o condiciones topograficas complejas.

Esta orientacion se puede aplicar ampliamente al caso de estudio de la ruta la Via Los
Libertadores (PE-28A), ya que la existencia de curvas cerradas y bordes estrechos pone
en riesgo gravemente la seguridad por carretera si no se re-proyectan bajo parametros
regulativos mas exigentes y homogéneos.

Segun (Thangaraj & Sorimuthu, 2019) publican en su articulo titulado “Influence
of Geometrical Design Elements on Traffic Safety”(“Influencia de los elementos
de disefio geométrico en la seguridad vial”). Este estudio se llevo en la India, donde
llevaron acabo un analisis exhaustivo de la literatura para decidir como se ven influenci-
ados por elementos geométricos los factores de seguridad vial A su juicio, condiciones
que fomentan un mayor riesgo por colisiones provienen de factores como un ancho
escaso para carriles, una superamplificacion no correcta y problemas en la visibilidad.
Los autores destacan que, mediante una buena aplicacion de los principios geométricos,
junto con las normas utilizadas internacionalmente, se puede reducir sensiblemente los
accidents El autor propusieron estrategias especificas de reconfiguracion en secciones
de alta siniestralidad, destacando especialmente para lograr parametros homogéneos

tanto en curvas como pendientes.

f) Seglin (Islam, Teik, Hamid & Azarkerdar, 2019) en su articulo titulado “Relation-
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2)

ship of Accident Rates and Road Geometric Design” (“Relacion entre las tasas de
accidentes y el disefio geométrico de las carreteras”). Este estudio se llevo en Malasia,
donde realizaron un estudio cuantitativo sobre como los elementos geométricos del
disefio, tales como el nimero de carriles, la distancia de visibilidad, la super-elevacion,
el ancho de la calzada y el radio de curva, son cruciales para influir en el indice de
accidentes. El trabajo concluy6 que curvas con radios bajos pendientes inclinadas se
han relacionado estrechamente con un mayor siniestrismo. A través de regresion, de-
muestran cOmo un avance en estos parametros puede hacer desaparecer en un un 30%
la probabilidad de accidentes. El presente trabajo reafirma la vigencia del papel de
regular estandares geométricas Optimas como base para politicas seguridad vial.

Segun (Wang, Wang, Zhou, Jing & Cheng, 2018) expresaron en su articulo titu-
lado “A Three-Dimensional Method for Safety Evaluation of Highway Geomet-
ric Design” (Un método tridimensional para la evaluacion de la seguridad del disefio
geométrico de carreteras). Este estudio fue desarollado en el pais de China, donde
ofrecieron un nuevo enfoque para valorar seguridad en las carreteras mediante un mod-
elo tridimensional propiciando tanto la geometria horizontal como vertical del trazado,
junto a la torsion espacial. A diferencia de las metodologias tradicionales, basadas en
dos dimensions (planta y perfil) para estudiar pista en alineamiento, se trata de un ac-
ercamiento que combina el modelo “curvatura espacial continua”, adaptado para una
valoracion mas exacta de los cambios en direccion del vehiculo en situaciones reales

de funcionamiento

El trabajo hizo un uso combinado de registros de accidentes junto con detalladas de-
scripciones del perfil geométrico de multiples segmentos de ruta para fijar una relacion
cantonibile entre variacion en curvatura/torsion y numero de accidentes por millon de
vehiculos-kilometro. Los resultados revelaron que segmentos con cambios irregulares
en curvatura o bruscas transiciones entre pendientes y curvas planas representan un
mayor cargo cognitivo para el conductor, disminuyendo su capacidad para reaccionar

y haciendo aumentar enormemente las posibilidades en siniestros.

Este procedimiento se encontro particularmente eficaz en vias de topografia compleja,
como territorios montafiosos, ya que las variaciones en la geometria espacial son mas
comunes ahi. Segln los resultados, se recomienda aplicar un disefio geométrico tridi-

mensional mas homogéneo, con transiciones suaves tanto horizontal como vertical,
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h)

)

que no solamente acelera la comodidad en la conduccidn, sino que también mejora la
seguridad en las vias al reducir puntos criticos de conflicto.

Segun (Montoya Correa & Garrido Murillo, 2020) en su tesis que lleva como titulo
“Criterios de disefio, seguridad y operacion geométrico en el disefio vertical de car-
reteras. Analisis comparativo entre los manuales del invias (Colombia), ministe-
rio de fomento (Espaiia) y AASHTO (EE.UU.)”. En este estudio se lleva a cabo una
comparacion entre tres guias de disefio de vias en relacion al componente geométrico
vertical: el Manual de Disefio Geométrico de Carreteras 2008 del Instituto Nacional
de Vias de Colombia, el A Policy on Geometric Design of Highways and Streets 2011
de la American Association of State Highway and Transportation Officials de Estados
Unidos, y la Norma 3.1-IC Trazado de la Instruccion de Carreteras 2016 del Minis-
terio de Fomento de Espania. Para realizar un andlisis comparativo serio, se tradujo
al espaiiol el capitulo respectivo al disefio vertical del manual AASHTO. A partir de
su traduccidn, se realiz6 un cuadro comparativo que permite hacer patentes los crite-
rios técnicos respectivos referentes al disefio, seguridad y funcionamiento en trazado
vertical segun cada reglamento. Esta investigacion apunta a desvelar las limitaciones
existentes en el manual colombiano INVIAS para ofrecer propuestas de modificacion
en el disefio geométrico vertical para las redes viales colombianas.

Segun (Garzoén, Escobar & Galindo, 2017), menciona en su articulo titulado “Se-
guridad Vial en Carreteras”. Ejemplo de implementacion metodologica, una
metodologia general para su uso en Auditorias. “de Seguridad Vial” ASV, empleada
en la ciudad de Manizales (Colombia), donde se realizaron como elementos de estudio,
los lugares donde ocurrieron accidentes fatales durante el afio 2015.

Segun (Garcia Chavez, 2012) en su Tesis “Propuesta De Mejoramiento de la Seguri-
dad Vial de una Carretera de Elevada Accidentalidad Utilizando Tecnologias ITS
(Sistemas Inteligentes de Transporte)” tenia como meta principal, determinar y ele-
gir un segmento vial de la Red Carretera Federal de México adecuado para realizar un
proyecto piloto de identificacion, analisis, valoracion e implementacion de tecnologias
ITS conexas a la seguridad, realizando el analisis de las razones de la siniestralidad en
esa seccion, la propuesta de tecnologias ITS para reducir los inconvenientes detectados

en el andlisis y la valoracion La viabilidad econdmica de dicha propuesta.
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2.1.2 Investigaciones nacionales

a)

b)

Segun (Quispe Condor, 2014) publica en su tesis que lleva como titulo “Disefio de
una Red Neuronal para la Prediccion de Accidentes de Transito en la Carretera
Central Tramo: Tarma-La Merced, Junin 2022” tuvo como objetivo crear una red
neuronal artificial (RNA) que sirviera para predecir accidentes de transito a partir de
aislar las variables geométricas de la carretera, entre ellas el radio de curva, el angulo
de deflexion, la pendiente longitudinal y la visibilidad. Para la fase de recopilacion
de datos historicos de accidentes y de las caracteristicas geométricas de los lugares de
accidente se opt6 por usar fichas de campo y aplicativos como Excel y NeuralTools.
La base de datos utilizada contenia los puntos criticos donde se encontraban radios de
curva de 20 a 50 metros, pendientes de 7 a 12 grados y visibilidad restringida.

Se seleccionaron 27 puntos criticos para el entrenamiento que fueron clasificados uti-
lizando los criterios del andlisis de riesgo en tres niveles: bajo, medio y alto. Diversas
arquitecturas de la RNA fueron tratadas mediante la variacion del nimero de nodos
de entrada y ocultos para reducir la tasa de error de la prediccion. Las variables de
entrada fueron tipo de curva (circular, eliptica, en ’S”, entre otras), radio, a&ngulo de
defleccion, pendiente y visibilidad, siendo el nivel de riesgo la variable salida. Los
resultados obtenidos mostraron que las curvas constituidas por radios pequefios o me-
dianos combinados con dngulos de defleccion muy elevados (derechas) presentan alto
riesgo, al igual que los tramos rectos con baja visibilidad. Asimismo, la RNA demostro
ser una herramienta 1til para anticipar las zonas criticas de las vias y para mejorar el
disefio vial. Para ello, se recomienda aumentar la base de datos existente y aplicar el
modelo en vias especialmente rurales con el fin de mejorar el disefio que optimiza la
seguridad vial.

Segun (Chavez Castro, 2022) publica en su tesis que lleva como titulo “Es-
tandarizacion de disefio geométrico a través del analisis de estandares de otros
paises de Sudamérica para actualizar el Manual de Carreteras - Disefio Ge-
ométrico DG 2018”. El presente trabajo tiene como finalidad determinar unos parame-
tros geométricos que sirven para la concepcion de caminos a fin de revisar y actualizar
el manual de caminos - disefio geom étrico DG 2018, para ser usado en el Perti. De
todo lo estudiado y ponderado en el contenido del disefio del transporte , la ampliacion

en curvas y el tiempo de reaccidon-percepcion en relacion con la distancia de visibilidad
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d)

de detencidn, poniendo en consideracion los coddigos en las normativas de regulaciones
internacionales. Después de recolectar datos y hacer una comparacion entre la norma-
tivas , se propuso modificar el manual peruano tomando como base principalmente las
especificaciones del manual boliviano para vehiculo de disefio y sobreadelgamiento en
curvas. Al referirnos al tiempo percepcion-reaccion se propone mantener 2.5 segun-
dos, en acuerdo con las regulaciones de Ecuador y Colombia, y desaparecer graficos
innecesarios incluidos en el DG 2018.

Segun (Maquera Maquera, 2023) manifiesta en su tesis que lleva como titulo “Eval-
uacion del disefio geométrico de la carretera mo-518 tramo los Angeles — Yacango,
Moquegua, con la aplicacion del Vehicle Tracking de Autocad CIVIL 3D” se re-
alizaron las investigaciones en tramo kilométrico 7+000 a 9+000, en sede Las Aguilas,
zona rural, provincia Mariscal Nieto, Moquegua, donde se encuentran curvas muy
cerradas. Se buscan evaluar mediante simulacion utilizando el software VEHICLE
TRACKING el disefio geométrico para obtener condiciones Optimas de seguridad y
reflejar mejores resultados, se utilizo una metodologia descriptiva con Analisis estadis-
tico multivariado ANOVA para comparar sobreancho y radios minimos, determinando
las curvas criticas defectuosas son seis, se compararon los parametros actuales frente
a las normas DG-2018 y AASHTO-2011, concluyendo que el disefio bajo la norma
americana presenta mejores condiciones para la seguridad, se recomienda mejorar las
curvas criticas disefio geométrico mediante los parametros AASHTO-2011 para opti-
mizar las condiciones de seguridad vial.

Segin (Cardenas Achahuanco, 2024) en su tesis que lleva como titulo “Propuesta
de estandarizacion de disefio geométrico de trochas carrozables en la DG-2018 a
través del analisis comparativo de normativas extranjeras” presenta una propuesta
de estandarizacion de parametros para disefio geométrico para trochas carrozables, ya
que las vias que equivalen al 20.98 % de las calles no asfaltadas en Pert no poseen
especificaciones delineadas en el Manual de Carreteras DG-2018. El trabajo acoge un
disefio deducido, utilizando herramientas como método Delphi, andlisis comparativo
de normativas extrajeras (Brasil y Chile) e informacion asistida por Civil 3D para dis-
eflo asistido por computadoras. Se consideraron pardmetros importantes para trochas
carrozables: IMDa < 200, radio minimo 20 m, pendiente max 13 %, ancho minimo

carril 3 m y bermas 0.5 m. La validacion mediante consenso experto mediante Delphi
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y analisis costo-beneficio le permitio basar técnica y objetivamente su incorporacion
en futuras actualizaciones normativas.

Segun (Heredia Martinez & Perez Heredia, 2023) en su tesis que lleva como titulo
“Propuesta de parametros para el disefio geométrico de trochas carrozables bajo
el enfoque de seguridad activa y normas internacionales, aplicado a la carretera
Balconcillo-Cruce San Andrés, Cutervo”. El estudio examina la falta de informa-
cion sobre la norma peruana para el disefio geométrico de trochas carrozables, a pesar
de ser una de las vias mas transitadas en el pais. Se entiende por enfoque de seguridad
activa la sugerencia de parametros basicos tales como radio minimo, peralte, sobrean-
cho, pendiente, curvas verticales, calzada, bombeo, bermas y distancias de visibilidad.
Se consideran las dimensiones mas seguras fundamentadas en antecedentes técnicos
segun la frecuencia de accidentes en caminos no pavimentados de bajo flujo vehicular.
Se lleva a cabo un estudio comparativo entre las normativas internacionales (AASHTO,
ARRB, MRRD) y el ya derogado manual peruano MDCNPBVT, dando como resul-
tado los Parametros Recomendados para Trochas Carrozables (PRTC). Estos se aplican
al camino vecinal Balconcillo—Sahiundo—San Andrés (Cajamarca), donde se aprecian
deficiencias en seguridad en el disefio original. Aunque costaba menos mover tierras,
se sacrificaba la seguridad y se multiplicaba el mantenimiento. Finalmente, se deduce
que, junto al uso de pardmetros minimos de seguridad, se debe hacer un analisis costo-
beneficio en el disefio para conseguir un punto de equilibrio entre seguridad, costes de
gjecucion y mantenimiento.

Segun (Boza Pareja, 2018) manifiesta en la tesis que lleva como titulo “Analisis com-
parativo segun los criterios de seguridad y operacion a nivel de diseiio geométrico
de la ruta arco Tica Tica - Chinchero usando los manuales de disefio DG 2014
peruano, manual de disefio geométrico Ecuatoriano de carreteras 2003, y man-
ual de disefio geométrico de carreteras Colombiano 2008 en la region del Cusco”.
La propuesta se realizé para disefiar geométricamente la alternativa de la via entre
Chinchero y Arco Tica Tica, utilizando criterios de seguridad y de operacion segiin
los manuales de disefio geométrico de Pert (DG-2014), Ecuador (2003) y Colombia
(2008). Se revisaron rutas actuales y alternas, aplicando informacion del IMDA. Al
realizar la comparacion de las normas mostr6é que el manual ecuatoriano 2003 es uno

de los mas exigentes por criterio de seguridad y que el DG-2014 peruano resalta por
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criterio de operacion. Ademas, el DG-2014 y el manual ecuatoriano tienen dos tramos
homogéneos, mientras que el colombiano tiene tres. En conclusion, se corroboro el
supuesto que el ecuatoriano es mas exigente en seguridad, y el peruano de operacion,
sugiriendo adoptar elementos mas rigurosos para futuras actualizaciones normativas
de disefo geométrico vial peruano.

g) Segun (Quispe Aquino & Poma Milian, 2019) manifiesta en la tesis que lleva como
titulo “Norma de estandarizacion de disefio geométrico de trochas carrozables
para modificar la norma del MTC a través del analisis de estandares de otros
paises”. La presente tesis se centrd principalmente en establecer una norma de es-
tandarizacion para el disefio geométrico de vias carrozables, considerando manuales
técnicos internacionales con la finalidad de optimizar y actualizar la normativa emi-
tida por el MTC. El estudio adopt6 un enfoque mixto (cuantitativo-cualitativo), lo que
facilita la recoleccion, analisis e interpretacion completa de informacion técnica y con-
textual. Se analizaron y definieron criterios de comparacion entre varios manuales de
diversas naciones con condiciones similares de geografia y transito, enfocandose en es-
tos componentes esenciales de disefio geométrico: seccion transversal (carril y berma),
alineacion horizontal (radio de curvatura minimo, distancia de visibilidad de deten-
cion y de adelantamiento) y alineacion vertical (pendiente méxima), con el objetivo de
mejorar la operatividad y la seguridad vial de las carreteras. Por lo tanto, se realizo
una propuesta normativa adaptada al volumen diario de transito promedio (IMD), es-
tableciendo parametros especificos para cada categoria: para un IMD de 0—50 veh/dia,
se sugiere una calzada de 4.50 m de ancho, radio minimo de 15 m y pendiente maxima
de 17%; para 50—100 veh/dia, ancho de 5.50 m, radio de 25 m y pendiente maxima de
15%; y para 100-200 veh/dia, ancho de 6.50 m, radio de 40 m y pendiente méxima de
12%. El estudio concluye que es factible y técnicamente imprescindible implementar
un estandar especifico para trochas carrozables, en linea con las condiciones topogra-

ficas y del transito rural en Peru.

2.2 Bases teoricas

2.2.1 Redes Neuronales Artificiales (RNA)

Las redes neuronales artificiales (RNA) son uno de los grupos de técnicas dentro del &mbito

de la inteligencia artificial y del aprendizaje automatico, que han tomado como modelo el
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funcionamiento del cerebro humano. Estas técnicas se basan en una coleccion de nodos (neu-
ronas artificiales) interconectados organizados en capas de tal manera que permiten modelar
relaciones complejas entre entradas y salidas. Las redes neuronales artificiales, usualmente,
aprenden a partir de datos historicos y pueden identificar patrones, no lineales, utiles para

tareas de prediccion o clasificacion.

<

Figura 16 Redes neuronales inspirados en el cerebro humano.
Fuente: The University of Science Technology

Segun (Haykin, 2009) define como:”Un procesador masivamente paralelo distribuido, con-
stituido por unidades de procesamiento simples, que tiene una propension natural para al-
macenar conocimiento experiencial y hacerlo disponible para su uso. Se asemeja al cerebro
en dos aspectos: el conocimiento es adquirido por la red a partir de su entorno a través de
un proceso de aprendizaje, y las fuerzas de conexion entre neuronas, conocidas como pesos
sinapticos, se emplean para almacenar el conocimiento adquirido. (p. 2)”

En el caso del disefio geométrico vial, las redes neuronales pueden ser entrenadas con datos
sobre caracteristicas geométricas del trazado de las carreteras, y también con datos sobre
accidentes, para predecir el riesgo vial, o para sugerir alternativas de redisefios mas seguros,

siguiendo la normativa de la técnica vigente.

a) Neurona Artificial: Las redes neuronales artificiales (RNA) son modelos computa-
cionales que simulan la organizacién y el comportamiento del sistema nervioso bi-
ologico, conformados por conjuntos de neuronas artificiales distribuidas en capas in-

terconectadas. Su principal capacidad radica en el procesamiento de informacién y en
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el reconocimiento de patrones no lineales presentes en los datos, permitiendo aproxi-

mar funciones matematicas complejas y generar predicciones a partir de variables de

entrada. Cada neurona artificial opera mediante los siguientes componentes fundamen-

tales:

Seniales
de {
entrada

Entradas: Sefiales numéricas provenientes del conjunto de datos o transmitidas

desde neuronas de capas anteriores.

Pesos sinapticos: Parametros ajustables que ponderan la contribucion de cada

sefal de entrada al procesamiento de la neurona.

Funcion de agregacion: Operacion que combina las entradas mediante una suma

ponderada, integrando los pesos sinapticos y las sefiales recibidas.

Sesgo (bias): Término independiente que desplaza el umbral de activacion, otor-

gando mayor flexibilidad al modelo durante el aprendizaje.

Funcion de activacion: Transforma la salida de la funcion de agregacion intro-
duciendo no linealidad, lo que permite al modelo capturar relaciones complejas

entre las variables.

f—»

- k
Py | — Y1
- Senales
>- de
E ) salida
— g
w Y2
. ﬁ_l /
.
Capa de
\ M—- ' ﬁ—l '—Y—’ salida
Sy Primera Segunda
capa capa
Capa de oculta oculta
entrada

Los circulos de colores representan a los nodos o neuronas

Figura 17 Arquitectura de un Red Neuronal.

Fuente: www.deingenierias.com

Segun (Bishop, 2006) explica que “’los pesos sinapticos determinan la importancia rel-

ativa de cada entrada, y el sesgo (bias) permite desplazar la funcion de activacion hor-

izontalmente, proporcionando un grado adicional de flexibilidad al modelo” (p. 227).

Sin la funcién de activacion no lineal, una red de multiples capas se reduciria alge-

braicamente a una transformacion lineal simple, independientemente de su profundi-
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b)

dad, lo que limitaria drasticamente su capacidad representacional (Goodfellow, Bengio

& Courville, 2016).

Matematicamente, la salida de una neurona puede expresarse como:

y=r Zwixl-+b (2.1)
i=1

Donde:

* X; son las entradas.
* w; son los pesos.
* bes el bias.

* fes la funcidn de activacion.
Funciones de activacién: Las funciones de activacion constituyen elementos funda-
mentales en la arquitectura de una RNA, puesto que introducen no linealidad en el mod-
elo y regulan la sefial de salida de cada neurona hacia las capas subsiguientes (Good-
fellow et al., 2016). Sin esta propiedad, la red se reduciria a una simple transformacioén
lineal, incapaz de representar relaciones complejas entre variables. Entre las funciones

de activacion mas empleadas en la literatura se tienen:

* Sigmoide: Definida como f{x) = comprime cualquier valor real al inter-

1
I+e=’
valo [0, 1], siendo util en capas de salida para problemas de clasificacion binaria.

e—e™*
eX e

» Tangente hiperbdlica (Tanh): Expresada como f{x) = , mapea los val-
ores al intervalo [—1, 1], presentando salidas centradas en cero que favorecen la

convergencia del entrenamiento.

* ReLU (Rectified Linear Unit): Definida como f(x) = max(0, x), anula las activa-
ciones negativas y preserva las positivas sin modificacion, lo que reduce el costo

computacional y acelera la convergencia en redes profundas.

* Leaky ReLU: Variante de ReLU expresada como f{x) = max(ox, x), donde a es
un valor pequefio positivo. Permite un gradiente residual para entradas negativas,

mitigando el problema de neuronas inactivas .

* ELU (Exponential Linear Unif): Extiende las ventajas de ReLU al incorporar
una respuesta exponencial para valores negativos, reduciendo el sesgo en las ac-

tivaciones y atenuando el problema de neuronas muertas.

* Softmax: Transforma un vector de valores reales en una distribucion de probabi-

lidad sobre K clases, garantizando que la suma de las salidas sea igual a la unidad.
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Es la funcion estandar en la capa de salida para tareas de clasificacion multiclase.

c) Aprendizaje y Entrenamiento: El entrenamiento de una RNA comprende dos etapas
secuenciales e interdependientes que permiten ajustar los parametros del modelo hasta

minimizar el error de prediccion:

* Propagacion directa (Forward Propagation): Durante esta etapa, los datos de
entrada recorren la red desde la capa de entrada hasta la capa de salida. En cada
neurona se aplica la funcion de agregacion seguida de la funcion de activacion co-
rrespondiente, transformando progresivamente la sefial hasta generar una predic-
cion en la capa final (Goodfellow et al., 2016).

* Retropropagacion del error (Backpropagation): Una vez obtenida la predic-
cion, se cuantifica la discrepancia respecto al valor real mediante una funcion
de pérdida. El gradiente de dicho error se propaga en sentido inverso a través
de las capas de la red, permitiendo calcular la contribucidén de cada peso al er-
ror total. Mediante el algoritmo de descenso del gradiente, los pesos sinapticos
se actualizan iterativamente con el objetivo de minimizar la funcion de pérdida

(Goodfellow et al., 2016).

2.2.2 Tipos de Redes Neuronales

Las redes neuronales artificiales se clasifican en diversas arquitecturas segin su
topologia, direccion del flujo de informacion y mecanismo de aprendizaje. Segun
Haykin (Haykin, 2009) establece que ”la arquitectura de una red neuronal esta inti-
mamente ligada al algoritmo de aprendizaje utilizado para entrenarla, y la seleccion
de la arquitectura apropiada es un paso critico en el disefio del modelo” (p. 21). A

continuacion se describen los principales tipos de RNA:

a) Perceptron Simple:
El perceptron simple fue propuesto por (Rosenblatt, 1958) y representa la forma
mas elemental que puede adoptar una red neuronal: una capa de entradas conec-
tada directamente a una capa de salida, sin nada en medio. Esa sencillez tiene
un coste: solo puede clasificar correctamente patrones que sean linealmente sep-
arables, lo que limita mucho su uso en problemas reales. (Minsky & Papert,

1969) lo demostraron con rigor matematico en su obra Perceptrons, mostrando
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que este modelo es incapaz de resolver algo tan bésico como la funcion XOR,

solo resuelven problemas basicos.

Perceptron

1 if Swr+b>0

A= {u if Swr+b<0 iSslide

Figura 18 Red Neuronal Perceptron Simple.

Fuente: Blog de Jose Mariano Alvarez.
b) Perceptron Multicapa (MLP)

El Perceptron Multicapa descrito en detalle en la seccion anterior supera las lim-
itaciones del perceptron simple mediante la incorporacion de una o mas capas
ocultas con funciones de activacion no lineales. (Bishop, 2006) seiala que "la
introduccion de capas ocultas permite a la red aprender representaciones internas
de los datos, transformando el espacio de entrada en un espacio donde las clases

son linealmente separables” (p. 229).

Input
layer

Hidden

layers

Output
layer

Figura 19 Red Neuronal Perceptron Multiple.
Fuente: Shutterstock

c) Redes Neuronales Convolucionales (CNN)
Las Redes Neuronales Convolucionales (CNN, Convolutional Neural Networks),
desarrolladas por (LeCun, Bottou, Bengio & Haffner, 1998), estan disefiadas
especificamente para el procesamiento de datos con estructura espacial, como
imagenes, mediante operaciones de convolucion que extraen caracteristicas lo-

cales de manera jerarquica. Seguin (Goodfellow et al., 2016) las definen como

30



2.2 Bases tedricas | Capitulo 11

“redes que emplean la operacion matemadtica de convolucion en lugar de la mul-

tiplicacion matricial general en al menos una de sus capas” (p. 326).

INPUT
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Figura 20 Redes neuronales Convulocionales.

Fuente: lonos.

d) Redes Neuronales Recurrentes (RNN) y LSTM Las Redes Neuronales Re-

currentes (RNN, Recurrent Neural Networks) incorporan conexiones de retroali-

mentacion que permiten a la red mantener una “memoria” de las entradas previas,

lo que las hace idoneas para el procesamiento de datos secuenciales y series tem-

porales. (Haykin, 2009) explica que “’las conexiones recurrentes permiten a la

red exhibir comportamiento dinamico temporal, a diferencia de las redes feedfor-

ward que producen una respuesta estatica” (p. 24).
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Figura 21 Redes neuronales Recurrentes.
Fuente: The University of Science Technology

e) Redes de Base Radial (RBF)

Las Redes de Base Radial (RBF, Radial Basis Function Networks) emplean fun-

ciones de base radial, tipicamente gaussianas, como funciones de activacion en

la capa oculta, produciendo activaciones localizadas en el espacio de entrada.

(Bishop, 2006) senala que "las redes RBF realizan una transformacion no lineal
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del espacio de entrada seguida de una combinacion lineal en la capa de salida, lo

que permite un entrenamiento mas rapido que los MLP convencionales” (p. 299).

Input Hidden Output

Lo
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Figura 22 Redes neuronales de Base Radial
Fuente: James McCaffrey

f) Redes Generativas Adversarias (GAN)

Las Redes Generativas Adversarias (GAN, Generative Adversarial Networks),
propuestas por (Goodfellow et al., 2016), consisten en dos redes que compiten
entre si: un generador que produce datos sintéticos y un discriminador que intenta
distinguir los datos sintéticos de los reales. Esta competencia adversaria produce

datos sintéticos progresivamente mas realistas.
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Figura 23 Redes neuronales Generativas Adversarias.
Fuente: The University of Science Technology

2.2.3 Redes Neuronales Multicapa para Clasificacion

El Perceptrén Multicapa (Multilayer Perceptron, MLP) representa la evolucion nat-
ural del perceptron simple y constituye la arquitectura de red neuronal artificial mas
ampliamente utilizada en problemas de clasificacion y regresion en ingenieria. Su prin-

cipio fundamental radica en la capacidad de aprender representaciones no lineales de
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los datos mediante la composicion sucesiva de transformaciones paramétricas organi-

zadas en capas (Goodfellow et al., 2016).

El Perceptrén Multicapa (Multilayer Perceptron, MLP) representa la evolucion nat-
ural del perceptréon simple y constituye la arquitectura de red neuronal artificial mas
ampliamente utilizada en problemas de clasificacion y regresion en ingenieria. Su prin-
cipio fundamental radica en la capacidad de aprender representaciones no lineales de
los datos mediante la composicion sucesiva de transformaciones paramétricas organi-

zadas en capas (Goodfellow et al., 2016).
2.2.3.1 Formulacion del Problema de Clasificacion
En un problema de clasificacion supervisada, el objetivo del MLP es aprender una
funcion discriminante f : R” — {1,2,...,K} que mapee un vector de caracteristicas
de entrada x € R” hacia una de K clases predefinidas, a partir de un conjunto de
entrenamiento etiquetado:

= {0 e (l,2.. K 2.2)
El MLP no aprende directamente la clase, sino la probabilidad posterior de pertenencia

a cada clase condicionada a la entrada:

Py =k|x;00), k=12..K (2.3)

La clase predicha es aquella con mayor probabilidad posterior (Bishop, 2006):

y= argm]?x Py =k|x; 60) (2.4)

2.2.3.2 Tipos de Clasificacion y Configuracion de la Capa de Salida

La arquitectura de la capa de salida del MLP se define en funcion del tipo de clasifi-

cacion a resolver.
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A) Clasificacion Binaria (K = 2)
Se emplea una sola neurona de salida con funcion de activacion sigmoide:

S (D) 1
y—a(z )_1+e—z<L> e 0, 1)

La salida se interpreta como P(y = 1 | x). La regla de decision es:

1 sio(zY) 205
y=
0 sio(29) <05

La funcién de pérdida asociada es la entropia cruzada binaria:

N

[y(i) log)?(i) + (1 _y(i)) log(l _)A,(i))]
i=1

gBCE =

=] -

B) Clasificacion Multiclase (K >= 3).

Se emplean K neuronas de salida con funcidn de activacion softmax:

Z
o Yy _ _¢€* _
yk—softmax<zk )- P , k=1,....K
A
>
j=1

(2.5)

(2.6)

(2.7)

(2.8)

Esta funcion garantiza que las salidas constituyan una distribucion de probabilidad

valida:

K
Y=l €O Vk
k=1

La funcion de pérdida asociada es la entropia cruzada categoérica:

N

1 A

Zccg = N Zyik log Py
=1 k=1

1

donde y;; es la codificacion one-hot de la clase verdadera del ejemplo i.

one-hot antes del entrenamiento. Si existen K = 3 clases, la codificacion es:
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y=1=y=[10,0]"
y=2=y=[0,1,0]"
y=3=y=[0,0 11"
Esta representacion permite calcular la entropia cruzada categorica de forma vector-

izada y es compatible con la activacion softmax de la capa de salida (Goodfellow et al.,

2016).
2.2.3.3 Flujo Completo de Clasificacion en un MLP

El proceso completo, desde la entrada hasta la prediccion de clase, puede resumirse en

las siguientes etapas:

wh, p® " W@, p? whp®d  agmax

X a y —— &k (2.11)
entrada capa 1 softmax clase
Para cada capaoculta/=1,...,L — 1:
20 — Wha(-D L pO (2.12)
a®’ = ReLU(z?) = max (0, z) (2.13)

Para la capa de salida L:

7 = Wall=h) 4 p® (2.14)
§ = softmax (z*) (2.15)
2.2.3.4 Retropropagacion Aplicada a Clasificacion

A) Gradiente en la Capa de Salida.

Para la combinacion softmax + entropia cruzada categorica, el gradiente tiene una

forma notablemente simplificada (Goodfellow et al., 2016):

0P =y —y (2.16)
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Esta expresion indica que el error en la capa de salida es la diferencia entre la probabi-
lidad predicha y la etiqueta real, lo que confiere estabilidad numérica al algoritmo de

entrenamiento.
B) Gradiente en las Capas Ocultas.

Para cada capa oculta/=L — 1, ..., 1, usando activaciéon ReLU:

-

500 = (WD) 500D © 1]z > o] (2.17)
donde 1[z” > 0] es la derivada de ReLU —vale 1 para activaciones positivas y 0 para
negativas— y © denota el producto de Hadamard elemento a elemento.

C) Actualizacion de Parametros.

WO — WO _ 500 (aU—U)T (2.18)

b® — b — 500 (2.19)

2.2.3.5 Meétricas de Evaluacion en Clasificacion

A diferencia de la regresion, la evaluacion de un MLP clasificador requiere métricas es-
pecificas que capturen el rendimiento por clase y el comportamiento ante el desbalance

de datos.
A) Matriz de Confusion.

La matriz de confusion representa la herramienta central para evaluar el desempefio de
modelos de clasificacion, dado que sintetiza de forma estructurada la relacion entre los
valores predichos por el modelo y las etiquetas reales del conjunto de datos (Minaee et
al., 2021). A partir de sus elementos verdaderos positivos (VP), verdaderos negativos
(VN), falsos positivos (FP) y falsos negativos (FN) se derivan las siguientes métricas

de evaluacidn:

Para K clases, la matriz de confusion C € RX*X donde Cij representa el numero de
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ejemplos de la clase i predichos como clase j:

C11 C12 CIK

C21 C22 CZK
C= (2.20)

CK] CK2 CKK

Los elementos de la diagonal Cy;, corresponden a las clasificaciones correctas de cada

clase.
B) Métricas Derivadas por Clase.

» Exactitud global (4ccuracy): La exactitud (Accuracy) cuantifica la fraccion de
instancias correctamente clasificadas respecto al total de observaciones evaluadas
(Brownlee, 2020b). No obstante, su interpretacion debe realizarse en conjuntos
de datos con distribuciones de clase desbalanceadas. Su expresion matematica es

la siguiente:

Exactitud = —— L+ VN 2.21)
VP + VN+FP+FN

donde los términos que componen la expresion se definen como:

— VP (Verdaderos Positivos): Instancias de clase positiva correctamente iden-

tificadas por el modelo.

— VN (Verdaderos Negativos): Instancias de clase negativa correctamente

identificadas por el modelo.

— FP (Falsos Positivos): Instancias de clase negativa clasificadas erronea-

mente como positivas.

— FN (Falsos Negativos): Instancias de clase positiva clasificadas erronea-
mente como negativas.

* Precision (Precision): La precision expresa la proporcion de casos positivos

predichos que corresponden efectivamente a instancias positivas reales, resul-

tando especialmente relevante en contextos donde incurrir en falsos positivos

37



2.2 Bases tedricas | Capitulo 11

conlleva un costo elevado (Evidently Al, 2023).

Precision = _r (2.22)
VP + FP

Sensibilidad (Recall): La sensibilidad, denominada también tasa de verdaderos
positivos, evalua la capacidad del modelo para detectar correctamente el total de
instancias pertenecientes a la clase positiva (Google Developers, 2023). Un valor
reducido de esta métrica indica que el modelo omite una proporcion considerable
de casos positivos reales.

VP

Sensibilidad = ————— (2.23)
VP + FN

Puntuacion F1 (F1-Score): El F1-Score constituye la media armodnica entre la
precision y la sensibilidad, integrando ambas métricas en un Unico indicador que
penaliza los desequilibrios entre ellas (The Data Scientist, 2023). Su empleo
resulta particularmente adecuado en problemas con distribuciones de clase des-
balanceadas, donde optimizar exclusivamente la exactitud puede conducir a con-

clusiones erroneas sobre el rendimiento real del modelo.

Precision X Sensibilidad
Fl-Score = 2 X 2.4
core Precision + Sensibilidad (2.24)

C) Promedios Macro y Ponderado.

Cuando las clases estan desbalanceadas situacion frecuente en siniestralidad vial donde

los accidentes graves son menos numerosos se utilizan (Sokolova & Lapalme, 2009):

Macro-promedio: promedio simple entre clases, penaliza igualmente el mal

rendimiento en clases minoritarias:

K
1
Flinacro = E ZFlk (2.25)
k=1

Promedio ponderado: promedio ponderado por el soporte de cada clase:

K
Z n F1y
k=1

Flpond = T

(2.26)
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donde n;, es el nimero de ejemplos reales de la clase .
D) Curva ROCy AUC.

Para clasificacion binaria o extension One-vs-Rest en multiclase, la curva ROC grafica
la tasa de verdaderos positivos frente a la tasa de falsos positivos para distintos um-
brales de decision. El area bajo la curva (AUC) resume el rendimiento discriminativo

del modelo (Fawcett, 2006):

AUC e [0,5; 1,0] (2.27)
Un valor AUC = 1,0 indica clasificacion perfecta; AUC = 0,5 equivale a una clasifi-
cacion aleatoria.
2.2.3.6 Desbalance de Clases en Clasificacion Vial

En problemas de siniestralidad vial, el desbalance entre clases es una condicion es-
tructural: los accidentes con victimas fatales o graves son naturalmente menos fre-
cuentes que los leves o con dafios materiales. Este desbalance introduce un sesgo sis-
tematico en el MLP hacia las clases mayoritarias (He & Garcia, 2009). Las estrategias

de tratamiento mas utilizadas son:
A) SMOTE (Synthetic Minority Oversampling Technique).

Propuesto por Chawla, Bowyer, Hall y Kegelmeyer (2002), genera ejemplos sintéticos
de las clases minoritarias interpolando entre ejemplos reales en el espacio de caracte-

risticas:

Xeint = X; +4 (X, —X;), A~ %0, 1) (2.28)

donde x,,, es un vecino mas cercano de X; perteneciente a la misma clase minoritaria.
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B) Pesos de Clase (Class Weights).

Modifica la funcion de pérdida asignando mayor penalizacion a los errores en las clases

minoritarias:

Lond = Z Wy Zy,k 10g (2.29)

=1

donde w; es el peso inversamente proporcional al tamafio de cada clase.

ng
C) Submuestreo (Undersampling).

Reduce aleatoriamente los ejemplos de las clases mayoritarias hasta igualar la clase mi-
noritaria, con el riesgo de perder informacion relevante (Lemaitre, Nogueira & Aridas,

2017).

2.2.4 Disefio geométrico de carreteras

El disefio geométrico de una carretera es el proceso técnico mediante el cual se deter-
minan las caracteristicas espaciales de la via, definiendo su trazado en planta, perfil
longitudinal y seccion transversal. Estos parametros se establecen en funcion de la
velocidad de disefo el tipo de terreno el volumen de trafico y la categoria funcional
de la via (MTC, DG-2018). El objetivo central del disefio geométrico es garantizar la
seguridad, comodidad y economia del transito, minimizando la conflictividad entre los

requerimientos del usuario y las limitaciones del terreno (MTC, 2018).
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> , | ministerio
PERU | de Transportes
y Comunicaciones

MANUAL DE CARRETERAS:

DISENO GEOMETRICO
DG - 2018

2018
Figura 24 Manual de disefio geométrico del Pert (DG-2018).

Fuente: Ministerio de transportes y comunicaciones (MTC).

2.2.4.1 Alineamiento horizontal y elementos de curva

El alineamiento horizontal de una carretera esta conformado por tramos rectos (tan-

gentes) y curvas circulares, eventualmente complementadas con curvas de transicion

(espirales clothoide). Los pardmetros geométricos son:

CURVA A LA DERECHA

P.C. = Punto de Inicio de la Curva

P.l. = Punto de Interseccion

P.T. = Punto de Tangencia T =Rtan %

E = Distancia a Externa (m.)

M = Distancia de la Ordenada Media (m.) L.C.=2R sen %
R = Longitud del Radio de la Curva (m.) A

T = Longitud de la Subtangente (P.C. aP.l.aP.T.) (m.) L=2TR 555

L = Longitud de la Curva (m.)

L.C. = Longitud de la Cuerda (m.) M = R[1-cos(4/2)]

4 = Angulo de Deflexion
E = R[sec (4/2)-1]

Figura 25 Elementos de la curva circular

Fuente: Manual de carreteras: Diseflo geométrico DG 2018

» Radio de curva (R): distancia desde el centro de la curva hasta el eje de la calzada.

Determina el grado de curvatura y condiciona directamente la velocidad segura

de circulacion y la fuerza centrifuga actuante sobre el vehiculo. La DG-2018 es-
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tablece radios minimos en funcion de la velocidad de disefio y el peralte méximo

adoptado.

« Angulo de deflexion (A): angulo central que define la magnitud del cambio de
direccion en la curva. Valores elevados de angulo de deflexion, especialmente
combinados con radios pequefios, incrementan el riesgo de pérdida de control

vehicular.

* Longitud de curva (L): longitud medida sobre el eje de la via desde el principio
de curva (PC) hasta el término de curva (TC). Curvas de longitud insuficiente ge-

neran problemas perceptivos en el conductor y reducen el tiempo de adaptacion.

* Longitud de subtangente (7): distancia desde el vértice (PI) hasta el PC o TC.
Interviene en la coordinacion de alineamientos y en el calculo de la longitud total

de la curva.

* Longitud de cuerda (LC): distancia en linea recta entre el PC y el TC. Parametro

auxiliar para el replanteo topografico de la curva.

* Distancia externa (£): distancia desde el PI hasta el punto medio de la curva,
medida radialmente. Indica la desviacion maxima del trazado respecto a la tan-

gente.

* Distancia de la ordenada media (//): distancia desde el punto medio de la
cuerda hasta el punto medio de la curva. Relevante para la determinacion de

la distancia de visibilidad en curvas.

2.2.4.2 Alineamiento vertical

El alineamiento vertical de una carretera define las variaciones de elevacion a lo largo
del eje vial mediante la sucesion de tramos de pendiente constante (rasante) enlazados
por curvas verticales de transicion. Segiin la DG-2018, el disefio del perfil longitudinal
debe garantizar condiciones adecuadas de seguridad, comodidad y drenaje superficial,
respetando los valores limite establecidos para cada categoria de carretera y tipo de

orografia (MTC, 2018).
2.2.4.3 Seccion transversal

La seccion transversal de la carretera define la geometria de la via en un plano perpen-
dicular al eje. Sus elementos principales son: la calzada (superficie de rodadura), las
bermas, los taludes de corte y relleno, las cunetas y los elementos de drenaje. El ancho

de calzada y la existencia de bermas son variables incluidas en la base de datos de la
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presente investigacion, reconocidas como factores que influyen en el comportamiento
del conductor y en la probabilidad de accidente, especialmente en maniobras de emer-
gencia. El peralte es la inclinacion transversal de la calzada en las curvas, disefiado

para contrarrestar la fuerza centrifuga actuante sobre el vehiculo (MTC, 2018).

2.2.5 Seguridad vial y accidentes de transito

La seguridad vial es el estado que permite asegurar la integridad fisica de los usuarios
en una red de transporte. La siniestralidad vial, que se entiende como la frecuencia y
severidad de un accidente de transito, depende de varias condiciones: el disefio de la
via, las condiciones climaticas, la sefializacion, y el comportamiento del conductor. El
Boletin de Siniestralidad Vial (MTC, 2024) expone que Ayacucho mantiene elevados
indices de siniestralidad , siendo las curvas cerradas, las pendientes pronunciadas y la
nefasta visibilidad los motivos mas comunes. Lo cual, ademas de evidenciarlo, nos
propone una mejora del diseiio geométrico de las vias vecinales de esta zona geografica.
Segiin (AASHTO, 2018), la normativa geométrica adecuada, sumada a las tecnologias
de simulacion, permite prever escenarios de riesgo y proporcionar conclusiones a partir

de la red de alternativas que se han disefiado.

2.2.6 Fuentes de datos para la investigacion

2.2.6.1 Observatorio Nacional de Seguridad Vial (ONSV)

El Observatorio Nacional de Seguridad Vial (ONSV) es un 6rgano técnico adscrito al
Ministerio de Transportes y Comunicaciones del Perti con una mision clara: recopilar,
procesar, analizar y difundir la informacion estadistica sobre siniestros de transito en
todo el territorio nacional. No es una entidad mas dentro del aparato estatal. Segun el
MTC (2018), el ONSV constituye la fuente oficial de datos de siniestralidad vial del
Estado peruano, y su fortaleza radica en que integra informacion de multiples actores
institucionales: la Policia Nacional del Peru (PNP), la Superintendencia de Transporte
Terrestre de Personas, Carga y Mercancias (SUTRAN), las Direcciones Regionales de
Transporte y los establecimientos de salud del MINSA. Es decir, cruza miradas desde

distintos frentes para construir un panorama lo mas completo posible.
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Figura 26 Analisis de datos de los accidentes de transito.
Fuente: Observatorio Nacional de Seguridad Vial (ONSV)

(Qué registra exactamente su base de datos? Cada siniestro queda documentado con un
nivel de detalle considerable: fecha y hora del evento, ubicacion georreferenciada, de-
partamento, provincia, distrito, via y progresiva kilométrica, tipo de siniestro (choque,
volcadura, despiste, atropello, caida de pasajero), causa probable, condiciones climati-
cas al momento del hecho, tipo de vehiculo involucrado y, por supuesto, las consecuen-

cias: numero de fallecidos, lesionados y dafios materiales. Cada registro cuenta una

historia que no deberia repetirse.
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Fuente: Policia Nacional del Peri. Anuarios Estadisticos Policiales

Figura 27 Registro de accidentes de transito a nivel nacional
Fuente: Observatorio Nacional de Seguridad Vial (ONSV)

En la presente investigacion, los datos del ONSV correspondientes al periodo 2020—

2025 constituyen la fuente primaria para la construccion de la base de datos con 202
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registros que alimenta el Modelo RNA N.°1. Gracias a la georreferenciacion de cada
evento, fue posible vincular cada siniestro con las variables geométricas especificas

del tramo donde ocurrio, conectando asi la estadistica con la geometria real de la via.
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Figura 28 Ubicacion de los accidentes de transito a nivel nacional
Fuente: Observatorio Nacional de Seguridad Vial (ONSV)

2.2.6.2 Servicio Nacional de Meteorologia e Hidrologia del Peru (SENAMHI)

El Servicio Nacional de Meteorologia ¢ Hidrologia del Peru (SENAMHI) es un or-
ganismo técnico especializado adscrito al Ministerio del Ambiente, responsable de la
generacion y difusion de informacion meteorologica, hidrologica y climatica del terri-
torio nacional. Segun el SENAMHI (2024), la institucidon opera una red de estaciones

meteoroldgicas distribuidas en todo el pais, que registran las siguientes variables:

Precipitacion (mm)
» Temperatura (°C)

» Humedad relativa (%)

Velocidad y direccion del viento (m/s)
* Presion atmosférica (hPa)

« Radiacion solar (W/m?)
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Datos Hidrometeorolégicos a nivel nacional
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Figura 29 Estaciones metereologicas del SENAMHI
Fuente: Servicio Nacional de Meteorologia e Hidrologia del Pert (SENAMHI)

Estaciones meteoroldgicas de referencia. Para la presente investigacion, los datos
meteorologicos del SENAMHI se incorporaron como variables complementarias en el
analisis exploratorio de datos del Modelo RNA N.°1, permitiendo evaluar la influen-
cia de las condiciones climaticas en la siniestralidad de la PE-28A. En la Tabla 1 se

presentan las estaciones de referencia para el corredor de estudio.

Tabla 1 Estaciones meteoroldgicas del SENAMHI de referencia para la Via Los
Libertadores (PE-28A4).

Estacion Departamento Progresiva aprox.
Hacienda Bernales Ica 0 a 44km
Huancano Ica 44 a 96km
Tambo Huancavelica 96 a 169km
Santa Cruz de Hospicio Ayacucho 169 a 274km
Santa Pedro de Cachi Ayacucho 274 a 333.90km

Nota. Fuente: elaboracion propia a partir de datos del SENAMHI (2024).
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Estas estaciones proporcionan datos de precipitacion acumulada mensual, temperatura
minima y maxima diaria, y frecuencia de eventos de neblina, variables que se vincu-

laron a los registros de siniestros mediante correspondencia temporal y espacial.

Importancia de las variables meteoroldgicas en la siniestralidad vial. La incor-
poracion de datos meteoroldgicos es fundamental porque las condiciones climaticas
adversas lluvia, neblina, helada reducen significativamente la visibilidad y los coefi-
cientes de friccion del pavimento, incrementando el riesgo de siniestros en carreteras de
montafia. la combinacion de geometria inadecuada y condiciones climaticas adversas
multiplica exponencialmente la probabilidad de accidentes, especialmente en curvas

con peralte insuficiente y tramos sin drenaje adecuado.
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Figura 30 Registro de las condiciones climaticas de Estaciones metereoldgicas.
Fuente: Servicio Nacional de Meteorologia e Hidrologia del Pertt (SENAMHI)

2.2.6.3 Recopilacion de datos in situ o en campo

Larecopilacion de datos in sifu constituye una etapa fundamental en toda investigacion
de seguridad vial, dado que permite obtener informacion directa de las condiciones
reales de operacion de la carretera que no siempre esta disponible en bases de datos

institucionales. Segun (Garber & Hoel, 2015), “los estudios de campo en ingenieria
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de transporte proporcionan la base empirica sobre la cual se construyen los modelos
predictivos y se validan las hipotesis de disefio” (p. 78). En la presente investigacion,
la recopilacion de datos in situ se realizo mediante los siguientes procedimientos com-

plementarios:

a) Inspeccién visual y georreferenciacion. Se realizaron recorridos vehiculares a lo
largo de los 333.90 km de la PE-28A para identificar, fotografiar y georreferenciar
tramos con deficiencias geométricas: curvas cerradas sin sefalizacion, peralte insu-
ficiente, bermas deterioradas y visibilidad comprometida. La georreferenciacion se

realizé mediante GPS y Google Earth Pro en coordenadas UTM (zona 18L).

Dot

la Via PE-28A.

Fig‘ur‘a 31 OBfenméﬁ (ie datos‘ én éampb de
Fuente: Fotografia propia.
b) Registro fotografico y videografico. Se documentaron fotograficamente cinco as-
pectos clave del corredor:
+ Estado del pavimento (baches, fisuras, material suelto).
» Geometria visible (curvas cerradas, pendientes, deficiencias de peralte).
 Senalizacién y dispositivos de seguridad (guardavias, delineadores, demar-

cacion).

Sitios donde ocurrieron los accidentes mas graves del periodo 2020-2025.
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Figura 32 Estado actual de la carretera PE-28A.

Fuente:Fotografia propia.
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Figura 33 Estado actual de la carretera PE-28A.

Fuente:Fotografia propia.

49



2.2 Bases tedricas | Capitulo 11

2.2.7 Estudio de accidentabilidad

Con el fin de poder hacer una correcta referencia sobre la accidentalidad vial, hay
que considerar al menos tres factores con respecto a los cuales, por lo menos uno de
sus elementos de dichos factores debe estar presente en la exposicion del analisis de
los hechos que se estd considerando y que son: el humano (conductor ) , el dindmico
(vehiculo) y el estatico ( infraestructura de la via ). La elevada accidentalidad que existe
en las vias, por razones como las expuestas, nos hace necesario un acucioso estudio
que permita identificar la incidencia de cada uno de los factores que la componen. En
los informes que suelen elaborarse, si bien en general admiten que la causa principal
puede ser el conductor, es raro que se analice si dicho comportamiento erroneo del
conductor proviene de la falta de un disefio geométrico adecuado de la via, pudiendo
ser este un correcto explicado que empecé a incidir en el comportamiento del conductor

en muchas circunstancias (M.T.C, Manual de seguridad vial, 2017).

2.2.8 Normas técnicas internacionales de disefio geométrico de
vias

Las normas de disefio geométrico de las vias constituyen pautas técnicas que deter-
minan los principios utilizados para la planificacion, el disefio y la ejecucion de las
infraestructuras de carreteras, a fin de poder aportar las mejores condiciones de seguri-

dad, funcionalidad, operatividad y confort del transito vehicular.

A nivel internacional se ha reconocido que aquellos paises cuyos indices de mortali-
dad vial son inferiores a los otros paises son aquellos que aplican normas de disefio
geométrico elevados y que dan una importancia especial a la seguridad. En el “In-
forme Mundial de Seguridad Vial 2024 del ITF” (International Transport Forum,
2024), sostiene que los cinco paises que en 2023 se encontraban con el indice de mor-
talidad mas bajo por muertes derivadas de la circulacion son Noruega, Islandia, Suecia,
Reino Unido y Japdn, todos ellos con un indice inferior a 3 muertes por cada 100.000

habitantes.

En ese contexto, el presente estudio de tesis realizard una comparacioén y un analisis
mediante redes neuronales entre las normas de disefio geométrico actualmente en uso

en los cinco paises con menor tasa de mortalidad vial (Noruega, Islandia, Suecia,
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Reino Unido y Japon), con el objetivo de identificar criterios técnicos transferibles
con el potencial de ser aplicados en los paises con mayores niveles de siniestralidad
vial, como el caso de Perui con la normativa DG-2018. Este analisis servira de base
para la formulacion de propuestas de mejora de infraestructuras viales con la seguridad

proactiva como elemento central.
2.2.8.1 Pera (“Manual de Carreteras - Diseiio Geométrico DG-2018”):

El Manual de Carreteras “Disefio Geométrico DG-2018" , fue aprobado por el
Reglamento Nacional de Gestion de Infraestructura Vial (DS N° 034-2008-MTC) con-
stituyendo un documento técnico normativo de cardcter obligatorio a nivel nacional;
dicho manual es de aplicacion para los organismos encargados de la gestion de in-
fraestructura vial de los tres niveles de gobierno: nacional, regional y local (MTC,
2018). El manual compila y sistematiza las técnicas, las formulas y los procedimientos
necesarios para el disefio geométrico de la infraestructura vial, los cuales consideranan
parametros técnicos adecu & ndolo a la categoria y nivel de servicio del proyecto, y se
encuadra en el resto de la normativa vigente que establece la gestion de infraestructura

vial (MTC, 2018).
2.2.8.2 Noruega (“N100, N200, N300, N400 y V712”):

Noruega es reconocido internacionalmente por su escaso indice de muertes por sinie-
stros de trafico, el cual alcanza aproximadamente a 2 muertes cada 100,000 habitantes
enel 2023, segun el “Informe Mundial de Seguridad Vial 2024 del ITF” (International
Transport Forum, 2024). Su éxito es el resultado de la implementacion del enfoque
denominado ”Vision Cero” el cual considera inaceptables las muertes acumuladas por
el trafico. En el pais se encuentran aplicadas normas de disefio geométrico moderno
como la N100, que acentla la seguridad a través de carreteras, zonas de velocidad re-
ducida y la separacion fisica de los carriles de circulacion, entre otros. Por otra parte,
se implementan controles de velocidad y alcoholemia bien establecidos, elevadisimos
niveles de educacion vial, y una infraestructura que se da para evitar errores humanos.
Noruega combina todos estos beneficios con un sistema de atencion médica muy efi-
ciente y el uso de datos a alto nivel para prevenir los siniestros, configurandose asi

como un referente mundial en relacion a la seguridad vial.
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Figura 34 Muertes en carretera por cada 100.000 habitantes de Noruega.

Fuente: Road Safety Annual Report 2024 - International Transport Forum.

En la actualidad Noruega hace uso de un conjunto de normas técnicas que han ido elab-
orando desde Statens vegvesen (la Administracion de Carreteras). La norma técnica
principal seria la “N100 - Veg og gateutforming” (Disefio de vias y calles), donde se
establecen los criterios geométricos a respetar en la construccion de carreteras urbanas
y rurales seguras. Esta norma se ve complementada con otras en la misma linea como
la “N200-Geometrisk utforming av vegkryss” (intersecciones), “N300-Vegens linje-
fering” (alineacion horizontal y vertical), “N400-Vegens tverrprofil” (perfil transver-
sal), y el manual Hdndbok “V712-Vegnormaler” (Manual general de disefio y cons-
truccidn de carreteras), en la que se reunen los estdndares de disefio y construccion
vial. Todo el conjunto de normas incorpora el enfoque “Visiéon Cero”, priorizando la
seguridad a costa de la tolerancia al error humano en el disefio de la carretera (Statens

vegvesen, 2022).
2.2.8.3 Islandia (“Veglagna — Handbok um honnun vega”):

En Islandia se ha producido un avance continuo, siendo uno de los paises mas seguros
del mundo en la materia, con una cifra de fallecimientos por accidentes de trafico en
el rango de aprox. 2.1 muertes por cada 100,000 personas en 2023, segun el “Informe
Mundial de Seguridad Vial 2024 del ITF” (International Transport Forum, 2024).
Se trata de un resultado que se vincula directamente con el enfoque del pais en este

ambito, integrando la seguridad vial de forma global en el pais y que se encuentra
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en consonancia con el marco de la prevencion y el disefio de infraestructuras seguras,
intimamente relacionado con los principios de “Vision Cero”, tal como se expone en
el documento “CERO muertes. Los Diez Asuntos Clave de la Seguridad Vial”, donde
se expone la posicion del pais, que puede ser profundizada en el trabajo de que se hace

eco el pais sobre la materia.
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Figura 35 Muertes en carretera por cada 100.000 habitantes de Islandia.

Fuente: Road Safety Annual Report 2024 - International Transport Forum.

Islandia cuenta con una serie de normas técnicas de caracter oficial para el disefio ge-
ométrico de las infraestructuras de carreteras, elaborados por la propia Administracion
de Carreteras y Costas (Vegagerdin). Estas normas estan adaptadas a las especifici-
dades de las condiciones climdticas y geograficas del pais, como son los terrenos mon-
tafiosos, la nieve, el hielo y la baja densidad de habitantes, lo que requiere de una
infraestructura con un buen y seguro nivel de disefio. El documento maestro es el
“Veglagna — Handbok um honnun vega” (“Construccion de carreteras — Manual
de disefio de carreteras”) en el que se establecen los criterios de disefio geométrico de
las carreteras, trayecto horizontal y vertical, radios de curvatura, pendiente, visibilidad
y disefio vestido del perfil transversal (Vegagerdin, 2022).

Ademas Islandia aplica limites de velocidad establecidos, una politica de tolerancia
cero con respecto a la conduccion bajo la influencia del alcohol, el uso del cinturon de
seguridad de forma obligatoria y la fiscalizacion automatizada en tramos geograficos
criticos. El conocimiento vial se encuentra dentro del contenido escolar, la formacion

practica para la obtencion del permiso de conducir incluye la necesidad de practicar en
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condiciones adversas.
2.2.8.4 Suecia (“Vagars och gators utformning (VGU)”):

Suecia es conocida a nivel internacional como el pais precursor de la perspectiva
“Visidn cero”, politica que se instaur6 en el afio 1997 y que fija como propdsito que
no se tolera una muerte o lesion grave en el trafico. Gracias a esta politica, Suecia ha
conseguido conservar con constancia una de las mas bajas tasas de mortalidad en las
carreteras del mundo, registrando en 2023 en torno a 2.2 decesos por 100,000 habi-
tantes, segun el “Informe Mundial de Seguridad Vial 2024 del ITF” (International
Transport Forum, 2024).
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Figura 36 Muertes en carretera por cada 100.000 habitantes de Suecia.

Fuente: Road Safety Annual Report 2024 - International Transport Forum.

Una de las claves de su éxito radica en el disefio de la infraestructura centrado en la
seguridad de todos los usuarios. Suecia hace uso de las especificaciones técnicas del
manual “Vigars och gators utformning(VGU)” (“Disefio de carreteras y calles”),
el cual fue emitido por la Administracion Sueca de Transporte (Trafikverket), que es-
tablece criterios geométricos estrictos de las carreteras urbanas, al igual que de las
rurales. Este documento determina valores tales como anchos de calzada, radios de
curvatura, pendientes maximas, disefio de intersecciones, visibilidad y separacion de

usuarios vulnerables -ciclistas y peatones de forma segura.

Aparte de un disefio geométrico, Suecia refuerza la politica de carretera con unos

limites de velocidad muy estrictos (30 km/h como el limite en zonas urbanas), una
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incoherente y disfuncional politica de controles automaticos, una pobre tolerancia al
alcohol (una sorpresa en un pais como el sueco —0.2 g/L!), y programas de educacion
desde la escuela, una solida estructura de monitorizacion de los siniestros por medio
de la actuacion con datos, espacios publicos que favorezcan el uso de rotondas en lugar
de intersecciones semaforizadas y que hayan reducido la gravedad de los choques, etc.,

(Trafikverket, 2020).

La aproximacion sueca combina la ingenieria de las carreteras, la legislacion, la instruc-
cion y la fiscalizacidn, para establecer un sistema de transito concebido para aceptar
el error humano asumiendo minimamente sus consecuencias. Esta vision holistica ha
ubicado a Suecia como el modelo mundial global en materia de seguridad de transito

y ordenacién urbana sostenible.
2.2.8.5 Reino Unido (“CD 109 — Highway Link Design”):

El Reino Unido ostenta uno de los indices de siniestralidad mas impecables a nivel
europeo y, de hecho, segin el “Informe Mundial de Seguridad Vial 2024 del ITF”
(International Transport Forum, 2024) la tasa de muertes se estimo en aproximada-
mente 2,5 muertes por cada 100.000 habitantes, una cifra que se encuentra entre las
mas notorias incluso mundialmente. Todo ello debido a un nivel de exigencia elevado
basado en la planificacion mas amplia, en la regulacion mas estricta, en la mejora ince-
sante de la seguridad de sus infraestructuras.

El disefio geométrico de las carreteras en el pais se apoya en un conjunto de normas
técnicas, conocidas como*“Design Manual for Roads and Bridges (DMRB)”, elabo-
rado por el National Highways, el cual se trabaja en los paises de Inglaterra, Escocia,
Gales e Irlanda del Norte. Se establecen parametros para el trazado horizontal y verti-
cal de las carreteras, secciones transversales, intersecciones, visibilidad, seguridad en

las curvas y dispositivos de contencion.
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Figura 37 Muertes en carretera por cada 100.000 habitantes de Reino Unido.

Fuente: Road Safety Annual Report 2024 - International Transport Forum.

Entre los documentos del DMRB més relevantes laceramos el “CD 109 - Highway
Link Design”, que establece la figura geométrica de las carreteras principales y las
de alta velocidad, asi como el del “CD 116 - Geometric design of roundabouts”,
el cual regula el disefio de las rotondas, como un medio eficiente a la par que
seguro de construccion de las intersecciones. El Reino Unido, ademas de desarrollar
la infraestructura, implementa medidas complementarias complementarias como
diferenciacion de los limites de velocidad segun el tipo de via, educacion continua me-
diante campaiias educativas, alto cumplimiento con cinturon de seguridad (National

Highways, 2020).

2.2.8.6 Japon (“Design Standards for Road Structure - Doro Kozo Rei”):

Japon se encuentra entre los paises de Asia que tienen mejor comportamiento en lo
que se refiere a la seguridad vial, destacando que para el afio 2023 presenta una tasa de
mortalidad de unas 2,6 muertes por cada 100.000 personas, segun el “Informe Mundial
de Seguridad Vial 2024 del ITF” (International Transport Forum, 2024). El dato
reflejado se sostiene a lo largo de las ultimas décadas gracias a unas estrictas politicas
de transito, a los avances tecnoldgicos y a un fuerte clima institucional favorable a la
reduccion del nimero de siniestros viales.

Las caracteristicas geométricas de las infraestructuras viales de Japdn se encuentran
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reguladas por las normas técnicas que son emanadas por el Ministerio de Tierras, In-
fraestructura, Transporte y Turismo (MLIT), destacando entre ellas el manual conocido
como “Design Standards for Road Structure”, conocido en Japon bajo la denomi-
nacion de “Doro Kozo Rei”, el cual fija los parametros para el trazado geométrico
de las carreteras, tales como alineacidon horizontal y vertical, radios minimos de cur-
vatura, anchos de calzada, pendientes, visibilidad y disefio de intersecciones, aplicables
tanto en entornos todo urbano como en los de zonas rurales, en entornos donde se ve
el modelo adecuadamente adaptado a las condiciones topograficas complejas del pais
como aquellas montafiosas y las de regiones sismicamente activas (Ministry of Land,
Infrastructure, Transport and Tourism, 2015).

Japan
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Figura 38 Muertes en carretera por cada 100.000 habitantes de Japon.

Fuente: Road Safety Annual Report 2024 - International Transport Forum.

La conjugacion de normas técnicas precisas, un estricto control, las nuevas tecnologias
(por ejemplo, el uso de vehiculos con asistencia automatizada) y una cultura ciudadana
que pone el énfasis en la prevencion han contribuido al hecho de que Japdn se sittie
como un referente regional en cuanto a la seguridad vial, ya que operando de este modo

se reduce el efecto de los errores humanos y se prioriza la vida.
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2.2.9 Herramientas computacionales aplicadas

2.2.9.1 Pythony librerias de Machine learning

El desarrollo, entrenamiento y evaluacion de los dos modelos de Redes Neuronales Ar-
tificiales se realiz6 integramente en JupyterLab, distribuido a través de Anaconda Nav-
igator, una plataforma que pone a disposicion un ecosistema completo de herramientas
cientificas para Python. La eleccion no fue arbitraria. JupyterLab tiene algo que lo hace
especialmente valioso para una investigacion como esta: permite construir notebooks
interactivos donde el codigo ejecutable, las visualizaciones graficas, las ecuaciones
matematicas y el texto explicativo conviven en un mismo documento. Todo queda
registrado, todo es reproducible. Y eso, en ciencia, lo es todo porque garantiza que
cualquier investigador pueda seguir el mismo camino y llegar a los mismos resultados.
En cuanto al lenguaje de programacion, se optd por Python. No sorprende. Python
se ha ganado con creces el lugar de estandar de facto en el mundo del aprendizaje au-
tomatico y la inteligencia artificial. Su sintaxis es clara, sus librerias especializadas
son enormes en cantidad y calidad, y cuenta con una comunidad de soporte activa que
respalda cada paso del desarrollo. Las librerias empleadas para construir los modelos

se organizan en cinco categorias funcionales:

a) Modelado y aprendizaje automatico: Se emple6 Scikit-learn, la libreria de
referencia para aprendizaje automatico en Python, utilizando los siguientes mo-
dulos:

* MLPClassifier: Implementacioén del Perceptron Multicapa.
+ StandardScaler: Normalizacion Z-Score de las variables de entrada, garan-

tizando media cero y desviacion estandar unitaria.

* Train_test_split: Division estratificada del dataset en entrenamiento (70 %),
validacion (20 %) y prueba (10 %).
 StratifiedKFold: Validacion cruzada estratificada con K = 5 folds.

b) Métricas de evaluacion: Del modulo sklearn.metrics se emplearon:

* Accuracy_score: Exactitud global del modelo.
* F1_score: F1-Score con promedios Macro'y Weighted.
* Roc_auc_score: AUC-ROC con esquema One-vs-Rest para clasificacion

multiclase.
* Confusion_matrix: Matriz de confusion absoluta y normalizada.

58



2.2 Bases tedricas | Capitulo 11

* Classification_report: Reporte detallado de precision, recall y F1-Score

por clase.
* Brier_score_loss: Calibracion probabilistica del modelo.

* Permutation_importance: Importancia de variables por permutacion.
¢) Manipulacion y estructuracion de datos:
* Pandas: Lectura, limpieza, filtrado y estructuracion de los datasets en for-

mato DataFrame.
* NumPy: Operaciones de algebra lineal, calculos matriciales y manipulacion

de Arrays multidimensionales.
d) Visualizacion de resultados:
* Matplotlib: Motor grafico base para la generacion de figuras de alta resolu-

cion (150-200 dpi).

* Seaborn: Visualizaciones estadisticas avanzadas como heatmaps de cor-

relacion, boxplots comparativos, curvas KDE y scatter plots con densidad.

e¢) Manejo de desbalance de clases: Se empleo6 la libreria Imbalanced-learn, ex-

tension de Scikit-learn especializada en técnicas de remuestreo para datasets des-
balanceados:

* SMOTE (Synthetic Minority Over-sampling Technique): Generacion de

muestras sintéticas.
* RandomOverSampler: Técnica alternativa de validacion para comparar

con los resultados de SMOTE.

2.2.9.2 Autocad Civil 3D aplicado al disefio de carreteras

AutoCAD Civil 3D es un software de calculo y disefio altamente eficaz, el cual se
utiliza en proyectos de disefio de sitios, urbanismo, carreteras, movimientos de tierra,
calculos topograficos, replanteos, etc. Concebido para ingenieros civiles, delineantes,
disefiadores, técnicos, Civil 3D permite hacer proyectos de infraestructura vial, urbanis-
tica e hidraulica, manteniendo la coordinacion de los equipos, probando alternativas
de disefio, analizando el rendimiento de los proyectos y generando documentacion téc-
nica de alta calidad y coherencia , todo ello en el entorno de AutoCAD, que les re-
sulta tan familiar. La principal caracteristica de este programa es que Civil 3D, creado
por Autodesk, vincula todos los componentes del disefio, de forma que los objetos
estan relacionados entre ellos, de modo que cualquier tipo de alteracion efectuada se

reflejara automaticamente en el modelo obteniéndose perfiles, secciones transversales,
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superficies, tablas de datos y otros elementos relacionados, lo que aumenta de forma

considerable la eficacia y la precision del disefio.

2.3 Marco Conceptual

En la presente seccion se definen y contextualizan los términos técnicos fundamentales
empleados a lo largo de la investigacion. A diferencia de las bases teoricas, donde se
desarrollan en profundidad las teorias y modelos que sustentan el estudio, el marco
conceptual tiene como proposito establecer con claridad el significado preciso de cada
concepto clave, delimitando su alcance dentro del contexto de la prediccion de acci-
dentes de transito mediante redes neuronales artificiales y la optimizacion del disefio

geométrico de la Via Los Libertadores (PE-28A).

2.3.1 Fundamentos de las Redes Neuronales Artificiales y apren-

dizaje automatico.

2.3.1.1 Inteligencia artificial y aprendizaje automatico

La Inteligencia Artificial (IA) estd dedicada al desarrollo de sistemas computa-
cionales capaces de realizar tareas que normalmente requieren inteligencia humana.
Dentro de este campo, el Aprendizaje Automatico (Machine Learning) constituye
un subcampo especializado; al respecto, Bishop (2006) sefiala que el aprendizaje au-
tomatico “estudia algoritmos y modelos estadisticos que permiten a los sistemas mejo-
rar automaticamente su rendimiento en una tarea determinada a partir de la experien-
cia”. Un nivel mas especializado lo representa el Aprendizaje Profundo (Deep Learn-
ing); segun Goodfellow et al. (2016), este “permite a los sistemas computacionales
aprender representaciones jerarquicas de los datos a través de redes neuronales con
multiples capas ocultas” desde caracteristicas simples en las primeras capas hasta pa-

trones complejos en las capas mas profundas.

En cuanto a los paradigmas de aprendizaje, se distinguen dos enfoques principales
segun la disponibilidad de etiquetas en los datos. El Aprendizaje Supervisado es
aquel en el que el modelo se entrena con datos etiquetados; de acuerdo con Bishop
(20006), este paradigma implica “el uso de pares de entrada y salida conocidos, de modo

que el algoritmo aprende a predecir la salida correspondiente a nuevas entradas no vis-
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tas previamente”. Por otro lado, el Aprendizaje No Supervisado refiere a un enfoque
distinto; tal como indican Hastie, Tibshirani y Friedman (2009), en este paradigma “el
modelo debe identificar por si mismo patrones, agrupaciones o estructuras latentes en
conjuntos de datos que carecen de etiquetas predefinidas”, siendo de utilidad para tar-
eas de segmentacion y descubrimiento de conocimiento. En la presente investigacion
se emplea el aprendizaje supervisado, dado que los conjuntos de datos utilizados cuen-

tan con etiquetas de clase previamente definidas.
2.3.1.2 Estructura y componentes de las redes neuronales artificiales

Una Red Neuronal Artificial (RNA) es un modelo computacional de procesamiento
de informacion inspirado en la estructura y funcionamiento del sistema nervioso bi-
olégico compuesto por unidades de procesamiento denominadas neuronas artificiales,
organizadas en capas interconectadas mediante pesos sindpticos que se ajustan iterati-
vamente durante el proceso de aprendizaje para capturar patrones y relaciones en los
datos (Haykin, 2009).

La unidad fundamental de toda RNA es la Neurona Artificial, que recibe un conjunto
de entradas numéricas y las pondera mediante sus respectivos Pesos Sinapticos valores
numéricos que determinan la importancia relativa de cada entrada en el computo de la
neurona receptora y que se ajustan durante el entrenamiento (Haykin, 2009), les aplica
una funcidn de agregacion (generalmente una suma ponderada), afiade un término adi-
cional denominado Sesgo (Bias) que permite desplazar horizontalmente la funcion de
activacion proporcionando un grado adicional al modelo (Bishop, 2006) y finalmente
aplica una funcion de activacion no lineal para producir una salida.

El Perceptrén Multicapa (MLP), también denominado Multilayer Perceptron, es la
arquitectura de red neuronal feedforward mas ampliamente utilizada en problemas de
clasificacion y regresion en ingenieria. Esta compuesto por una capa de entrada y una o
mas capas ocultas donde se realiza el procesamiento no lineal de la informacion, y una
capa de salida que produce la prediccion final, manteniendo conectividad total entre

todas las neuronas de capas adyacentes (Bishop, 2006).
2.3.1.3 Funciones de activacion
Las Funciones de Activacion son funciones matematicas no lineales aplicadas a la

salida de cada neurona que introducen la no linealidad imprescindible para que la red
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pueda modelar relaciones complejas entre las variables de entrada y la variable obje-
tivo; sin esta no linealidad, una red de multiples capas se reduciria algebraicamente a
una simple transformacion lineal, independientemente de su profundidad (Goodfellow
et al., 2016).

La funcion ReLLU (Rectified Linear Unit), se ha convertido en el estandar para capas
ocultas de redes gracias a que resuelve el problema del gradiente desvaneciente que
afectaba a funciones anteriores como la sigmoidea, y porque acelera la convergencia
del entrenamiento al mantener un gradiente constante para valores positivos (Nair &
Hinton, 2010). Por su parte, la funcion Softmax transforma un vector de valores reales
(logits) en un vector de probabilidades normalizadas que suman 1.0, constituyendo la
funcion de activacion natural para la capa de salida en problemas de clasificacion mul-
ticlase, ya que permite interpretar cada salida como la probabilidad de pertenencia a

una clase (Bishop, 2006).
2.3.1.4 Entrenamiento y optimizacion

El proceso de aprendizaje de una RNA se fundamenta en el algoritmo de Retropropa-
gacion (Backpropagation), que calcula el gradiente de la funcion de pérdida respecto
a cada peso de la red mediante la aplicacion recursiva de la regla de la cadena del cél-
culo diferencial, propagando el error desde la capa de salida hacia las capas de entrada
para determinar la direccién y magnitud del ajuste necesario en cada conexion sindp-
tica (Rumelhart, Hinton & Williams, 1986). Este gradiente es utilizado por algoritmos
de optimizacion como el Descenso del Gradiente, que actualiza iterativamente los
parametros del modelo en la direccion opuesta al gradiente de la funcion de pérdida
con el objetivo de minimizar progresivamente el error de prediccion (Goodfellow et al.,
2016).

En esta investigacion se emplea el Optimizador Adam (4daptive Moment Estimation),
un algoritmo avanzado que combina las ventajas de Momentum que acumula exponen-
cialmente gradientes pasados para acelerar la convergencia en direcciones consistentes
y RMSProp que adapta la tasa de aprendizaje individualmente para cada parametro
seguin la magnitud histérica de sus gradientes, logrando convergencia eficiente incluso
con poca sintonizacion de hiperpardmetros (Kingma & Ba, 2015).

La Funcion de Pérdida (Loss Function) cuantifica numéricamente la discrepancia en-

tre las predicciones del modelo y los valores reales observados, y su minimizacion
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constituye el objetivo central de todo el proceso de entrenamiento; para problemas de
clasificacion multiclase como los abordados en esta investigacion, se emplea la en-
tropia cruzada categorica como funcion de pérdida (Goodfellow et al., 2016). Una
Epoca (Epoch) corresponde a una pasada completa del algoritmo de entrenamiento
por la totalidad del dataset, de modo que el nimero total de épocas determina cudn-
tas veces el modelo procesa todos los datos disponibles durante el aprendizaje (Géron,

2019).
2.3.1.5 Regularizacion y prevencion del sobreajuste

El Sobreajuste (Overfitting) es un fendémeno indeseable en el que el modelo mem-
oriza los datos de entrenamiento incluyendo su ruido estadistico, lo que produce un
rendimiento artificialmente alto en los datos de entrenamiento pero un rendimiento
significativamente inferior en datos no vistos, comprometiendo la capacidad de gener-
alizacion del modelo (Goodfellow et al., 2016). Para prevenirlo, se emplean diversas
técnicas de regularizacion.

La Regularizacion L2 (Weight Decay) afiade un término de penalizacion proporcional
a la suma de los cuadrados de los pesos (4 )] w?) a la funcion de pérdida, lo que fuerza al
modelo a encontrar soluciones con pesos mas pequeios y, en consecuencia, representa-
ciones mas simples y generalizables (Bishop, 2006). El Early Stopping (Detencion
Temprana) es una técnica complementaria que monitorea continuamente la pérdida de
validacion durante el entrenamiento y detiene automaticamente el proceso cuando esta
métrica deja de mejorar durante un niimero determinado de épocas consecutivas, de-
nominado paciencia, evitando asi que el modelo continte ajustandose al ruido de los
datos de entrenamiento (Goodfellow et al., 2016).

En la etapa de preprocesamiento, la Normalizacion Z-Score (StandardScaler) trans-
forma cada variable para que posea media cero y desviacion estandar unitaria mediante
la formula z = (x — w)/o, lo que garantiza que todas las variables contribuyan equitati-
vamente al entrenamiento independientemente de sus escalas originales de medicion
(Géron, 2019).

Asimismo, la Division Estratificada del dataset consiste en la particion de los datos
en subconjuntos preservando las proporciones originales de cada clase en todos ellos,
lo cual es fundamental para garantizar una evaluacion imparcial del rendimiento del

modelo (Hastie et al., 2009). Los tres subconjuntos resultantes cumplen funciones
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diferenciadas y complementarias: el Conjunto de Entrenamiento (7raining Set) se
utiliza para ajustar los pesos de la red neuronal durante el aprendizaje; el Conjunto
de Validacion (Validation Set) se emplea para monitorear el rendimiento del modelo
durante el entrenamiento y sintonizar los hiperparametros sin introducir sesgo en la
evaluacion; y el Conjunto de Evaluacion (7est Set) se reserva exclusivamente para la
evaluacion final del modelo, garantizando que nunca haya sido visto durante el entre-

namiento ni la validacion (Géron, 2019).
2.3.1.6 Meétricas de evaluacion de modelos de clasificacion

La evaluacion rigurosa de modelos de clasificacion requiere el uso de multiples métri-
cas complementarias, dado que ninguna métrica individual captura completamente el
rendimiento del modelo en todas sus dimensiones (Fawcett, 2006). La Exactitud (Ac-
curacy) mide la proporcion de predicciones correctas sobre el total de observaciones,
calculandose como Accuracy = (VP + VN)/N, donde VP son los verdaderos positivos,
V'N los verdaderos negativos y N el total de observaciones; sin embargo, esta métrica
puede resultar engafiosa en datasets con desbalance significativo entre clases (Géron,
2019).

La Precision (Precision) cuantifica la proporcion de predicciones positivas que son
realmente correctas (Precision = VP/(VP+FP)), mientras que la Sensibilidad (Recall)
mide la proporcion de casos positivos reales que el modelo identifica correctamente
(Recall = VPI(VP + FN)), siendo esta ultima la métrica mas critica en aplicaciones
de seguridad vial donde los falsos negativos tramos peligrosos no detectados tienen
consecuencias potencialmente fatales (Fawcett, 2006). La Especificidad (Specificity)
complementa al recall midiendo la proporcion de casos negativos reales correctamente
clasificados como negativos (Specificity = VN/(VN + FP)), permitiendo evaluar si-
multaneamente la capacidad del modelo para detectar positivos y descartar negativos
(Hosmer, Lemeshow & Sturdivant, 2013).

El F1-Score es la media armonica de la precision y el recall, calculada como F1 =
2X(PXR)/(P+R), que proporciona un equilibrio entre ambas métricas en un solo indi-
cador; en problemas multiclase, se calcula en variantes Macro (promedio no ponderado
por clase) y Weighted (promedio ponderado por el soporte de cada clase) para ofrecer
una evaluacion equitativa del rendimiento en todas las categorias (Géron, 2019). El

AUC-ROC (Area Bajo la Curva ROC) mide la capacidad discriminativa global del
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clasificador a través de todos los umbrales de decision posibles, donde valores superi-
ores a 0.90 indican discriminacidn sobresaliente segun la escala interpretativa de Hos-
mer et al. (2013).

La Curva ROC (Receiver Operating Characteristic) es la representacion grafica de
la relacion entre la Tasa de Verdaderos Positivos (TPR) y la Tasa de Falsos Positivos
(FPR) para cada umbral de decision (Fawcett, 2006), mientras que la Curva Precision-
Recall muestra la relacion entre precision y recall para diferentes umbrales, resultando
mas informativa que la curva ROC cuando el dataset presenta alto desbalance entre
clases (Saito & Rehmsmeier, 2015).

La Matriz de Confusion es una tabla que resume de forma completa el rendimiento
de un clasificador al mostrar los verdaderos positivos, verdaderos negativos, falsos
positivos y falsos negativos para cada clase, constituyendo la base a partir de la cual
se derivan todas las métricas anteriores (Fawcett, 2006). La Validacion Cruzada K-
Fold es un método de evaluacion robusto que particiona el dataset en K subconjuntos
mutuamente excluyentes, entrenando K modelos independientes donde cada subcon-
junto actia una vez como conjunto de validacion; la media y desviacion estandar de
las métricas a través de los K folds proporcionan una estimacion confiable de la esta-
bilidad y reproducibilidad del modelo (Hastie et al., 2009).

Finalmente, la Importancia por Permutacion es un método para evaluar la contribu-
cion individual de cada variable al rendimiento del modelo, que consiste en aleatorizar
los valores de cada variable de forma independiente y medir la caida resultante en la
exactitud del modelo; las variables cuya aleatorizacién produce mayor degradacion del

rendimiento son las més importantes para la prediccion (Breiman, 2001).

2.3.2 Fundamentos del disefio geométrico de infraestructura vial

2.3.2.1 Clasificacion de carretera y orografia

De acuerdo al Manual de carreteras: Disefio geométrico DG 2018 se clasifican en:
A.1) Segun la demanda:
« Autopistas de Primera Clase: “Son carreteras con IMDA (indice Medio Diario
Anual) mayor a 6 000 veh/dia, de calzadas divididas por medio de un separador
central minimo de 6.00 m; cada una de las calzadas debe contar con dos o mas

carriles de 3.60 m de ancho como minimo” (MTC,2018, p.12).
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* Autopistas de Segunda Clase: “Son carreteras con un IMDA entre 60 00 y 4
001 veh/dia, de calzadas divididas por medio de un separador central que puede
variar de 6.00 m hasta 1.00 m, en cuyo caso se instalara un sistema de contencioén
vehicular; cada una de las calzadas debe contar con dos o mas carriles de 3.60 m

de ancho como minimo” (MTC,2018, p.12).

» Carreteras de Primera Clase: “Son carreteras con un IMDA entre 4 000 y 2
001 veh/dia, con una calzada de dos carriles de 3.60 m de ancho como minimo”
(MTC,2018, p.12).

* Carreteras de Segunda Clase: “Son carreteras con IMDA entre 2 000 y 400
veh/dia, con una calzada de dos carriles de 3.30 m de ancho como minimo”

(MTC,2018, p.12).

» Carreteras de Tercera Clase: “Son carreteras con IMDA menores a 400 veh/dia,

con calzada de dos carriles de 3.00 m de ancho como minimo” (MTC,2018, p.12).

» Trochas Carrozables: “Son vias transitables, que no alcanzan las caracteristicas
geométricas de una carretera, que por lo general tienen un IMDA menor a 200
veh/dia. Sus calzadas deben tener un ancho minimo de 4.00 m, en cuyo caso se
construird ensanches denominados plazoletas de cruce, por lo menos cada 500
m” (MTC,2018, p.13).

A.2) Segun la orografia:

* Terreno plano (tipo 1): “Tiene pendientes transversales al eje de la via, menores
o iguales al 10% y sus pendientes longitudinales son por lo general menores de
tres por ciento (3%)” (MTC,2018, p.14).

* Terreno ondulado (tipo 2): “Tiene pendientes transversales al eje de la via en-
tre 11% y 50% y sus pendientes longitudinales se encuentran entre 3% y 6 %,
demandando un moderado movimiento de tierras, lo que permite alineamientos
rectos, alternados con curvas de radios amplios, sin mayores dificultades en el
trazo” (MTC,2018, p.14).

* Terreno accidentado (tipo 3): “Tiene pendientes transversales al eje de la via
entre 51% y el 100% y sus pendientes longitudinales predominantes se encuentran
entre 6% y 8%, por lo que requiere importantes movimientos de tierras, razoén por

la cual presenta dificultades en el trazo” (MTC,2018, p.14).

* Terreno escarpado (tipo 4): “Tiene pendientes transversales al eje de la via

superiores al 100% y sus pendientes longitudinales excepcionales son superiores
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al 8%, exigiendo el méximo de movimiento de tierras, razén por la cual presenta

grandes dificultades en su trazo” (MTC,2018, p.14).

A.2) Segtn la funcion:

» Carreteras de la Red Vial Nacional:La Red Vial Nacional agrupa las carreteras
principales que enlazan entre si ciudades, regiones y fronteras del estado; su fun-
cion es facilitar el transporte interregional y nacional de personas y mercancias.
Estas carreteras deben reunir altos y exigentes niveles de calidad técnica y son
administradas por el gobierno nacional, brindando asi una infraestructura vial
adecuada para grandes flujos de trafico si se le compara fija y prolongadamente

con otros medios de transporte (MTC, 2018).
* Carreteras de la Red Vial Departamental o Regional: La Red Vial Departa-

mental incorpora las carreteras que dan conexion desde las capitales regionales
y provinciales hacia otras localidades en el interior del departamento. Tiene por
finalidad la comunicaci 6n de la region y como posibilitar el transporte desde
los pueblos hacia los ntcleos urbanos o viceversa. Son caminos que presentan
caracteristicas técnicos intermediarios y son administrados por los gobiernos de

los departamentos (MTC, 2018).

* Carreteras de la Red Vial Vecinal o Rural: Las Vias Rurales de Conexion
estan formadas por caminos y vias rurales que conectan comunidades, nticleos de
poblacion y el campo con la red de carreteras que depende del Departamento o la
Naciona. Estas vias son afirmadas o vias sin pavimentar con estandares técnicos
bajos, siendo arregladas por los gobiernos locales o las propias comunidades. La
utilidad de estas vias esta en facilitar la movilidad del lugar y el transporte de

produccion agricola en el campo (MTC, 2018).
2.3.2.2 Indice Medio Diario Anual (IMDA)

Representa la media aritmética de los volimenes diarios de trafico registrados en to-
dos los dias del afio para un tramo determinado de la carretera. Conocerlo permite
estimar niim ¢ ricamente la importancia funcional de la carretera para el tramo evalu-
ado y resulta de gran utilidad para la elaboracion de estudios de viabilidad econémica.
Los valores de IMDA referidos a tramos concretos permiten al proyecto conocer las
caracteristicas y funcionales del disefio, clasificar la carretera y disefiar estrategias de

mejora, rehabilitacion y mantenimiento (MTC, 2018).
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2.3.2.3 Velocidad de diseno

La seguridad vial de los usuarios sera la primera consideracion a la hora de establecer la
asignacion de la velocidad de disefio . Como consecuencia, la velocidad que se autoriza
a lo largo del trazado , va a ser coherente y constante , de forma que evita bruscos
o cambios de velocidad muy frecuentes que contrarien la heuristica de la maniobra
. La continuidad en la velocidad de disefio asegura una conduccion mas predecible,

disminuye el numero de accidentes y facilita la eficiencia de la operacion de la via

(MTC, 2018).

VELOCIDAD DE DISENO DE UN TRAMO
CLASIFICACION | OROGRAFIA HOMOGENEO VTR (km/h)
30/40|50/60]70|80(90[100/110([120[130

Plano
Autopista de | Ondulado
primera clase |Accidentado
Escarpado
Plano
Autopista de | Ondulado
segunda clase | Accidentado
Escarpado
Plano
Carretera de |Ondulado
primera clase | Accidentado
Escarpado
Plano
Carretera de | Ondulado
da clase |Accidentado
Escarpado
Plano
Carretera de |Ondulado
tercera clase |Accidentado
Escarpado

Figura 39 Rangos de la Velocidad de Disefio en funcion a la clasificacion de la carretera por
demanda y orografia.

Fuente: Manual de carreteras: Diseflo geométrico DG 2018

2.3.2.4 Distancia de visibilidad

Segun (MTC, 2018, p. 103) “es la longitud continua hacia adelante de la carretera,
que es visible al conductor del vehiculo para poder ejecutar con seguridad las diversas
maniobras a que se vea obligado o que decida efectuar. En los proyectos se consideran

dos distancias de visibilidad™:

* Distancia de visibilidad de parada:
“Es la minima requerida para que se detenga un vehiculo que viaja a la veloci-

dad de disefio, antes de que alcance un objetivo inmdvil que se encuentra en su

trayectoria” (MTC, 2018, p. 103).
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Velocidad Pendiente nula o en bajada Pendiente en subida

de disefio

(km/h) 6% 9% 3%
20 20 20 20 19 18 18
30 35 35 85 31 30 29
40 50 50 53 45 44 43
50 66 70 74 61 59 58
60 87 92 97 80 77 75
70 110 116 124 100 97 93
80 136 144 154 123 118 114
20 164 174 187 148 141 136
100 194 207 223 174 167 160
110 227 243 262 203 194 186
120 283 293 304 234 223 214
130 310 338 375 267 252 238

Figura 40 Distancia de visibilidad de parada con pendiente (metros)

Fuente: Manual de carreteras: Diseflo geométrico DG 2018

 Distancia de visibilidad de paso o adelantamiento:
“Es la minima que debe estar disponible, a fin de facultar al conductor del vehiculo
a sobrepasar a otro que viaja a una velocidad menor, con comodidad y seguridad,
sin causar alteracion en la velocidad de un tercer vehiculo que viaja en sentido

contrario y que se hace visible cuando se ha iniciado la maniobra de sobrepaso”

(MTC, 2018, p. 106).

VELOCIDAD MiNIMA DISTANCIA DE
Esp‘;‘;‘:fé::z La | vErociDAD DEL VISIBILIDAD DE
TANGENTE EN LA DEL VEHICULO | VEHICULO ADELANTAMIENTO D, (m)
. ADELANTADO QUE

RUR SR EREC D TN (km/h) ADELANTA, | CALCULADA | REDONDEADA
MANIOBRA (km/h) V (km/h)

20 - - 130 130

30 29 44 200 200

40 36 51 266 270

50 44 59 341 345

60 51 66 407 410

70 59 74 482 485

80 65 80 538 540

90 73 88 613 615

100 79 94 670 670

110 85 100 727 730

120 90 105 774 775

130 94 109 812 815

Figura 41 Minima distancia de visibilidad de adelantamiento

Fuente: Manual de carreteras: Disefio geométrico DG 2018
2.3.2.5 Tramos en tangente

“Las longitudes minimas admisibles y méximas deseables de los tramos en tangente,

en funcion a la velocidad de disefio” (MTC, 2018, p. 127).

V (km/h) L min.s (m) L min.o (m) L max (m)
30 42 84 500
40 56 111 668
50 69 139 835
60 83 167 1002
70 97 194 1169
80 111 222 1336
90 125 250 1503
100 139 278 1670
110 153 306 1837
120 167 333 2004
130 180 362 2171

Figura 42 Longitudes de tramos en tangente

Fuente: Manual de carreteras: Diseflo geométrico DG 2018
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2.3.2.6 Curvas circulares

“Las curvas horizontales circulares simples son arcos de circunferencia de un solo radio

que unen dos tangentes consecutivas, conformando la proyeccion horizontal de las

curvas reales o espaciales” (MTC, 2018, p. 127).

2.3.2.7 Relacion del peralte, radio y velocidad especifica de disefio

Con el permitir que el grafico se determine el peralte y la radio a tener en cuenta para

poder disefiar la curva en una velocidad de disefio determinada, es decir, en una veloci-

dad determinada para la curva a disefiar, de forma que los vehiculos que circulan por

la curva tengan, ante su curvatura, condiciones de seguridad y de confort necesarias

(MTC, 2018).

200

Radio (m.)

1000

1500
2000

3000

5000
7000

Peralte p (%)

=
S

2.3.2.8 Radios minimos

il
L—] L—] o
L— | — o
L—1 —] L—
/// 1
—T1 =] T

p max. = 12.0%

Figura 43 Peralte en zona rural (Tipo 3 6 4)

Fuente: Manual de carreteras: Disefio geométrico DG 2018

“Los radios minimos de curvatura horizontal son los menores radios que pueden recor-

rerse con la velocidad de disefo y la tasa maxima de peralte, en condiciones aceptables

de seguridad y comodidad” (MTC, 2018, p. 128).

Velocidad de disefio Km/h Radio M
20 24
30 55
40 95
50 150
60 210
70 290
80 380
90 480

Figura 44 Elementos de la curva circular

Fuente: Manual de carreteras: Disefio geométrico DG 2018
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2.3.2.9 Coordinacion entre curvas circulares

“Para todo tipo de carretera, cuando se enlacen curvas circulares consecutivas sin tan-
gente intermedia, asi como mediante tangente de longitud menor o igual a 200 m, la

relacion de radios de las curvas circulares no sobrepasara los valores obtenidos a partir

de la tabla siguiente” (MTC, 2018, p. 134).

Radio Radio Salida (m) Radio Radio Salida (m)
Entrada o - Entrada e .
Maximo | Minimo Maximo | Minimo

(m) (m)

40 60 50 360 > 670 212
50 75 50 370 > 670 216
60 90 50 380 > 670 220
70 105 50 390 > 670 223
80 120 53 400 > 670 227
90 135 60 410 > 670 231
100 151 67 420 > 670 234
110 166 73 430 > 670 238
120 182 80 440 > 670 241
130 198 87 450 > 670 244
140 215 93 460 > 670 247
150 232 100 470 > 670 250
160 250 106 480 > 670 253
170 269 112 490 > 670 256
180 289 119 500 > 670 259
190 309 125 510 > 670 262
200 332 131 520 > 670 265
210 355 137 530 > 670 267
220 381 143 540 > 670 270
230 408 149 550 > 670 273
240 437 154 560 > 670 275
250 469 160 570 > 670 278
260 503 165 580 > 670 280

Figura 45 Relacion entre radios consecutivos (Carretera de 2da y 3era clase)

2.3.2.10 Longitud de la curva de transicions

Se definen los valores minimos para la longitud de la curva de transicidn, con la final-
idad de asegurar una transicion segura y agradable entre la recta y la curva circular,

posibilitando la adaptacion progresiva por parte del conductor de la velocidad y el per-

alte (MTC, 2018).
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n Longitud de transicion
Velocidad Rr:;:Ir:o J P:::,I(te i : L)
Km/h m | m/s % m? | Calculada | Redondeada

m m
30 24 0.5 12 26 28 30
30 26 0.5 10 27 28 30
30 28 0.5 8 28 28 30
30 31 0.5 6 29 27 30
30 34 0.5 4 31 28 30
30 R (DI 2 32 28 30
40 43 0.5 12 40 37 40
40 47 0.5 10 41 36 40
40 50 05 8 43 37 40
40 55 0.5 6 45 31 40
40 60 0.5 4 47 37 40
40 66 0.5 2 50 38 40
50 70 0.5 12 55 43 45
50 76 0.5 10 57 43 45
50 82 0.5 8 60 44 45
50 89 0.5 6 62 43 45
50 98 0.5 4 66 44 45
50 109 0.5 2 69 44 45

Figura 46 Longitud minima de curva de transicion

Fuente: Manual de carreteras: Disefio geométrico DG 2018

2.3.2.11 Sobreancho

“Es el ancho adicional de la superficie de rodadura de la via, en los tramos en curva para
compensar el mayor espacio requerido por los vehiculos. La necesidad de proporcionar
sobreancho en una calzada, se debe a la extension de la trayectoria de los vehiculos y a
la mayor dificultad en mantener el vehiculo dentro del carril en tramos curvos” (MTC,

2018, p. 31).

3.00
280 \
260 \
240 =
\ Sa = (n(RYRELE J+V/10YR)
220 Sa: (m)
V : Velocidad de Disefio (km/h)
200 R : Radio de Curva Circular (m)
n : Numero de Carriles
1.80 2 L : Distancia Entre Eje Posterior y Parte
\ Frontal (m)
1.60 \
150 \\
140 N
1.20 ~ i
\:‘-\\\\ T——— ki
1.00
T T— ] E Ty
= — — —;
i f—

—
T— Ok
f—

]

—_—
—r— ]
—

L1

20 30 40 5 60 70 8 9 100 110 120 130 140 150 160 170 180 190 200 210 220 230 240 250
Radios (m)

Figura 47 Valores de sobreancho en funcion a “L” del tipo de vehiculo de disefio

Fuente: Manual de carreteras: Diseflo geométrico DG 2018
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2.3.2.12 Pendiente

“Es conveniente proveer una pendiente minima del orden de 0.5%, a fin de asegurar en

todo punto de la calzada un drenaje de las aguas superficiales” (MTC, 2018, p. 32).

Demanda Autopistas Carretera Carretera Carretera
Vehiculos/dia > 6.000 6.000 - 4001 4.000-2.001 2.000-400 < 400
Caracteristicas Primera clase Segunda clase Primera clase Segunda clase | Tercera clase
Tipo de orografia| 1 2 34| 1 2 3(4|1]|2(3]|4 1 2|13|4|1(2]|3]|4
\;(e)lz:jzd de disefio: 10.0010.00
40 km/h 9.00 {8.00 [9.00 [L0.00|

50 km/h 7.00 |7.00 8.00 (5.00 |8.00 (8.00 |8.00

60 km/h 6.00 | 6.00 |7.00 |7.00|6.00 |6.00|7.00|7.00 | 6.00 |7.00|8.00 |9.00 |{8.00 |8.00

70 km/h 5.00 |5.00|6.00 | 6.00 |6.00 |7.00 |6.00 |6.00(7.00 |7.00 | 6.00 |6.00 |7.00 7.00 |7.00

80 km/h 5.00 | 5.00 | 5.00 [5.00|5.00 |[5.00 |6.00 ([6.00|6.00 |6.00|6.00 6.00 |6.00 7.00 |7.00

90 km/h 4.50 | 4.50 | 5.00 5.00 | 5.00 |6.00 5.00 |5.00 6.00 6.00 |6.00

100 km/h 4.50 | 4.50 | 4.50 5.00 | 5.00 |6.00 5.00 6.00

110 km/h 4.00 |4.00 4.00

120 km/h 4.00 | 4.00 4.00

130 km/h 3.50

Figura 48 Pendientes maximas (%)

Fuente: Manual de carreteras: Diseflo geométrico DG 2018

2.3.2.13 Seccion transversal

El disefio geométrico de la seccion transversal esta constituido por la descripcion y
definicion de los elementos de la carretera y su descripcion en una representacion en
un plano vertical que es perpendicular al alineamiento horizontal de la via, y en funcion
de conseguir la disposicion y medida de los elementos que la hacen los que deben ser
utilizados en cada uno de los puntos de la carretera, asi como su disposicion ahora con
el terreno natural. teniendo como finalidad la estabilidad, funcionalidad y seguridad

de la obra que se trata (MTC, 2018).
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Figura 49 Seccion transversal tipica para carretera

Fuente: Manual de carreteras: Diseflo geométrico DG 2018
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2.3.2.14 Ancho de la calzada en tangente

“El ancho de la calzada en tangente, se determinara tomando como base el nivel de
servicio deseado al finalizar el periodo de disefio. En consecuencia, el ancho y nimero

de carriles se determinaran mediante un analisis de capacidad y niveles de servicio”

(MTC, 2018, p. 190).

Clasificacion Autopista Carretera Carretera Carretera
Tréfico vehiculos/dia > 6,000 6,000 - 4,001 4,000-2.001 2,000-400 < 400
Tipo Primera Clase Segunda Clase Primera Clase Segunda Clase Tercera Clase
Orografia 1 2 3 4 1 i 3 4 i 2 & 4 1 2 2) 4 1 2| 2 4
elocidad de disefio: 5 00/6.00
30km/h
40 km/h 6.60(6.60 6.60 6.00
50 km/h 7.207.20 6.60 [6.60(6.60 6.60 |6.00
60 km/h 7.20 | 7.20 |7.20 (7.20}7.20 | 7.20 |7.207.20{7.20|7.20 |6.60 [6.606.60 |6.60
70 km/h 7.20{7.20{7.20 | 7.20 |7.20 |7.20|7.20 | 7.20 |7.207.20|7.20|7.20 |6.60 6.60 |6.60
80 km/h | 7-20 |7.20 [7.20(7.20| 7.20 | 7.20 |7.20 [7.20{7.20 | 7.20 |7.20 7.20(7.20 6.60 |6.60
90 km/h 7.20 |7.20 [7.20 7.20| 7.20 |7.20 7.20 (7.20 7.20 6.60 [6.60
100 km/h 7.20 |7.20 |7.20 7.20| 7.20 |7.20 7.20 7.20
110 kmy/h | 7-20 |7,20 7.20
120 kmy/h | 7.20 |7.20 7.20

130 kmy/h | 7-20

Figura 50 Anchos minimos de calzada en tangente

Fuente: Manual de carreteras: Diseflo geométrico DG 2018

2.3.2.15 Ancho de las bermas

En la siguiente tabla se especifican los anchos de bermas, determinados segtn la clasi-

ficacion de la via, la velocidad de disefio y las caracteristicas orograficas del terreno

(MTC, 2018).

Clasificacién Autopista Carretera Carretera Carretera
Tréfico vehiculos/dia > 6.000 6.000 - 4001 4.000-2.001 2.000-400 < 400
Caracteristicas Primera clase Segunda clase Primera clase Segunda clase Tercera Clase
Tipo de orografia 1 2 1314 1121314111213 14111213]1411)| 21314
Velocidad de disefio: 30 km/h 0.50 [0.50
40 km/h 1.20|1.20(0.90(0.50

50 km/h 2.60|2.60 1.20|1.20{1.20(0.90|0.90

60 km/h 3.00 |3.00|2.60{2.60/3.003.00|2.60(2.60{2.00|2.00|1.20{1.20{1.20|1.20

70 km/h 3.00|3.00{3.00 |{3.00(3.00{3.00{3.00(3.00{3.00(3.00§2.00{2.00{1.20 1:20] 1.20

80 km/h 3.00 |3.00 |3.00 {3.00|3.00 {3.00(3.00 (3.00 (3.003.00(3.00 2.00 (2.00 1.20|1.20

90 km/h 3.00 |3.00 (3.00 3.00 |3.00|3.00 3.003.00 2.00 1.20|1.20

100 km/h 3.00 (3.00 {3.00 3.00 |3.00|3.00 3.00 2.00

110 km/h 3.00 [3.00 3.00

120 km/h 3.00 |3.00 3.00

130 km/h 3.00

Figura 51 Ancho de bermas

Fuente: Manual de carreteras: Diseflo geométrico DG 2018
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CAPITULO

Meétodo de la Investigacion

3.1 Meétodo

El método de investigacion empleado es el deductivo porque se evaluara el fenomeno
observado, es decir va de lo general a lo particular (Borja, 2012). Se parte de
teorias consolidadas en inteligencia artificial y normativas internacionales de disefio
geométrico vial como marco general, a partir de las cuales se formulan hipotesis ver-
ificables sobre la relacion entre las variables geométricas de la PE-28A, ambientales,
humanas, vehiculares que influyen en su siniestralidad. Estas hipdtesis se contrastan
empiricamente mediante modelos de redes neuronales artificiales entrenados con datos
reales del periodo 2020-2025, permitiendo deducir conclusiones especificas sobre los

tramos criticos y las propuestas de mejora para la via en estudio.

3.2 Orientacion

Segun (Borja, 2012), "la investigacion aplicada consiste en buscar, conocer, interpre-
tar, colaborar y modificar una realidad problematica”. Segun su orientacion, la investi-
gacion es de tipo aplicada, dado que hace uso del conocimiento cientifico disponible
en inteligencia artificial especificamente las redes neuronales artificiales y de los es-
tandares internacionales de disefio geométrico vial, con el propdsito de resolver un
problema concreto: la elevada siniestralidad registrada en la Via Los Libertadores PE-
28A durante el periodo 2020-2025. Los resultados obtenidos modelos predictivos,
identificacion de tramos criticos y propuestas de mejora geométrica tienen aplicacion

directa por parte de los organismos competentes como PROVIAS Nacional y el MTC.

3.3 Enfoque

El enfoque de la investigacion es cuantitativo permite medir, modelar, comparar y
analizar datos objetivos y comprobables, aspecto que resulta crucial en trabajos rela-
cionados con la seguridad vial. Este enfoque permite trabajar un conjunto de variables
técnicas del disefio geométrico, como radios de curva, pendientes longitudinales, per-

altes, velocidades de disefo, anchos de la calzada y frecuencia de accidentes, las cuales
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son facilmente evaluables mediante herramientas como AutoCAD Civil 3D. El enfoque
cuantitativo también tiene la ventaja de permitir la combinacién con modelos matemati-
cos avanzados, como las redes neuronales artificiales, que procesan grandes volimenes
de datos, descubren patrones ocultos entre conjunto de datos y son capaces de predecir
la aparicion de accidentes en funcidon de un conjunto de variables geométricas y oper-
ativas de un determinado disefio vial. Sobre este aspecto, (Hernandez, Fernandez &
Baptista, 2014) sostiene: “El enfoque cuantitativo se fundamenta en la recoleccion de
datos para probar hipotesis, con base en la medicion numérica y el andlisis estadistico,

con el fin de establecer patrones de comportamiento y probar teorias” (p. 4).

3.4 Alcance

El alcance de la presente investigacion es de tipo explicativo. En una primera etapa
se describe y caracteriza el estado geométrico actual de la Via Los Libertadores (PE-
28A) y su registro historico de siniestros viales durante el periodo 2020-2025, lo que
corresponde a un nivel descriptivo. Posteriormente, mediante el entrenamiento de mo-
delos de redes neuronales artificiales con 23 variables de naturaleza multicausal —
geométricas, ambientales, vehiculares y temporales —, se identifican y cuantifican las
relaciones entre dichas variables y la ocurrencia y severidad de los accidentes, alcan-
zando un nivel correlacional. Finalmente, al establecer las causas predominantes de
la siniestralidad en los tramos criticos y proponer mejoras al disefio geométrico sus-
tentadas en normativas internacionales, la investigacion alcanza el nivel explicativo

(Hernandez et al., 2014).

3.5 Disefio de investigacion

3.5.1 Diseifio no experimental

El disefio es no experimental ya que las variables no se manipulan a propoésito, sino
que se observan y analizan como realmente estan situadas dentro de su contexto real
mediante simulaciones digitales. (Hernandez et al., 2014) afirman que: “dentro de
los diserios no experimentales nunca se manipulan de manera intencional las variables
independientes; se observan los fenomenos exactamente como suceden en su ambiente

natural” (p. 151).
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3.5.2 Disefio comparativo

Dado el caracter comparativo del disefio, aqui se comprueban todos los parametros
geométricos establecidos en las normas extranjeras de disefio de carretera , con el fin
de ver como cada uno influye en la seguridad vial. Es el simulador de varios escenar-
ios por medio de los mismos tramos aplicandose distintaas normas internacionales, y
asi contrastar los efectos que tienen sobre la maniobrabilidad y las posibilidades de
accidente . Segun (Sampieri, Collado & Lucio, 2014) sostiene: “El diseiio compar-
ativo busca establecer similitudes y diferencias entre dos o mas variables, grupos o

enfoques, para generar conclusiones mas fundamentadas” (p. 135).

3.5.3 Diseno transversal

Segun (Sampieri et al., 2014) menciona que: “Los estudios transversales se realizan
en un solo momento del tiempo, proporcionando una fotografia del fenomeno estudi-
ado” (p. 154). Lo que comprende al presente trabajo de investigacion, dado que se
realiza la recoleccion y analisis de datos en un solo tiempo (afio 2020 al 2025), corres-
ponde a un disefio transversal. Lo que incluye la revision de normas como tambien
el andlisis del tramo vial mediante programas especializados y ademas el registro de

siniestros viales recientes.

3.6 Poblacion y muestra

3.6.1 Poblacion

La poblacién de estudio comprende tres unidades de andlisis diferenciadas segun los
objetivos de la investigacion:
* Primera poblacion: La totalidad de registros de siniestros viales oficialmente
documentados por el Observatorio Nacional de Seguridad Vial (ONSV) en la
Via Los Libertadores PE-28A durante el periodo 2020-2025.

* Segunda poblacién: EI conjunto de tramos geométricos que conforman los
333.903 km de la Via Los Libertadores PE-28A, modelados digitalmente me-
diante el software Civil 3D a partir del modelo digital del terreno (DTM), abar-

cando 3 departamentos, 4 provincias y 11 distritos.
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* Tercera poblacion: El conjunto de normativas internacionales de disefio ge-

ométrico vial vigentes, consideradas para el analisis comparativo con la norma-
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Figura 52 Plano de la Carretera Via Los Libertadores (PE-28A)

Fuente: Ministerio de Transporte y Comunicaciones

Figura 53 Progresiva 0+000km - Ica (distr. San Clemente)

Fuente:Fotografia propia.
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Figura 54 Puente Rumichaca.
Fuente:Fotografia propia.

Figura 55 Progresiva 333+903km - Ayacucho

Fuente:Fotografia propia.
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3.6.2 Muestra

La determinacién de la muestra se realizé de manera diferenciada para cada unidad de
analisis:

* Muestra para el Modelo RNA N°1 (clasificacion binaria): Conformada por

202 registros de accidentes de transito del periodo 2020-2025, con 23 variables

por registro de naturaleza multicausal geométricas, ambientales, vehiculares y

temporales. Se excluyeron los registros anteriores al afio 2020 por presentar in-

suficiente consolidacion estadistica para su uso en modelos de aprendizaje au-

tomatico. El tipo de muestreo es no probabilistico por criterio.

* Muestra para el Modelo RNA N°2 (clasificacion multiclase de riesgo): Con-
formada por 2,997 registros de tramos geométricos de la totalidad de la via PE-
28A, con 15 variables geométricas extraidas mediante Civil 3D otros variables de
los factores incidentes, garantizando una distribucion equilibrada entre los nive-
les Riesgo Bajo, Riesgo Medio y Riesgo Alto.

* Muestra para el analisis normativo comparativo: Conformada por 6 norma-
tivas internacionales de disefio geométrico vial DG-2018 (Pert1) y de los paises
de Noruega, Suecia, Islandia, Reino Unido, y las Norma de Japon. La seleccion

responde a paises que menor tasas de accidentes de transito.

* Muestra para el progrma de alerta de accidentes de transito: Conformada
por 202 registros de accidentes de transito del periodo 20202025 de la Via Los

Libertadores.

3.7 Hipotesis

3.7.1 Hipdotesis general

La implementacion de dos modelos de redes neuronales artificiales para la clasificacion
de la peligrosidad de accidentes de transito, combinada con el analisis comparativo
de la norma DG-2018 con normativas internacionales de disefio geométrico vial y la
implementacion de un programa de alerta basado en geolocalizacion, contribuira a la
prediccion y reduccion de los accidentes de transito en la Via Los Libertadores (PE-

28A), Ayacucho.
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3.7.2 Hipotesis especificas

a)

b)

d)

El Modelo RNA N°01 (clasificacion binaria: riesgo Menor o riesgo mayor), en-
trenado con 202 registros histéricos de accidentes de transito de la Via Los Lib-
ertadores (PE-28A) y variables del disefio geométrico, condiciones climaticas,
caracteristicas del siniestro y factores viales conforme a la norma DG-2018, al-

canza un nivel de precision alto para la prediccion de accidentes de transito.

El Modelo RNA N°02 (clasificacion multiclase: riesgo bajo, riesgo medio y
riesgo alto), entrenado con 2,997 registros de datos geométricos de la Via Los
Libertadores (PE-28A) modelados en AutoCAD Civil 3D, alcanza un nivel de
precision alto para predecir el nivel de riesgo de accidentes de transito en tramos

viales.

La comparacion de los parametros del disefio geométrico de la norma DG-2018
con las normativas internacionales de Noruega, Islandia, Suecia, Reino Unido
y Japon permite identificar deficiencias en el disefio actual de la Via Los Lib-
ertadores (PE-28A) y formular propuestas de mejora orientadas a optimizar su

seguridad vial.

El desarrollo e implementacion de un programa de alerta de accidentes de transito
que integre los registros historicos georreferenciados de la PE-28A y rastreo GPS
constituye una herramienta de seguridad vial viable para conductores en la Via

Los Libertadores (PE-28A).

3.8 Operacionalizacion de variables, definicion concep-

tual y operacional

La presente investigacion contempla tres unidades de analisis diferenciadas: el Mod-

elo RNA N°1 (clasificacion binaria de accidentes), el Modelo RNA N°2 (clasificacion

multiclase de riesgo geométrico) y el andlisis normativo comparativo de la DG-2018

frente a cinco normativas internacionales. A continuacidn se presenta la operacional-

izacion completa de las variables dependientes e independientes correspondientes a

cada unidad.

3.8.1 Variables dependientes
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Tabla 2 Operacionalizacion de las variables dependientes

N° Variable Modelo/  Definicion Definicion Valores Escala
Unidad conceptual operacional
1 Accidentede @ RNAN°1l  Evento vial no Registro binario 0 =Riesgo Ordinal
transito Binario deseado que de presencia de Menor y
produce dafios accidente, obtenido 1= Riesgo cardinal
materiales, de la base de datos Mayor
lesiones o muertes ONSV 2020-2025
en la PE-28A, con 202 registros
resultado de la reales
interaccion entre
factores
geométricos,
climaticos y
temporales
2 Accidente de RNA N°2 Grado de Clasificacion 0 =Riesgo Ordinal
transito Multiclase peligrosidad de un  multiclase del Bajo y
tramo geométrico  tramo geométrico 1 =Riesgo cardinal
de la PE-28A obtenida del Medio
determinado por Modelo RNA N°2, 2 = Riesgo
sus caracteristicas  entrenado con Alto
de trazo, 2,997 registros
clasificado en
niveles que
expresan la
probabilidad de
siniestralidad
3 Accidente de  Analisis Grado en que los  Clasificacion del Conforme Nominal
transito Normativo parametros de parametro Parcialmente
disefio geométrico normativo conforme
de la DG-2018 se  comparado No
ajustan a los respecto al conforme
estandares estandar
internacionales de  internacional de
paises con los referencia,
indices mas bajos  determinando

de siniestralidad

brechas técnicas
que fundamentan
las propuestas de
mejora
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(Continuacion de la Tabla 2)

N° Variable Modelo/  Definicion Definiciéon Valores Escala
Unidad conceptual operacional
4 Accidentede  Programa  Proximidad del Distancia en Fuerade  Ordinal
transito de Alerta  conductor a zonas metros calculada  zona de
historicas de por la formula de  peligro
siniestralidad en la Haversine entre la  Zona de
PE-28A. posicion GPS del  peligro
conductor y el
punto de los 202
registros de
acccidentes.
Fuente: Elaboracion propia.
3.8.2 Variables independientes
3.8.2.1 Factor temporal (exclusivo Modelo RNA N°1)
Tabla 3 Variables independientes — Factor temporal
N° Variable Definicion conceptual Definicion operacional Valores Escala
reales
1 Mesde Mes calendario en que ~ Valor entero del mes 1 al 12 (meses Ordinal
siniestro ocurrid el accidente, del registro ONSV, del afio)
asociado a la agrupado en franjas
estacionalidad climatica estacionales para el
y flujo vehicular en la analisis de patrones
PE-28A temporales
2 Diade Dia de la semana en Valor entero del dia 1 al 7 (dias de Ordinal
siniestro que ocurrid el evento registrado en el parte la semana)
vial, relacionado con ONSV
patrones de movilidad y
comportamiento del
conductor
3 Horade Franja horaria en que Valor entero de la franja 1= Ordinal
siniestro ocurri6 el accidente, horaria registrada en el ~ Madrugada
asociada a condiciones  parte ONSV 2 = Mafiana
de visibilidad y 3 = Tarde
densidad de trafico 4 = Noche

3.8.2.2

Fuente: Elaboracion propia.
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Tabla 4 Variables independientes — Factor climatico y ambiental

Variable Definicion conceptual Definicion operacional Valores Escala
reales

Clima Condicion atmosférica  Variable binaria 0=No Cardinal
despejado sin precipitaciones ni codificada como 1siel 1=Si

nubosidad significativa  clima era despejado al

al momento del momento del accidente

siniestro, que favorece  y 0 en caso contrario

la visibilidad y la

adherencia

neumatico-calzada

Clima Condicion de Variable binaria 0=No Cardinal
nublado nubosidad moderada o codificada como 1 si 1=Si

densa que reduce la existia nubosidad al

visibilidad sin momento del accidente

precipitaciones activas  y 0 en caso contrario
al momento del evento

vial
Clima Presencia activa de Variable binaria 0=No Cardinal
lluvioso precipitaciones al codificada como 1 si 1=Si

momento del siniestro  existia lluvia activa al
que reduce la visibilidad momento del accidente
y la friccion y 0 en caso contrario
neumatico-calzada

Temperatura  Temperatura maxima Valor numérico Numerico °C  Cardinal
maxima (°C) registrada en la zona del continuo de temperatura

siniestro durante el dia  en grados Celsius

del evento, asociada al ~ registrado para el dia y

comportamiento del zona del accidente

pavimento y del

conductor
Precipitacion ~ Volumen de Valor numérico Numerico Cardinal
(mm/dia) precipitacion pluvial continuo de mm/dia

acumulada en el dia del  precipitacion diaria en
accidente en la zona de  milimetros

ocurrencia, que correspondiente al dia y
condiciona el estado zona del registro
superficial de la calzada

Fuente: Elaboracion propia.

3.8.2.3 Factor geométrico: Alineamiento horizontal (Modelos RNA N°1 y N°2)
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Tabla 5 Variables independientes — Factor geométrico: alineamiento horizontal

N° Variable Definicion conceptual Definicion operacional Valores Escala
reales
9 Curvao Clasificacion del tramo  Variable binaria 0=Tramo Cardinal
tramo recto vial donde ocurri¢ el codificada como 1 siel recto
siniestro, distinguiendo  evento ocurri6 en curva 1 = Curva
entre alincamiento horizontal y 0 si ocurrié
curvo y tangente en tramo recto
10 Radio de Pardmetro geométrico ~ Valor numérico en Numero "m” Cardinal
curva (m) que define la curvatura  metros del radio de la
del alineamiento curva horizontal del
horizontal, determinante tramo, extraido del
de la fuerza centrifuga ~ modelo Civil 3D con
actuante sobre el DTM de PROVIAS
vehiculo en movimiento Nacional
11 Longitud de Extension del tramo Valor numérico en Numero "m” Cardinal
curva (m) curvo medida sobre el ~ metros de la longitud del
eje de la via entre sus arco de curva horizontal
puntos de inicio y correspondiente al
término tramo
12 Longitud de Distancia horizontal Valor numérico en Numero "m” Cardinal
subtangente  desde el vértice de la metros de la subtangente
(m) curva hasta el punto de  de la curva horizontal
inicio o fin de la misma, del tramo
relacionada con la
geometria de transicion
13 Angulo de Angulo de cambio de Valor numérico en Numero ”°”  Cardinal
deflexion (°)  direccion entre dos grados sexagesimales
alineamientos rectos del angulo de deflexion
consecutivos que de la curva horizontal
definen la curva del tramo
horizontal
14 Longitud de Distancia rectilinea Valor numérico en Numero ”m” Cardinal
cuerda (m) entre los puntos de metros de la cuerda de
inicio y fin de lacurva  la curva horizontal del
horizontal, indicador de  tramo
la amplitud del cambio
de direccion
15 Distancia Distancia entre el Valor numérico en Numero "m” Cardinal
externa (m) vértice de lacurvay el  metros de la distancia

punto medio del arco,
indicador de la agudeza
de la curvatura
horizontal

externa de la curva
horizontal del tramo

Continua en la siguiente pagina
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(Continuacion de la Tabla 5)

N° Variable Definicion conceptual  Definicion operacional Valores Escala
reales
16 Ordenada Distancia entre el punto  Valor numérico en Numero "m” Cardinal
media (m) medio de la cuerday el metros de la ordenada
punto medio del arco de media de la curva
la curva, parametro horizontal del tramo

complementario de la
geometria horizontal

Fuente: Elaboracion propia.
3.8.2.4 Factor geométrico: Alineamiento tangente (Modelos RNA N°1 y N°2)

Tabla 6 Variables independientes — Factor geométrico: alineamiento tangente

N° Variable Definicion conceptual Definicion operacional Valores Escala
reales
17 Tramo Configuracion Variable ordinal que 0= Ausente Cardinal
tangente en geométrica de dos indica la presencia y 1-3 = Nivel
“S” curvas consecutivas en  nivel de peligrosidad del de peligro
sentidos opuestos tramo tangente en creciente
separadas por una configuracion S

tangente corta, que
genera condicion de
peligro por inversion de

curvatura
18 Tramo Configuracion Variable ordinal que 0= Ausente Cardinal
tangente en geométrica de dos indica la presencia y 1-3 = Nivel
“0” curvas consecutivas en  nivel de peligrosidad del de peligro
el mismo sentido tramo tangente en creciente
separadas por una configuracion O

tangente corta, que
genera condicion de
visibilidad reducida

19 Longitud de Extension del tramo Valor numérico en Numero "m” Cardinal
tangente (m) recto entre dos curvas metros de la longitud
horizontales del tramo tangente de la
consecutivas, ubicacion del evento

determinante de la
percepcion de velocidad
y comportamiento del
conductor

Fuente: Elaboracion propia.

3.8.2.5 Factor de peligro: Variables de alerta (Modelos RNA N°1 y N°2)
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Tabla 7 Variables independientes — Factor de peligro: variables de alerta

N° Variable Definicion conceptual Definicion operacional Valores Escala
reales
20 Peligro en Condicion de riesgo Variable binaria que 0= Sin Ordinal
pendiente asociada a una indica si el tramo peligro
pendiente longitudinal ~ presenta pendiente 1 =Con
que supera los limites longitudinal en peligro
recomendados por la condicion de peligro
DG-2018 para el tipo de segin parametros
terreno de la PE-28A DG-2018
21 Peligro en Nivel de riesgo Variable ordinal que 0= Sin Ordinal
curva asociado a los clasifica el nivel de peligro
parametros geométricos peligro geométrico de la 1 = Bajo
de la curva horizontal — curva horizontal del 2 = Medio
radio, peralte, velocidad tramo 3 =Alto
— respecto a los limites
normativos DG-2018
22 Peligro por Condicion de riesgo Variable ordinal que 0= Ordinal
visibilidad derivada de una clasifica el nivel de Adecuada
distancia de visibilidad ~ déficit de visibilidad del 1 = Déficit
insuficiente respectoa  tramo parcial
los minimos 2 = Déficit
establecidos por la critico
DG-2018 para la
velocidad de disefio del
tramo
23 Peligro estado Condicion de deterioro  Variable binaria que 0 =Buen Ordinal
del pavimento superficial del indica si el tramo estado
pavimento que reduce la presenta pavimentoen 1=
friccion estado de peligro al Deteriorado

neumatico-calzada e
incrementa el riesgo de
siniestro

momento del registro

Fuente: Elaboracion propia.

3.8.2.6 Parametros normativos comparados (Analisis normativo — 6 paises)
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Tabla 8 Variables independientes — Parametros normativos comparados

N° Parametro Definicion Definicion Indicador Escala
conceptual operacional
24 Radio minimo Valor minimo del Valor en metros del Metros (m) Cardinal
de curvatura radio de curva radio minimo por
horizontal horizontal permisible  establecido por cada  normativa
para una velocidad de  normativa para
disefo dada, velocidad equivalente
garantizando la al tramo PE-28A,
estabilidad del contrastado entre los 6
vehiculo sin superar el paises
peralte maximo
Peralte maximo  Inclinacion Valor porcentual Porcentaje  Cardinal
transversal maxima maximo del peralte (%) por
permisible de la establecido por cada  normativa
calzada en tramos normativa,
curvos para contrastado entre los 6
contrarrestar la fuerza paises
centrifuga
Longitud Extension minima del  Valor en metros de la  Metros (m) Cardinal
minima de tramo recto requerida  longitud minima de por
tangente entre entre dos curvas tangente entre curvas  normativa
curvas consecutivas para establecida por cada
garantizar la normativa
percepcion segura del
cambio de direccion
Pendiente Valor maximo de Valor porcentual Porcentaje  Cardinal
maxima inclinacién del eje vial maximo de pendiente (%) por
longitudinal permisible para el tipo longitudinal normativa
de terreno y velocidad establecido por cada
de disefio, normativa para terreno
determinante del accidentado y
control vehicular y escarpado equivalente
distancia de frenado al de la PE-28A
Pendiente Valor minimo de Valor porcentual Porcentaje  Cardinal
minima inclinacion del eje vial minimo de pendiente (%) por
longitudinal requerido para establecido por cada  normativa
garantizar el drenaje  normativa
superficial adecuado
de la calzada
Radio minimo Valor minimo del Valor en metros del Metros (m) Cardinal

de curva vertical radio de la parabola de radio minimo de curva por
acuerdo vertical que  vertical concava 'y normativa
garantiza la distancia  convexa establecido

de visibilidad de por cada normativa

parada requerida

Continua en la siguiente pdgina
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(Continuacion de la Tabla 8)

N° Parametro Definicion Definiciéon Indicador Escala
conceptual operacional
30 Anchominimo  Dimensioén Valor en metros del Metros (m) Cardinal
de calzada transversal minima de ancho minimo de por
la superficie destinada calzada establecido normativa
a la circulacion por cada normativa
vehicular, para carretera de dos
determinante de la carriles equivalente a
seguridad en crucey  la PE-28A
adelantamiento
31 Ancho minimo  Dimensién minima Valor en metros del Metros (m) Cardinal
de berma de la franja ancho minimo de por
longitudinal paralelaa berma establecido por normativa
la calzada destinada a  cada normativa
paradas de emergencia
y proteccion del borde
de la via
32 Talud de corte Inclinaciéon maxima Relacion H:V del Relacion Cardinal
maximo permisible de la talud de corte H:V por
superficie lateral de establecida por cada  normativa
excavacion segin el ~ normativa para terreno
tipo de material del rocoso y suelto
terreno
33 Velocidad de Velocidad maxima de  Valoren km/hdela  km/hpor  Cardinal
disefio circulacion segura en  velocidad de disefio normativa
un tramo homogéneo, establecida por cada
parametro base de normativa para
todos los elementos carretera primaria en
geométricos terreno accidentado
equivalente a la
PE-28A
34 Distancia Longitud minima de  Valor en metros de la Metros (m) Cardinal
minima de via que el conductor  distancia minimade  por
visibilidad de debe percibir para visibilidad de parada  normativa
parada detener el vehiculo establecida por cada
ante un obstaculo en  normativa para la
condiciones normales  velocidad de disefio
equivalente
35 Distancia Longitud minima de  Valor en metros de la Metros (m) Cardinal
minima de via libre requerida distancia minima de ~ por
visibilidad de para que un vehiculo  visibilidad de normativa
adelantamiento  pueda sobrepasar a adelantamiento
otro con seguridad establecida por cada
normativa

Fuente: Elaboracion propia.
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3.8.3 Resumen general de variables por unidad de analisis

Tabla 9 Resumen general de variables por unidad de andlisis

Unidad de analisis Variable

dependiente

Variables independientes

Instrumento

RNA N°1 Binario

Accidente de
transito (0/1)

Disefio geométrico

Base ONSV
20202025 / Civil
3D / SENAMHI

RNA N°2 Accidente de Disefio geométrico Civil 3D / Google

Multiclase transito (0/1/2) Earth

Analisis Accidente de Disefio geométrico (12) X 6 Fichas de analisis

Normativo transito normativas documental

normativo

Programa de Accidente de Coordenadas GPS del Base ONSV

Alerta GPS transito conductor (lat, lon), 2020-2025/
distancia a los 202 registros Geolocalizacion

georreferenciados

Fuente: Elaboracion propia.

3.9 Técnicas e instrumentos

Para el desarrollo de la presente investigacion se emplearon cinco técnicas de recolec-

cion de datos, seleccionadas en funcion de la naturaleza de cada unidad de analisis y

de los objetivos especificos planteados.

3.9.1 Técnicas de recoleccion de datos

3.9.1.1 Analisis documental

Técnica orientada a la revision, extraccion y sistematizacion de informacion contenida

en documentos oficiales. Se aplico en tres niveles diferenciados:

» Revision de los registros oficiales de siniestros viales emitidos por el Observa-

torio Nacional de Seguridad Vial (ONSV) para la PE-28A, correspondientes al
periodo 2020-2025.

» Revision y descarga de datos meteoroldgicos histdricos de las estaciones clima-

tologicas del Servicio Nacional de Meteorologia del Pera (SENAMHI), corre-

spondientes a las zonas de influencia de la via PE-28A en los departamentos de

Ica, Huancavelica y Ayacucho, incluyendo temperatura diaria (°C), precipitacion

acumulada diaria (mm/dia) y otros.
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» Revision y extraccion sistematica de parametros geométricos de las seis normati-
vas internacionales de disefio geométrico vial: DG-2018 (Peru), Hindbok N100
(Noruega), Vigars och gators utformning (Suecia), Veghonnunarreglur (Islandia),
Design Manual for Roads and Bridges DMRB (Reino Unido) y Road Structure

Ordinance - Doro Kozorei (Japon).
3.9.1.2 Observacion de campo

Técnica de registro visual directo empleada para el reconocimiento de las condiciones
fisicas de la PE-28A. Los recorridos se realizaron a lo largo de los tramos de estudio,
registrando mediante fotografias y videos el estado del pavimento, sefializacion vial,
caracteristicas topograficas, configuraciones geométricas criticas y condiciones del en-
torno vial. La informacion recopilada complement6 y valido los datos geométricos
obtenidos del modelo Civil 3D, sin que se realizara intervencion fisica alguna sobre la

via.
3.9.1.3 Modelamiento digital

Técnica de caracterizacion geométrica computacional empleada para la extraccion de
las variables geométricas de la PE-28 A mediante el software Civil 3D, utilizando como
insumo principal el modelo digital del terreno (DTM) en Google Earth, y compatibi-
lizado con el plano de la via de acuerdo a la SINAC (Sistema nacional de carreteras).
Esta técnica permiti6 procesar la totalidad de los 333.903 km de la via y extraer las vari-
ables geométricas del Modelo RNA N°2, sin necesidad de un levantamiento topogra-
fico convencional en campo, dado que el DTM oficial constituyo la fuente primaria de

datos geométricos.
3.9.1.4 Analisis estadistico

Técnica empleada para el procesamiento, seleccion y validacion de variables. Se aplico

en dos niveles:

* Prueba no paramétrica de Mann-Whitney U para la seleccion de las variables es-
tadisticamente significativas del Modelo RNA N°1, permitiendo reducir y depu-

rar el conjunto inicial de variables de entrada.

* Técnica SMOTE (Synthetic Minority Oversampling Technique) para el balanceo
de clases del Modelo RNA N°2, de los 2,997 datos entre las clases de riesgo Bajo,
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Medio y Alto.

3.9.1.5 Modelamiento computacional con redes neuronales artificiales

Técnica de aprendizaje automatico supervisado empleada para el entrenamiento, val-
idacion y evaluacion de los dos modelos predictivos RNA. Se utilizo el algoritmo
MLPClassifier de la libreria Scikit-learn bajo el entorno Python/JupyterLab, con ar-
quitecturas diferenciadas para el Modelo N°1 (clasificacion binaria) y el Modelo N°2
(clasificacion multiclase). La evaluacion de ambos modelos se realizd6 mediante las

métricas de exactitud (accuracy), AUC-ROC, matriz de confusion, precision, sensibil-

idad y F1-score.

3.9.1.6 Resumen de las técnicas de recoleccion de informacion

Tabla 10 Técnicas de recoleccion de datos empleadas en la investigacion

NO

Técnica

Unidad de analisis aplicada

1

Analisis documental

RNA N°1: revision de registros oficiales ONSV 2020-2025 y
datos meteorologicos SENAMHI. Analisis Normativo:
extraccion de pardmetros geométricos de las normativas de 6
paises

2 Observacion de Validacion y complementacion de datos geométricos

campo mediante recorridos en la PE-28A, registrando estado del
pavimento, sefializacion, topografia y configuraciones
geométricas criticas

3 Modelamiento RNA N°2: extraccién de las 15 variables geométricas de los
digital 333.903 km de la PE-28 A mediante Civil 3D y el Gogle

Earth.

4  Analisis estadistico RNA N°1: prueba Mann-Whitney U para seleccion de
variables significativas. RNA N°2: técnica SMOTE para
balanceo de clases de los 2,997 datos.

5 Modelamiento RNA N°1: clasificacion binaria. RNA N°2: clasificacion
computacional con  multiclase. Ambos modelos con algoritmo MLPClassifier de
redes neuronales Scikit-learn bajo Python/JupyterLab
artificiales

6 Desarrollo de Programa de alerta de accidentes de transito: implementacion

programa

de archivo HTML con los 202 registros historicos
georreferenciados de la PE-28A (2020-2025), rastreo GPS en
tiempo real mediante la geolocalizacion.

Fuente: Elaboracion propia.

92



3.9 Técnicas e instrumentos | Capitulo III

3.9.2 Instrumentos de recoleccion de datos

3.9.2.1 Registros oficiales de siniestros viales — ONSV

Partes oficiales de accidentes de transito emitidos por el Observatorio Nacional de Se-
guridad Vial (ONSV) para la Via Los Libertadores PE-28A. Cada registro contiene
informacion sobre las condiciones del evento vial que constituyen las variables de en-

trada del Modelo RNA N°1.

* Fuente: Observatorio Nacional de Seguridad Vial (ONSV).
* Periodo de cobertura: 2020-2025.
* Total de registros: 202 accidentes reales registrados en la PE-28A.

* Variables extraidas: Las variables temporales mes, dia y hora del siniestro y
la variable dependiente accidente de transito (0 = Riesgo Menor / 1 = Riesgo
Mayor) fueron obtenidas directamente de los registros oficiales del ONSV. Los
pardmetros geométricos curva o tramo recto; radio de curva; longitud de curva;
longitud de subtangente; angulo de deflexion; longitud de cuerda; distancia ex-
terna; ordenada media; longitud de tangente; tramo tangente en configuracion S;
tramo tangente en configuracion fueron extraidos del modelo digital de la PE-28A
procesado en Civil 3D con Google Earth, asignados a cada registro de accidente

segun su ubicacion georreferenciada en la via.

3.9.2.2 Datos meteorologicos de estaciones SENAMHI

Registros historicos de variables climaticas obtenidos de las estaciones meteoroldgicas
del Servicio Nacional de Meteorologia e Hidrologia del Pertt (SENAMHI) ubicadas en
la zona de influencia de la PE-28A. Los datos climatoldgicos fueron cruzados con los
registros de siniestros ONSV por fecha y zona geografica, permitiendo construir las

cinco variables climaticas del Modelo RNA N°1.

Fuente: SENAMHI - Servicio Nacional de Meteorologia e Hidrologia del Pera

» Estaciones consideradas: Estaciones meteoroldgicas de la zona de influencia

de la PE-28A en los departamentos de Ica, Huancavelica y Ayacucho
* Periodo de cobertura: 2020 - 2025

* Variables extraidas:

— Temperatura maxima diaria (°C).

— Precipitacion acumulada diaria (mm/dia).
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— Condicién climatica despejado, nublado y lluvioso.

3.9.2.3 Modelamiento de geométrico de la via en Civil 3D

Instrumento de extraccion digital de parametros geométricos generado a partir del mod-
elo de la PE-28A procesado en Civil 3D con Google Earth. Constituye la fuente prin-
cipal de datos del Modelo RNA N°2.

* Fuente: Civil 3D + Google Earth + Mapa de la carretera PE-28A.

* Cobertura: 333.903 km de la PE-28A (3 departamentos, 4 provincias, 11 distri-
tos).

» Total de registros: 2,997 tramos geométricos originales, expandidos a 5,394

mediante SMOTE.

* Variables extraidas: Curva o tramo recto; peligro en pendiente; radio de curva;
peligro en curva; longitud de curva; subtangente ; angulo de deflexion; longi-
tud de cuerda; distancia externa; ordenada media; peligro por visibilidad; tramo
tangente en configuracion S; tramo tangente en configuracion O; longitud de tan-

gente; peligro en estado del pavimento.

3.9.2.4 Analisis documental normativo comparativo

Instrumento de elaboracion propia disefiado para la extraccion y comparacion sis-
tematica de los parametros geométricos de las seis normativas internacionales con-
sideradas. Cada ficha recoge el valor del parametro establecido por cada normativa
para condiciones equivalentes a las de la PE-28A, permitiendo identificar las brechas

técnicas respecto a la DG-2018 y fundamentar las propuestas de mejora.

» Fuente: Normativas oficiales de 6 paises.

* Normativas: DG-2018 (Perti), Hindbok N100 (Noruega), Végars och gators
utformning (Suecia), Veghonnunarreglur (Islandia), Design Manual for Roads
and Bridges DMRB (Reino Unido) y Road Structure Ordinance - Doro Kozorei
(Japon).

* Parametros comparados: Radio minimo de curvatura horizontal, peralte max-
imo, longitud minima de tangente entre curvas, pendiente maxima longitudinal,
pendiente minima longitudinal, radio minimo de curva vertical, ancho minimo

de calzada, ancho minimo de berma, talud de corte maximo, velocidad de disefio,
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distancia minima de visibilidad de parada y distancia minima de visibilidad de

adelantamiento.

3.9.2.5 Registro fotografico y videografico de campo

Registro visual sistematico de las condiciones fisicas de la PE-28A obtenido mediante
fotografias y videos capturados durante recorridos. Constituy6 un instrumento de val-
idacion y complementacion de los datos geométricos del Civil 3D, con énfasis en el
estado del pavimento, sefializacion vial, taludes y configuraciones geométricas criticas

de los tramos de mayor siniestralidad.

* Fuente: Trabajo de campo directo en la PE-28A.

» Cobertura: Tramos criticos y zonas de alta siniestralidad identificadas en la via.

» Formato: Fotografias digitales y videos de recorrido.

3.9.2.6 Resumen de instrumentos por unidad de analisis

Tabla 11 Instrumentos de recoleccion de datos empleados en la investigacion

N° Instrumento Unidad de Fuente Registros / Cobertura
analisis
1 Registros oficiales ~ RNA N°1 - ONSV 202 accidentes reales
de siniestros viales  Binario registrados en la PE-28A,
periodo 2020-2025
2 Datos RNA N°I - SENAMHI Temperatura maxima
meteorologicos de  Binario diaria (°C) y precipitacion
estaciones acumulada (mm/dia) en
climatologicas los departamentos de Ica,
Huancavelica y
Ayacucho, periodo
2020-2025
3 Ficha de analisis RNA N°2 - DTM 2,997 tramos geométricos
geométrico en Civil Multiclase PROVIAS de los 333.903 km de la
3D Nacional carretera PE-28A
4 Ficha de analisis Andlisis Normativas 12 pardmetros
documental Normativo oficiales de 6 geométricos comparados
normativo paises entre DG-2018 (Pern),
comparativo Noruega, Suecia, Islandia,
Reino Unido y Japén
5 Registro fotografico Validacion de Trabajo de Tramos criticos y zonas

y videografico de
campo

campo

campo PE-28A

de alta siniestralidad
identificadas a lo largo de
la PE-28A

Fuente: Elaboracion propia.
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3.10 Técnicas estadisticas para el procesamiento de la

informacion

El procesamiento de la informacion se organizo en tres bloques segiin cada unidad de
analisis. Para cada bloque se describen las técnicas estadisticas empleadas, su funda-
mento metodoldgico y su aplicacion especifica en la investigacion. Los valores numéri-
cos obtenidos de la aplicacion de estas técnicas se presentan y analizan en detalle en el

Capitulo IV de Resultados.
Tabla 12 Esquema general del procesamiento de datos por unidad de andlisis

Unidad de analisis Entrada Técnicas aplicadas Salida

RNA N°1: Binario 202 registros /23 EDA — Mann-Whitney U — Riesgo Menor (0) /
variables (ONSV + Z-Score — Division 70/20/10 Riesgo Mayor (1)
SENAMHI) — MLP

RNA N°2: 2,997 registros / 15 EDA — SMOTE — Z-Score —» Riesgo Bajo (0) /

Multiclase variables (Civil 3D) Divisiéon 70/20/10 - MLP Medio (1) / Alto

()
Analisis 12 parametros X 6 Comparacion sistematica — Nivel de
Normativo normativas Indice de brecha — adecuacion
Clasificacion de adecuacion DG-2018

Programa de Alerta 202 registros Georreferenciacion. Alerta sonora y de
georreferenciados vibracion al
(ONSV 2020-2025) + conductor

coordenadas GPS en
tiempo real

Fuente: Elaboracion propia.

3.10.1 Procesamiento de datos: Modelo RNA N°1

3.10.1.1 Analisis exploratorio de datos (EDA)

Estadistica descriptiva. Se emple6 para caracterizar la distribucion inicial de las 23
variables de entrada del dataset ONSV-SENAMHI (202 registros). Se calcularon fre-
cuencias absolutas y relativas para variables nominales y ordinales, y medidas de ten-
dencia central (media, mediana) y dispersion (desviacioén estandar, rango intercuar-
tilico — IQR) para variables cardinales como temperatura méaxima, precipitacion, ra-
dio de curva y longitud de tangente. Se realiz6 ademas la verificacion de valores nulos

por columna como paso previo a la limpieza del dataset.

Analisis de valores atipicos — Método IQR. Se identificaron outliers en cada variable
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bajo el criterio [Q1 — 1.5 - IQOR, O3 + 1.5 - IQR]. Su proposito fue evaluar el impacto
de valores extremos en el proceso de backpropagation, dado que los outliers pueden

distorsionar los gradientes y dificultar la convergencia del modelo.
3.10.1.2 Seleccion de variables — Prueba de Mann-Whitney U

Prueba no paramétrica aplicada para determinar qué variables presentan diferencias
estadisticamente significativas entre los grupos Riesgo Menor (0) y Riesgo Mayor (1).

Las hipotesis planteadas fueron:

* H,: No existe diferencia en la distribucion de la variable entre ambos grupos

» H,: Existe diferencia estadisticamente significativa (p < 0.05)

Se seleccionaron para el entrenamiento Gnicamente las variables que rechazaron
(p < 0.05). Esta prueba fue complementada con correlacion de Pearson, correlacion
de Spearman y effect size de Cohen’s d, generando un score compuesto ponderado para

el ranking final de variables:

Score = 0.35xSig(Mann-Whitney)+0.30X|rpearson | +0-20X | pspearman | +0- 15X dgpenl
3.1)

Tabla 13 Criterios del score compuesto ponderado para el ranking de variables — RNA

N°I

Criterio Peso Fundamento

Significancia Mann-Whitney 35% Diferencia estadistica entre grupos Riesgo Menor y

U Riesgo Mayor

Correlacion de Pearson |7| 30% Relacion lineal entre la variable independiente y la
variable dependiente

Correlacion de Spearman |p| 20% Relacion monoétona entre la variable independiente
y la variable dependiente

Effect size Cohen’s d 15% Magnitud de la diferencia entre los grupos de
ambas clases

Total 100%

Fuente: Elaboracion propia.
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3.10.1.3 Preprocesamiento: Normalizacion y division del dataset

Normalizacion Z-Score (StandardScaler). Se aplico estandarizacion Z-Score a todas
las variables de entrada (u = 0, 0 = 1), ajustada exclusivamente sobre el conjunto de
entrenamiento para evitar fuga de informacion (data leakage). Esta técnica garantiza
que variables con diferentes unidades y magnitudes metros, grados, °C, mm ingresen
a la RNA en igual escala, evitando que variables de mayor rango dominen el proceso

de aprendizaje.

Division estratificada del dataset. El dataset fue dividido en tres particiones con

estratificacion por clase (stratify=y), preservando la proporcion de clases en cada sub-

conjunto:
Tabla 14 Distribucion del dataset por particion — Modelo RNA N°1
Particion Porcentaje Registros Uso
Entrenamiento (Train) 70% 141 Ajuste de pesos de la RNA
Validacion (Val) 20% 40 Monitoreo del aprendizaje
Evaluacion final (Test) 10% 20 Evaluacion independiente
del modelo
Total 100% 202

Fuente: Elaboracion propia.

3.10.1.4 Entrenamiento del Modelo RNA N°1

Se emple¢ el algoritmo MLPClassifier (Multilayer Perceptron Classifier) de la libreria
Scikit-learn. Para la seleccion de la arquitectura Optima se evaluaron sistematicamente

7 configuraciones de capas ocultas y 8 valores del pardmetro de regularizacion L2

(alpha € [0.0001, 0.001, 0.005, 0.01, 0.05, 0.1, 0.3, 0.5]), seleccionando los valores

que minimizaron el sobreajuste (overfitting) sin caer en subajuste (underfitting).

Tabla 15 Arquitecturas evaluadas y seleccion final del Modelo RNA N°1

Arquitectura Capas ocultas Resultado Seleccionada
(32, 16) 2 Subajuste (underfitting) No
(64, 32) 2 Exactitud moderada No
(64, 32, 16) 3 Mejora parcial No
(64, 48, 32, 16, 8) 5 Mejor balance train/val Si
(128, 64, 32) 3 Sobreajuste leve No
(128, 64, 32, 16) 4 Sobreajuste moderado No
(128, 64, 32, 16, 8) 5 Sobreajuste alto No

Fuente: Elaboracion propia.
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Tabla 16 Hiperpardametros finales del Modelo RNA N°I

Hiperparametro Valor y justificacion

Arquitectura 23 - 64 > 48 - 32 — 16 —» 8 - 2 (topologia
piramidal escalonada — 5 capas ocultas)

Funcioén de activacion ReLU: Evita el problema del gradiente desvaneciente

Optimizador Adam: Convergencia adaptativa y estable

Regularizacion L2 (alpha) 0.05: Valor optimo seleccionado tras biisqueda
sistematica

Batch size 64: Gradientes mas estables que mini-batch pequefio

Tasa de aprendizaje Adaptativa: Ajuste automatico segiin convergencia

Early stopping Activado con restauracion de mejores pesos

Maximo de iteraciones 400 épocas con parada anticipada

Fuente: Elaboracion propia.

3.10.1.5 Validacion y evaluacion del Modelo RNA N°1

Se aplicaron las siguientes técnicas de validacion y diagnostico:

* Validacion cruzada estratificada 5-Fold (StratifiedKFold): divide el dataset
en 5 particiones, entrenando en 4 y evaluando en 1 de forma rotativa. Proporciona
5 estimaciones independientes del rendimiento, evaluando accuracy, F1-macro y
F1-weighted en cada fold para verificar la estabilidad y generalizacion del mod-
elo.

* Curva de aprendizaje (diagndstico Bias-Variance): varia el tamafio del con-
junto de entrenamiento de 10% a 100%, diagnosticando sobreajuste (gap am-
plio entre curvas train y validacion), subajuste (ambas curvas estancadas) o buen
ajuste (curvas convergentes hacia valores altos).

* Curva de pérdida (loss curve): registra la cross-entropy loss por época para en-
trenamiento y validacion, diagnosticando la convergencia del modelo y la pres-
encia de sobreajuste.

« Importancia de variables por permutacién: barajea aleatoriamente los valores
de cada variable (20 repeticiones) y mide la caida de exactitud del modelo. Una
caida grande indica alta importancia de la variable; una caida cercana a cero in-

dica escaso aporte predictivo.

* Fronteras de decision: visualiza la frontera de clasificacion de la RNA para cada
variable versus la variable Top-1 del ranking estadistico, mediante una malla 2D

de predicciones.
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Tabla 17 Métricas de evaluacion empleadas: Modelo RNA N°1

Métrica Formula Proposito

Exactitud (Accuracy) (TP + TN)/Total Proporcioén global de predicciones
correctas

AUC-ROC Area bajo curva ROC  Capacidad discriminante del modelo entre
clases

Precision (Precision) TP/(TP + FP) Calidad de las predicciones positivas

Sensibilidad (Recall) TP/(TP + FN) Capacidad de detectar los positivos reales

F1-Score 2X(PXR)/(P+R) Balance entre Precision y Recall

Matriz de confusion Binaria 2 X 2 Diagnostico completo de aciertos y
errores

Fuente: Elaboracion propia.

3.10.2 Procesamiento de datos: Modelo RNA N°2

3.10.2.1 Analisis exploratorio de datos (EDA)

Estadistica descriptiva y analisis de desbalance de clases. Se analiz6 la distribu-
cion de los 2,997 registros geométricos entre las tres clases de riesgo (Bajo, Medio,
Alto), identificando el desbalance de clases como el problema estadistico central. Un
dataset desbalanceado genera accuracy artificialmente alta pero F1-macro bajo, ya que

el modelo tiende a ignorar las clases minoritarias durante el entrenamiento.

Analisis de valores atipicos — Método IQR. Aplicado sobre las 15 variables ge-
ométricas del dataset para documentar el porcentaje de outliers por variable y evaluar
su impacto en el entrenamiento multiclase, considerando que la normalizacion Stan-

dardScaler reduce pero no elimina el efecto de los valores extremos.

Analisis de variables de peligro. Se realizé un analisis especifico de las cuatro vari-
ables de peligro categdricas mediante distribucion de frecuencias por nivel de peligro

y clase de riesgo, confirmando su capacidad predictiva para el modelo multiclase.
3.10.2.2 Balanceo de clases — Técnica SMOTE

SMOTE (Synthetic Minority Oversampling Technique) genera muestras sintéticas
de las clases minoritarias interpolando entre registros reales existentes en el espacio
de caracteristicas. Se aplicod para equilibrar las tres clases de riesgo antes del entre-
namiento, garantizando que el modelo no favorezca ninguna clase durante el proceso

de aprendizaje:
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Tabla 18 Aplicacion de SMOTE para el balanceo de clases — Modelo RNA N°2

Clase Registros originales Registros tras Observacion
SMOTE
Riesgo Bajo (0) Variable Balanceado Clase de referencia
Riesgo Medio (1) Variable Balanceado + Registros sintéticos
Riesgo Alto (2) Variable Balanceado + Registros sintéticos
Total 2,997 5,394 +2,397 registros
sintéticos

Fuente: Elaboracion propia.

3.10.2.3 Preprocesamiento:Normalizacion y division del dataset

Se aplicé la misma normalizacion Z-Score del Modelo RNA N°1, ajustada sobre el
conjunto de entrenamiento expandido por SMOTE. La division estratificada se realiz

sobre los 5,394 registros:
Tabla 19 Distribucion del dataset por particion del Modelo RNA N°2

Particiéon Porcentaje Registros Uso

Entrenamiento (Train) 70% 2,097 Ajuste de pesos de la RNA

Validacion (Val) 20% 600 Monitoreo del aprendizaje

Evaluacion final (Test) 10% 300 Evaluacion independiente
del modelo

Total 100% 2,997

Fuente: Elaboracion propia.

3.10.2.4 Entrenamiento del Modelo RNA N°2

Se empled el mismo algoritmo MLPClassifier con arquitectura optimizada para clasi-
ficacion multiclase de 3 clases. Se evaluaron 7 arquitecturas alternativas y 8 valores
de alpha, seleccionando la arquitectura de 4 capas ocultas con mejor balance entre

entrenamiento y validacion:
Tabla 20 Arquitecturas evaluadas y seleccion final del Modelo RNA N°2

Arquitectura Capas ocultas Resultado Seleccionada
(32, 16) 2 Subajuste multiclase No
(64, 32) 2 Exactitud moderada No
(64, 32, 16) 3 Mejora parcial No
(128, 64, 32, 16) 4 Mejor balance train/val Si
(64, 48, 32, 16, 8) 5 Sobreajuste leve No
(128, 64, 32, 16, 8) 5 Sobreajuste moderado No

Fuente: Elaboracion propia.
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Tabla 21 Hiperpardametros finales del Modelo RNA N°2

Hiperparametro

Valor y justificacion

Arquitectura

15 > 128 - 64 — 32 — 16 — 3 (expansion inicial con
reduccion progresiva)

Funcion de activacion

ReLU — evita el problema del gradiente desvaneciente

Optimizador

Adam — convergencia adaptativa y estable

Regularizacion L2 (alpha)

0.05 — valor 6ptimo seleccionado tras busqueda
sistematica

Tasa de aprendizaje

Adaptativa — ajuste automatico segin convergencia

Early stopping

Activado con restauracion de mejores pesos

Pesos de clase

Balanceados — compensacion del desbalance original
pre-SMOTE

Maximo de iteraciones

400 épocas con parada anticipada

Fuente: Elaboracion propia.

3.10.2.5 Validacion y evaluacion del Modelo RNA N°2

Se aplicaron las mismas técnicas de validacion del Modelo RNA N°1, adaptadas al

contexto multiclase con métricas calculadas por clase (Riesgo Bajo, Riesgo Medio,

Riesgo Alto):

Tabla 22 Métricas de evaluacion empleadas — Modelo RNA N°2

Métrica

Formula Proposito

Exactitud (Accuracy)

(TP + TN)/Total Proporcién global de predicciones

correctas

AUC-ROC multiclase ~ Area bajo curva ROC  Capacidad discriminante entre las 3 clases

de riesgo

Precision por clase

TP/(TP + FP) Calidad de predicciones por nivel de

riesgo
Sensibilidad por clase TP/(TP + FN) Deteccion correcta por nivel de riesgo
F1-Score por clase 2X (PXR)/(P+R) Balance Precision-Recall por nivel de
riesgo
Matriz de confusion Multiclase Diagnéstico de errores entre niveles de
3%x3 riesgo
Curva de pérdida Cross-entropy Convergencia del modelo por época

Fuente: Elaboracion propia.

3.10.3 Procesamiento de datos: Analisis Normativo Comparativo

3.10.3.1 Analisis comparativo de parametros geométricos

Se realizd la comparacion sistematica de 12 paradmetros geométricos de la DG-2018

frente a los estdndares de 5 normativas internacionales. Para cada parametro se obtuvo
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el valor establecido por cada normativa para condiciones equivalentes a las de la PE-

28A, generando una matriz de parametros de 12 X 6.

3.10.3.2 Clasificacion del nivel de adecuacion

Cada parametro fue clasificado segun el siguiente criterio de adecuacion:
Tabla 23 Criterios de clasificacion del nivel de adecuacion normativa de la DG-2018

Clasificacion Criterio

Implicancia

Adecuado

El valor DG-2018 cumple o supera No requiere modificacion

el estandar internacional de

referencia

Parcialmente adecuado

El valor DG-2018 se aproxima al ~ Requiere revision y ajuste

estandar con una brecha menor al menor

20%

No

adecuado El valor DG-2018 presenta una Requiere propuesta de
brecha superior al 20% respecto al mejora inmediata

estandar

Fuente: Elaboracion propia.

3.10.4 Software y herramientas utilizadas

Tabla 24 Software y herramientas de procesamiento estadistico empleadas en la

investigacion
N° Software / Herramienta Uso especifico en la investigacion
1 Python / JupyterLab Entorno de desarrollo de ambos modelos RNA
2 Scikit-learn (MLPClassifier) Algoritmo MLP para entrenamiento de ambos modelos
RNA
3 Scikit-learn (StandardScaler) Normalizacién Z-Score de variables de entrada
4  Scikit-learn (StratifiedKFold) Validacion cruzada estratificada 5-Fold
5 Scikit-learn (learning_curve) Curva de aprendizaje y diagnoéstico Bias-Variance
6 Scikit-learn Importancia de variables por permutacion
(permutation_importance)
7  Scikit-learn (PCA) Reduccion dimensional — Modelo RNA N°2
8 Imbalanced-learn (SMOTE) Balanceo de clases — Modelos RNA N°1 y N°2
9 SciPy (mannwhitneyu) Prueba estadistica Mann-Whitney U — RNA N°1
10 Pandas / NumPy Procesamiento, limpieza y transformacion de datos
11  Matplotlib / Seaborn Visualizacion de resultados y figuras diagndsticas
12 Civil 3D (Autodesk) Modelamiento geométrico de la PE-28A
13 Microsoft Excel Organizacién y preprocesamiento inicial de datos

Fuente: Elaboracion propia.
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3.11 Desarollo del trabajo de tesis

3.11.1 Desarrollo del trabajo de tesis de la Red Neuronal N°01

El presente apartado describe el proceso completo de desarrollo del Modelo de Red

Neuronal Artificial N°1 (RNA N°1) para la clasificacion binaria del nivel de riesgo de

accidentes de transito en la Via Los Libertadores PE-28A. El proceso se organizo en cu-

atro etapas secuenciales: Diagrama de flujo, Andlisis Exploratorio de Datos, Preproce-

samiento de datos, Disefio, optimizacion y entrenamiento de la RNA y Evaluacion e

interpretacion del Modelo RNA N°1.

Tabla 25 Ficha técnica del Modelo RNA N°1

Parametro

Valor

Institucion

Universidad Nacional de San Cristobal de Huamanga

Escuela Profesional

Ingenieria Civil

Via de estudio

Los Libertadores (PE-28 A) — Ayacucho, Peru

Dataset

DATOS_SINIESTROS.csv — 202 registros reales
(ONSV 2020-2025)

Variables de entrada

23 variables (geométricas, climaticas, temporales y de
peligro)

Variable objetivo

ACCIDENTE DE TRANSITO (binaria: 0 = Riesgo
Menor / 1 = Riesgo Mayor)

Arquitectura RNA

MLP: 23—-64—-48—32—16—8—2 (5 capas ocultas,
6,906 parametros)

Activacion / Salida

ReLU (capas ocultas) | Sigmoid (capa de salida)

Optimizador

Adam | Regularizacion L2 ¢=0.05 | Batch=64 | Early
Stopping pac=20

Epocas ejecutadas

48 /200 (maximo)

Accuracy — Test

90.48% v (umbral excelencia >90%)

AUC-ROC — Macro

0.9818 v (umbral excelencia >0.90)

F1-Score Macro — Test

0.9045 v (umbral excelencia >0.90)

CV 5-Fold Accuracy

0.886 +0.033

Software

Python / JupyterLab / Scikit-learn / Pandas / Matplotlib

Afo

2026

Fuente: Elaboracion propia.

3.11.1.1 Diagrama de flujo

Diagrama de flujo
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Notebook RNA_N_01.ipynb
Ejecutar en Jupyter - Python 3.8

Sec. 1 — Importacion de librerias

pandas - numpy - sklearn - matplotlib - seaborn

!

Sec. 2 — Carga y exploracion inicial
DATOS_SINIESTROS.csv - 202 registros - 24 columnas
23 variables entrada - Target: ACCIDENTE DE TRANSITO (0/1)

!

¢Valores
nulos?

dropna()

Eliminar filas

Sec. 3 — Limpieza y validacién de datos

!

Anadlisis Exploratorio de Datos (EDA)
Fig. 1-7 - Histogramas - KDE - Scatter plots

Correlaciones Pearson - Variables peligro vs clase

!

Divisién de datos (Fig. 8A)
Entrenamiento 70% - Validacién 20% - Evaluacién 10%
StratifiedKFold - train_test_split

!

Normalizacion Z-Score (Fig. 8B)
StandardScaler - ajustado en Entrenamiento - aplicado a Val y Evaluacién

!

Diseio de Arquitectura RNA (MLPClassifier)
23 - 64 48 .32 16 -8 - 2
ReLU (capas ocultas) - Sigmoid (salida) - Regularizacion L2

!

Busqueda de hiperparametros
Alpha L2: 0.001 - 0.01-0.05-0.1-0.3-0.5
Comparacion de arquitecturas - o 6ptimo = 0.5

continda -

Figura 56 Diagrama de flujo de la RNA N°01 - Parte 1

Fuente: Elaboracion propia
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viene de
Parte 1

Entrenamiento del modelo final
MLPClassifier - Ibfgs - early stopping - max_iter = 2000
Restauracion de mejores pesos (best weights restoration)

Ajusta

alpha / ar.

—

|

NO ¢Converge

correctamente?

Evaluacién del modelo (Fig. 9B-14)
Accuracy - Precisién - Recall - F1-Score - AUC-ROC
Curva de aprendizaje - PCA fronteras - Importancia permutacion

//

\\

[=)

@ . L Evaluacién O .
Entrenamiento Validacion AUC-ROC Umbral min.
£ Acc:[96.43% Acc: 95.12% Ace: 90.48%

I e o 20 Prec: 90.45% 0.9818 > 90%
g recpreae rec: 99.24% Recall: 90.45% Umbral = 0.90 todas las
o F1:96.42% F1:95.12% K K

S F1:90.45% 0 Cumple métricas
[}

k]

(=}

£

[}

fid

NO

| Revisar

modelo

¢Métricas
aceptables?

Exportacion predictor_accidentes_RNA.html
Pesos MLPClassifier - scaler.mean_ - scaler.scale_ embebidos
Importancia permutacion - Forward pass en JavaScript

|

si ¢Nuevo

analisis?

Figura 57 Diagrama de flujo de la RNA N°01 - Parte 2

Fuente: Elaboracion propia
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3.11.1.2 Registro de datos de la RNA N°01

La base de datos empleada para la RNA N°01 fue construida a partir de los registros
oficiales de siniestros viales proporcionados por la Oficina Nacional de Seguridad Vial,
correspondientes al tramo ICA-AYACUCHO de la carretera PE-28A (Via Los Liber-

tadores), para el periodo 2020-2025, cuyas caracteristicas se detallan a continuacion:

* Fuente principal: Registros de accidentes de transito de la ONSV, periodo 2020-
2025.
* Via: Carretera PE-28A (Via Los Libertadores), tramo ICA-AYACUCHO.

Total: 202 registros de siniestros georreferenciados.

Variables: 23 variables de entrada para la RNA mediante analisis de importancia

y correlacion.
* Variable objetivo: Clasificacion binaria del nivel de riesgo, riesgo menor (0) y

riesgo mayor (1).
* Fuentes complementarias: Datos meteorologicos de temperatura y precipita-

cion obtenidos de SENAMHI.
« Instituciones involucradas: PROVIAS Nacional, Policia Nacional del Pera y

Ministerio de Transportes y Comunicaciones.

Siniestralidad: Lima Vehiculos: Lima
! Siniestralidad Vehiculos Usuarios
Metropolitana Metropolitana

ESTADISTICA DE

B8 ANALITICA
SINIESTRALIDAD

SINIESTROS DE TRANSITO A NIVEL NACIONAL, 2018 - 2025 (preliminar)
Siniestros Fallecidos Lesionados Vehiculos Departamento Afio

Mes Gravedad

@ 455839 M 24,081 ) 431,611 & 893,932 wox v e v s v Tos

~

Siniestros a nivel nacional Siniestros, segiin Causa Siniestros, segin clase Siniestros, segiin dia ocurrencia
IMPRUDENCIA DEL COND.. CHOQUE 23152
DESPISTE 84060
acssoeveocoso [IEEEEE
ATROPELLO 75.067
oreos eseecricue) [ 817 CHOQUE FUGA 54363
eaniepan et conoucror. [ aesss b g &
W ‘\\u“ I

T

\ nomenticatacausa [ se2e0
noTeneLacerrezape.. [ 25604
ivpRupencia peLpeaton [l 26217

Siniestros, rango horario ocurrencia

ivvasion oe careiL/m... ]| 20260 -] § g
23

raamecanica ] 1468

VIAE

Lestaoo | 14386

woruosmca e s || ases

o | asse
DESACATO SENAL DE TRA.. I 11.145
VEHICULO MAL ESTACION.. I 9344

sefiauzacion perectuo... | a0s6
pesacaro seRaLDeTRa.. | 8759
ESTADO EBRIEDAD DEL PE.. I 8431

FALTA DE LUCES I 8.364

scesonecanca | 7a22

VEHIC. MAL ESTACIONADO | 432

Fuente: Policia Nacional del Perd. Anuarios Estadisticos Policiales

Figura 58 Registro de accidentes de transito a nivel nacional
Fuente: Observatorio Nacional de Seguridad Vial (ONSV)
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Figura 59 Base de datos de la RNA N°01:202 datos de accidentes
Fuente: Elaboracion propia.
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Figura 60 Registro de accidentes por distrito
Fuente: Elaboracion propia.
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Namero de Siniestros

Por Departamento Por Provincia
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Figura 61 Registro de accidentes por departamento y provincia.
Fuente: Elaboracion propia.

3.11.1.3 [Etapa I: Analisis exploratorio de datos (EDA)

El andlisis exploratorio de datos tuvo como propodsito caracterizar el dataset de 202
registros de siniestros viales, evaluar la calidad de los datos y determinar el poder dis-
criminativo de cada una de las 23 variables de entrada respecto a la variable depen-
diente (accidentes de transito). Este analisis gui6 todas las decisiones posteriores de

preprocesamiento y arquitectura del modelo (Montgomery & Runger, 2018).
A) Distribucion de la variable objetivo

La Figura siguiente se muestra la distribucion de la variable dependiente accidentes
de transito a través de tres paneles complementarios: frecuencia absoluta (A), pro-
porciones relativas (B) y ratio de desbalance (C). El resultado revela un balance casi
perfecto entre clases: RIESGO MENOR (n=106, 52.5%) y RIESGO MAYOR (n=96,
47.5%), con un ratio de 1.10:1. Este balance elimina el riesgo de sesgo de clase y per-
mite que las métricas de accuracy sean directamente representativas del rendimiento

real del modelo sin distorsiones por clase mayoritaria (Brownlee, 2020a).
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A — Frecuencia por Clase B — Proporcién por Clase

120

n = 106
(52.5%)
n = 96
(47.5%)

RIESGO MAYOR

(96 reg.)

RIESGO MENOR
(106 reg.)

NUmero de Registros

RIESGO MENOR RIESGO MAYOR

Figura 62 Distrib. de la variable de salida: frecuencia absoluta (A) y proporcion (B)

Fuente: Elaboracion propia

B) Histogramas y KDE por clase (23 variables)

Las figuras muestran histogramas globales (con media y mediana) y curvas KDE por
clase (riesgo menor/mayor) para las 23 variables de entrada. Variables como peligro en
curva, angulo de deflexion, peligro por visibilidad, tipo de tramo (curva/recto) y peli-
gro en pendiente presentan bajo solapamiento entre clases, lo que indica alta capacidad
discriminatoria y las convierte en predictores clave. En cambio, variables temporales
(mes, dia, hora) y peligro por estado del pavimento muestran curvas KDE casi super-

puestas, reflejando escaso poder discriminativo.

Figura 2.1 — Histogramas y KDE por Clase (Variables 1-3 de 23)

MES DE SINIESTRO DIA DE SINIESTRO HORA DE SINIESTRO
} == Media=s 57 35 |2 edinmais H t == Media=225
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40 i il 60
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@ |
82 i o
2 |
g |
g2 1 30
£ ! 15
15 }
0 20
10
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5 I I I 5
o 0 4
2 4 6 8 10 12 1 2 3 4 5 6 7 1.0 P 20 7] 3.0 B 4.0
RIESGO MENOR 0175
012 == RIESGO MAYOR
0.150 030
0.10
0.125 0.25
0.08
= 0.100 020
8
3
@ 0.06
5 0.075 015
a
0.04
0.050 0.10
0.02 0.025 0.05
0.00 0.000 0.00
=5 0 5 10 15 -2 0 2 4 6 8 10 0 1 2 =l 4 -
MES DE SINIESTRO DIA DE SINIESTRO HORA DE SINIESTRO

Figura 63 Histogramas y KDE: Mes, Dia, Hora de Siniestro.

Fuente: Elaboracion propia
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Figura 2.2 — Histogramas y KDE por Clase (Variables 4-6 de 23)
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Figura 64 Histogramas y KDE por clase de variables: Clima Despejado, Clima Nublado, Clima

20

Frecuencia

Densidad

Lluvioso.
Fuente: Elaboracion propia

Figura 2.3 — Histogramas y KDE por Clase (Variables 7-9 de 23)
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Figura 65 Histogramas y KDE: Temperatura Max (°C), Precipitacion (mm/dia) y Curva.

Fuente: Elaboracion propia

111



3.11 Desarollo del trabajo de tesis | Capitulo III

Figura 2.4 — Histogramas y KDE por Clase (Variables 10-12 de 23)
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Figura 66 Histogramas y: Peligro en pendiente, Radio de curva (m) y Peligro en curva.
Fuente: Elaboracion propia
Figura 2.5 — Histogramas y KDE por Clase (Variables 13-15 de 23)
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= = Media=57.83 H = = Media=38 90 H == Media=4164
8 7 ea-as.34 80 " hea-2520 80 " Mea-3050
70 70 70
60 60 60
© 20 50 50
T
5
o 40 40 40
[
3
30 30 30
20 20 20
10 10 10
0 — | 0 | 0 -
200 250 250 0 25 50 75 100 125 150
— RIESGO MENOR
— RIESGO MAYOR
0.010 00175 030
0.0150 0,025
0.008
00125
0.020
H
5 0.006 0.0100
5
g 0.015
® 0.0075
0.004
0010
0.0050
0.002
0.0025 0.005
0.000 0.0000 0.000
-100 0 100 200 300 400 -100 0 100 200 300 400 -50 0 50 100 150 200 250
LONGITUD DE CURVA (L) LONGITUD DE SUBTANGENTE (T} ANGULO DE DEFLEXION (°)

Figura 67 Histogramas y KDE por clase de variables: Longitud de Curva (L), Longitud de
subtangente (T) y Angulo de deflexién (°).

Fuente: Elaboracion propia
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Figura 2.6 — Histogramas y KDE por Clase (Variables 16-18 de 23)
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Figura 68 Histogramas y KDE: Longitud de cuerda (LC), Distancia Externa (E) y Distancia de
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Fuente: Elaboracion propia

Figura 2.7 — Histogramas y KDE por Clase (Variables 19-21 de 23)
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Figura 69 Histogramas y KDE: Peligro por visibilida, Tramo en ’S’ y Tramo en 'O’.

Fuente: Elaboracion propia
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Figura 2.8 — Histogramas y KDE por Clase (Variables 22-23 de 23)
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Figura 70 Histogramas y KDE: Long. tangente y Peligro estado del pavimento.

Fuente: Elaboracion propia

C) Boxplots por clase de riesgo

Las figuras siguientes presentan los boxplots de las variables continuas separados por
clase de riesgo, donde el rombo azul marino indica la media aritmética y las cajas rep-
resentan el rango intercuartilico Q1-Q3. El angulo de deflexion exhibe la mayor sepa-
racion entre medianas: la mediana de riesgo mayor es aproximadamente 5 veces supe-
rior a la de riesgo menor, confirmando que las curvas cerradas generan mayor riesgo
de accidente grave. Longitud de curva (L), subtangente (T), longitud de cuerda (LC)
y distancia externa (E) también presentan medianas claramente superiores en riesgo

mayor. Temperatura maxima y mes de siniestro no muestran diferencias notables.
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Figura 3.1 — Boxplots de Variables Continuas por Clase de Riesgo (Grupo 1/4)
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Figura 71 Boxplots de variables: Mes de siniestro, Temperatura max y Precipitacion.
Fuente: Elaboracion propia

Figura 3.2 — Boxplots de Variables Continuas por Clase de Riesgo (Grupo 2/4)
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Figura 72 Boxplots de variables: Radio de curva, Longitud de curva y Long. de subtangente.
Fuente: Elaboracion propia

Figura 3.3 — Boxplots de Variables Continuas por Clase de Riesgo (Grupo 3/4)
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Figura 73 Boxplots de variables: Angulo de deflexion, Long. de cuerda y Dist. externa (E).

Fuente: Elaboracion propia
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Figura 3.4 — Boxplots de Variables Continuas por Clase de Riesgo (Grupo 4/4)
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Figura 74 Boxplots de variables: Dist. de la ordenada media y Long. de tangente.
Fuente: Elaboracion propia

D) Analisis de outliers (Método IQR)

La figura siguiente presenta el porcentaje de outliers por variable (panel A) y la tabla

resumen IQR (panel B), bajo el criterio [Q1 — 1.5-IQR, O3+ 1.5 -IQR] (Tukey, 1977).
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Figura 75 Porcentaje de outliers por variable. Umbral: [Q1 — 1.5 - IOR, O3 + 1.5 - IQR].

Fuente: Elaboracion propia
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Las primeras cuatro tienen IQR=0 al ser variables binarias; sus “outliers” son valores 1
en distribuciones mayoritariamente nulas. Los valores extremos en variables geométri-
cas corresponden a condiciones reales excepcionales que deben preservarse. La nor-

malizacién Z-Score mitiga su impacto en el entrenamiento.
E) Correlaciones de Pearson entre variables

La Figura siguiente presenta el heatmap de correlaciones de Pearson entre las 23 vari-

ables de entrada y la variable objetivo y las barras de correlacion individual.
Heatmap de Correlaciones

El hallazgo mas importante del heatmap es el bloque rojo intenso en la zona central-
inferior, donde las variables geométricas de curva se correlacionan fuertemente entre
si, evidenciando multicolinealidad significativa. La tabla siguiente resume los pares

de variables con mayor correlacion detectada.
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Figura 76 Heatmap de correlaciones de Pearson entre las 23 variables de entrada.
Fuente: Elaboracion propia
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Tabla 26 Pares de variables con mayor correlacion — Heatmap de Pearson

Par de Variables r de Interpretacion
Pearson

Longitud de Cuerda (LC) < Longitud de 0.99 Casi perfectamente colineales

Subtangente (T)

Distancia Ordena Media < Longitud de 0.93 Correlacion muy alta

Subtangente (T)

Peligro en Curva < Curva o Tramo Recto 0.89 Correlacion alta

Angulo de Deflexién < Longitud de 0.73 Correlacion alta

Curva (L)

Clima Despejado < Clima Lluvioso -0.77 Alta negativa (variables

complementarias)

Nota: Valores obtenidos mediante el coeficiente de correlacion de Pearson r aplicado a las 23
variables de entrada del Modelo RNA N°1.
Fuente: Elaboracion propia.

Correlaciones de Pearson con la variable de salida (accidentes de transito)
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Figura 77 Barras de correlacion individual con la variable objetivo
Fuente: Elaboracion propia
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Las variables con mayor correlacion individual con accidente de transito se agrupan

en tres niveles:

* Predictores fuertes (|| > 0.70): peligro en curva (r = +0.855), peligro por
visibilidad ( = +0.728), angulo de deflexion (» = +0.716) y curva o tramo recto
(r = +0.708), confirmando que la geometria horizontal es el factor dominante de

accidentalidad en la via PE-28A.
* Predictores moderados (0.40 < |r| < 0.70): peligro en pendiente (» = +0.648),

tramo tangente en ‘S’ (r = —0.501), distancia de la ordenada media (» = +0.454)
y long. tangente (» = —0.397), donde las correlaciones negativas indican que los

tramos en tangente mitigan el riesgo de accidente.

* Predictores débiles (|7| < 0.40): las variables climdticas (clima lluvioso, pre-
cipitacion, temperatura) y temporales (mes, dia, hora) presentan correlaciones
lineales bajas; sin embargo, su influencia es de naturaleza no lineal e interactiva

con la geometria, efecto que la RNA captura en sus capas ocultas.

Tabla 27 Top-10 correlaciones de Pearson con la variable objetivo accidente de transito

Rank Variable r de Interpretacion
Pearson
1  PELIGRO EN CURVA 0.855 Correlacion muy alta positiva - predictor
principal
2 PELIGRO POR 0.728 Alta positiva - curvas con visibilidad
VISIBILIDAD comprometida
3 ANGULO DE DEFLEXION 0.716 Alta positiva - curvas mas cerradas =
°) mayor riesgo
4 CURVA O TRAMO RECTO 0.708 Alta positiva - presencia de curva vs.
tangente
5 PELIGRO EN PENDIENTE 0.648 Moderada-alta positiva - pendiente
pronunciada
6 DIST. DE LA ORDENADA 0.454 Moderada positiva - parametro
MEDIA M geométrico de curva
7 TRAMO TANGENTE EN S —0.501 Moderada negativa - tangente mitiga el
riesgo
8 LONG. TANGENTE —0.397 Baja-moderada negativa
9 LONG. SUBTANGENTE T 0.395 Baja-moderada positiva
10 LONGITUD DE CURVA L 0.360 Baja-moderada positiva

Fuente: Elaboracion propia.
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F) Variables de peligro vs. clase (barras 100% apiladas)

La figura siguiente muestra la distribucion porcentual de riesgo menor/mayor por nivel
de las cuatro variables categoricas de peligro. Peligro en curva nivel 3 (méximo) con-
centra el 93% de registros de riesgo mayor, y peligro por visibilidad nivel 2 alcanza el
98% de riesgo mayor. Por el contrario, peligro estado pavimento no presenta poder dis-

criminativo (=50/50 en ambos niveles). Estos resultados validan la coherencia fisica

del dataset con el conocimiento experto en ingenieria vial.

PELIGRO EN PENDIENTE

= RIESGO MENOR
W RIESGO MAYOR

100

80

60

Porcentaje (%)

20

12%

Nivel 0 Nivel 1
n=122 n=80

PELIGRO POR VISIBILIDAD

Figura 78 Distrib. porcentual de Riesgo menor/mayor de la var. Peligro en pendiente.
Fuente: Elaboracion propia
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PELIGRO ESTADO DEL PAVIMENTO

Figura 79 Distri. porcentual de Riesgo menor/mayor de la var. Peligro en curva.
Fuente: Elaboracion propia
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PELIGRO POR VISIBILIDAD
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Figura 80 Distrib. porcentual de Riesgo menor/mayor de la var. Peligro por visibilidad.
Fuente: Elaboracion propia

PELIGRO ESTADO DEL PAVIMENTO

mmm RIESGO MENOR
=== RIESGO MAYOR

100

80
5 47%
60
40
53%
20
0

Nivel 0 Nivel 1
n=20 n=182

Porcentaje (%)

Figura 81 Distrib. porcentual de Riesgo menor/mayor de la var. Peligro estado pavimento.
Fuente: Elaboracion propia

121



3.11

Desarollo del trabajo de tesis | Capitulo III

Tabla 28 Distrib. porcentual de clases por nivel de variables de peligro

Variable Nivel n % R. % R. Conclusion

MENOR MAYOR
PELIGRO EN 0 (sin 122 79% 21% Tramos sin peligro son
PENDIENTE peligro) mayormente seguros
PELIGRO EN 1 (con 80 12% 88% Pendiente peligrosa eleva
PENDIENTE peligro) riesgo en +67 pp
PELIGRO EN 0 (sin 79 99% 1% Tramos rectos libres de
CURVA peligro) riesgo mayor
PELIGRO EN 3 (méximo) 98 7% 93% Curvas maximas: 93% son
CURVA RIESGO MAYOR
PELIGRO POR 0 46 98% 2% Sin obstaculos: riesgo
VISIB. minimo
PELIGRO POR 2 65 2% 98% Visibilidad comprometida =
VISIB. riesgo casi certero
PELIGRO Oyl 202 ~50% ~50% Sin poder discriminativo —
PAVIMENTO distribucion aleatoria

Fuente: Elaboracion propia.

G) Analisis estadistico Mann-Whitney U
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Figura 82 Analisis estadistico Mann-Whitney U de las 23 variables

Fuente: Elaboracion propia

El Test de Mann-Whitney U es una prueba estadistica no paramétrica que compara dos

grupos independientes y determina si sus valores son significativamente diferentes o
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producto del azar. El Test de Mann-Whitney U valida estadisticamente que 19 de las 23
variables (83%) presentan diferencias reales entre clases de riesgo, siendo la geometria
vial el factor dominante con p-valores infinitesimales. Este resultado justifica la selec-
cion de variables realizada para el entrenamiento del Modelo RNA N°1 y confirma
que el dataset contiene informacion discriminante suficiente para que la red neuronal

aprenda a clasificar correctamente los niveles de accidentalidad en la carretera PE-28A.

* Variables geométricas como factor dominante. Los diez primeros lugares del
ranking corresponden exclusivamente a parametros geométricos de la PE-28A
con p < 107!2, confirmando que la geometria horizontal y vertical constituye el
factor critico de riesgo en el tramo.

* Variables climaticas de influencia secundaria. Precipitacion, Clima Despejado
y Clima Lluvioso resultan significativas (p < 0.010), con menor fuerza discrim-
inante que las geométricas, aunque su inclusion es pertinente pues modulan el

comportamiento del conductor y la adherencia del pavimento.

* Variables temporales no discriminantes linealmente. Mes, Dia y Hora de
Siniestro no superan p = 0.05, sin embargo, su efecto puede ser no lineal e in-
teractivo, capturado por las capas ocultas de la RNA y no detectable mediante el

Test Mann-Whitney U.

H) Diagrama de Dispersion de variables geométricas

Los seis scatter plots confirman un patron estructural consistente: radios de curva pe-
quefios (< 250 m) concentran la mayor densidad de puntos rojos (RIESGO MAYOR),
mientras que los puntos azules (RIESGO MENOR) se dispersan hacia radios mayores.
Este comportamiento es uniforme en todos los pares analizados Radio vs Longitud de
Curva, vs Angulo de Deflexion, vs Subtangente, vs Cuerda, vs Distancia Externa y vs
Ordena Media lo que confirma que el Radio de Curva actia como variable geométrica
eje de la accidentalidad en la PE-28A. La separacion entre clases no sigue una frontera
lineal sino curva y compleja, lo que valida el uso de una arquitectura RNA-MLP con

capas ocultas para aprender estas fronteras de decision.
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Figura 83 Diagr. de dispersion Radio de curva vs Long. de curva vs Long. de subtangente.
Fuente: Elaboracion propia
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Figura 84 Diagr.de dispersion Radio de curva vs Angulo de deflexion vs Long. de cuerda.
Fuente: Elaboracion propia
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Figura 85 Diagr. de disper. Radio de curva vs Dist. Externa vs Dist. de la ord. media.
Fuente: Elaboracion propia

En sintesis, los scatter plots demuestran que cuando el radio de curva es pequeiio, todas

las variables geométricas adoptan simultdneamente valores criticos, generando condi-
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ciones de riesgo geométrico compuesto que la RNA debe identificar como patrén de

accidentalidad en la carretera PE-28A.
3.11.1.4 Etapa II: Preprocesamiento de datos

El preprocesamiento de datos tuvo como objetivo transformar la base de datos en un
formato adecuado para el entrenamiento eficiente de la RNA, garantizando la ausencia
de fuga de informacion (data leakage) entre particiones y la escala uniforme de todas
las variables de entrada. Esta etapa comprendi6 tres procesos secuenciales: division
estratificada del dataset, normalizacion Z-Score y verificacion visual de la separacion

entre clases tras la normalizacion.

La Tabla siguiente resume los tres procesos aplicados, sus parametros clave y los re-

sultados obtenidos.
Tabla 29 Resumen del preprocesamiento de datos

Pasos  Proceso Parametros Clave Resultado
Paso 1  Division 70% Entrenamiento (140 Proporcién de clases
estratificada registros) preservada en las 3 particiones:
20% Validacion (41 52% RIESGO MENOR /48%
registros) RIESGO MAYOR
10% Evaluacion (21
registros)
Paso2  Normalizaciéon fit () aplicado solo en Train  u = 0, 0 =~ 1 en todas las
Z-Score transform() en Val y Test particiones. Ausencia de data
Féormula: z = (x — w)/o leakage garantizada
Paso3  Grafica Ay = diferencia de medias Maximo: PELIGRO EN

Z-Score X variable y
KDE.

normalizadas entre clases:

Au = Zyjay — ZMEN

CURVA

A =1.67

Minimo: PELIGRO
PAVIMENTO
Au=0.03

Nota: El ajuste Z-Score se calculd exclusivamente con los datos de entrenamiento para evitar fuga
de informacién hacia las particiones de validacion y prueba. Au cuantifica la separacion entre
clases tras la normalizacion; valores altos indican mayor capacidad de esa variable para ayudar a
la RNA a clasificar correctamente.

Fuente: Elaboracion propia.

A) Division estratificada 70/20/10% de la base de datos

La base de datos se cuenta con 202 registros se dividio en tres particiones: 70% para
entrenamiento (140 registros), 20% para validacion (41 registros) y 10% para la eval-
uacion (21 registros). Se empled division estratificada para preservar la proporcion

original de clases (52% RIESGO MENOR / 48% RIESGO MAYOR) en cada parti-
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cion, evitando sesgos de muestreo que pudieran invalidar la evaluacion del modelo.

Figura 8 — Division Estratificada 70/20/10
Distribucion de Clases por Particiéon

Particion
60 msm Entrenamiento (70%)
53.7% men Validacion  (20%)
o EPARED mmm Evaluaciéon (10%)
50 47.9%
46.3% 47.6%
— 40
X
a
o
1=
o 30
9
<]
o
n=67 n=10
20
10
0
RIESGO MENOR RIESGO MAYOR

Clase de Riesgo

Figura 86 Division estratificada 70/20/10% de la base de datos.

Fuente: Elaboracion propia

B) Normalizacion Z-Score variable por variable (23 variables)

Se aplico la estandarizacion Z-Score a todas las variables numéricas de entrada me-

diante la expresion:

(3.2)

donde x es el valor original, x« es la media y o es la desviacion estandar. Como resul-
tado, todas las variables quedan con media 1 = 0 y desviacion estandar ¢ ~ 1. Para
evitar data leakage, el ajuste (£it ()) se realiz6 exclusivamente sobre el conjunto de
entrenamiento, aplicando posteriormente la transformacion (transform()) a las par-

ticiones de validacion y prueba con los parametros obtenidos del entrenamiento.

Verificacion visual Z-Score. Se calculo la diferencia de medias normalizadas entre

clases (Au) para cada variable, definida como:

AU = ZRIESGO MAYOR — ZRIESGO MENOR (3.3)
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Los resultados mostraron que PELIGRO EN CURVA registré el mayor Au = 1.67,
confirmando su alta capacidad discriminativa entre clases, mientras que PELIGRO
ESTADO DEL PAVIMENTO present6 el menor Au = 0.03, indicando escasa diferen-
ciacion entre grupos tras la normalizacion. Lo que significa mientras Au sea mayor, la
variable SEPARA BIEN las clases antes de entrar a la RNA. El cual se graficara con
Kernel Density Estimation (KDE) o Estimacion de Densidad por Ntcleo, el cual es una
técnica estadistica que suaviza un histograma para convertirlo en una curva continua

que representa como se distribuyen los datos.
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Figura 87 Normalizacion Z-Score: Mes, Dia y Hora de Siniestro.
Fuente: Elaboracion propia
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Figura 89 Normaliz. Z-Score:Temperatura Max., Precipitacion y Curva/Tramo Recto.
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Figura 90 Normaliz. Z-Score: Peligro Pendiente, Radio de Curva y Peligro en Curva.
Fuente: Elaboracion propia
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Figura 91 Normalizacion Z-Score de las variables: Long. (L), Subtangente (T) y Angulo Deflexion.

Fuente: Elaboracion propia

129



3.11 Desarollo del trabajo de tesis | Capitulo III

o pekint g
0040 1) 007 - 025 ] - e876
1 mn-000 | oy
f = |
f ]
1 1
! !
1 1
3 I 00 o I
3 o020
5 1
é 1 003
0015 1) o0
1
i
{
1 005
0005 el
s o, - e
LonsiTup oE CuERDA (c) DiSTANCIA ExTERNA (E) DISTANCIA OE La OROENA EDIA
Norm: do (Z-Score) izado (Z-Score) Normalizado (Z-Score)
s R || = i somo
2
e
| ®
15 !
=
1 1
3 1 1 15
- 1 1
3 | 0 ]
"
1
1
1
05 I g5}
®
| e 1 " 4 -I‘IJ.J.,
LONGITUD DE CUERDA (LC) DISTANCIA EXTERNA (E) DISTANCIA DE LA ORDENA MEDIA
AR e e o G
— sy | = e — s
o7 = 75) 12 T L = w=040)
; o
06 |
M | o
= |
" | ®
Bos | o
H 06 |
e |
02 03
=
o1 @ i o1
00 00 t 00 .

Figura 92 Normaliz. Z-Score: Long. Cuerda (LC), Distancia Externa (E) y Ordenada Media (M)

Fuente: Elaboracion propia
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Figura 93 Normaliz. Z-Score: Peligro Visibilidad, Tramo en ”S” y Tramo Tangente ”O”
Fuente: Elaboracion propia
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Figura 94 Normaliz. Z-Score: Longitud Tangente y Peligro Estado del Pavimento.

Fuente: Elaboracion propia

3.11.1.5 Etapa III: Diseifio, optimizacion y entrenamiento de la RNA

Esta etapa comprendi6 el disefio de la arquitectura optima del Perceptron Multicapa
(MLP), la busqueda sistematica del pardmetro de regularizacion L2, la comparacion
de arquitecturas candidatas, el diagnostico de sobreajuste y el entrenamiento definitivo

del modelo .
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Tabla 30 Resumen del diserio y entrenamiento del modelo RNA

Item Proceso Parametros / Decision Tomada
Resultado

1 Arquitectura MLP  23—64—48—32—16—8ddpologia piramidal: abstraccion
definitiva progresiva de patrones

2 Busqueda alpha L2 8 valores: 0.0001 — 0.5 Alpha 6ptimo=0.05 — GAP

overfitting minimo

3 Comparacion 7 (32,16) a Seleccionada (64,48,32,16,8):
arquitecturas (128,64,32,16,8) GAP=0.064, CV~0.88

4 Diagnostico de Curvas Entr./Valid. 48  Mejor modelo en época 29;
overfitting épocas GAP<0.20 siempre

5 Convergencia del  Pérdida 0.81—0.11 en  Descenso suave en 3 fases; sin
entrenamiento 48 épocas oscilaciones

6 Pérdida y precision Valid. loss<Entr. loss  Precision Val maxima=97.56%
vs. épocas (efecto L2) en época 11

Fuente: Elaboracion propia.

A) Arquitectura del Modelo RNA N°1 (MLP)

La Figura siguiente muestra la topologia definitiva del Perceptron Multicapa:
23—-64—48—-32—16—8—2, con 5 capas ocultas y 6,906 parametros totales. La ar-
quitectura garantiza una abstraccion progresiva de los patrones: la primera capa oculta
(64 neuronas) extrae caracteristicas primarias; las capas intermedias (48, 32, 16) combi-
nan y abstraen representaciones progresivamente mas compactas; la quinta capa oculta
(8 neuronas) genera la representacion final pre-clasificacion; y la capa de salida (2 neu-
ronas con Softmax) produce las probabilidades (RIESGO MENOR=0) y (RIESGO
MAYOR=1).

ARQUITECTURA DE LA RED NEURONAL ARTIFICIAL (MLP)
Topologia: 23 - 64 - 48 - 32 - 16 - 8 » 2 (5 capas ocultas)

Optimizador: Adam | L2: a=0.05 | Batch: 64 | Early Stopping: pac=20 | Epocas: 48
Parametros totales: 6,906

RIESGO MAYOR

B
/ - RIESGO MENOR
SALIDA

nnnnnnnnnn

Act: Sigmoid
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Figura 95 Arquitectura del Perceptron Multicapa de la RNA N°01

Fuente: Elaboracion propia
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Tabla 31 Descripcion de cada capa de la arquitectura RNA

Capa Tipo Neuronas Activacion Funcién
Entrada  Capa de Entrada 23 - Una neurona por cada variable de
entrada normalizada mediante
Z-Score

Ocultal Capa 64 ReLU Deteccion de patrones primarios en
Completamente las 23 variables de entrada:
Conectada (Dense) geometria, clima y temporalidad

Oculta2 Capa 48 ReLU Combinacion de patrones
Completamente detectados y reduccion progresiva
Conectada (Dense) de dimensionalidad

Oculta3 Capa 32 ReLU Abstraccion de patrones de riesgo
Completamente de nivel intermedio
Conectada (Dense)

Oculta4 Capa 16 ReLU Sintesis y compresion de las
Completamente representaciones aprendidas
Conectada (Dense)

Oculta5 Capa 8 ReLU Representacion compacta final
Completamente previa a la clasificacion
Conectada (Dense)

Salida Capa de Salida 2 Sigmoid  Genera la probabilidad de cada
Completamente clase:
Conectada P(RIESGO MENOR) +

P(RIESGO MAYOR) = 1.0

Nota: ReLU (Rectified Linear Unit): funcion de activacion fix) = max(0,x) que introduce no
linealidad y evita el problema del gradiente desvaneciente. Sigmoid normaliza las salidas como
probabilidades que suman 1.0. Dense (Completamente Conectada): cada neurona esta conectada
con todas las neuronas de la capa anterior.
Fuente: Elaboracion propia.

B) Efecto de la regularizacion L2 sobre el overfitting

La Figura evalua el

impacto de

ting del Modelo RNA N°I,

la regularizacion L2

sobre el overfit-

analizando ocho valores de alpha: a €

{0.0001, 0.001, 0.005, 0.01, 0.05, 0.1, 0.3, 0.5}.

.Qué es la regularizacion L2? Anade un término de penalizacién a la funcidn de error

durante el entrenamiento:

gtotal = gerror + 7 Z w? (3.4)

donde 4 controla la intensidad de la penalizacion y w son los pesos sinapticos. Al pe-

nalizar pesos grandes, L2 impide que la RNA memorice el conjunto de entrenamiento
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Accuracy

favoreciendo la RNA prediga mejor futuro datos nuevos.

El overfitting se cuantifica mediante el GAP de overfitting, GAP (la diferencia entre

qué tan bien aprende el modelo con datos conocidos vs datos nuevos):

GAP = AccuraCYEntrenamiento - AccuraCYCV (Validacion cruzada) 3.5)

Se establecié un umbral de alerta en GAP = 0.10; valores superiores indican sobrea-

juste inaceptable.

* Accuracy vs Alpha: El Entrenamiento Accuracy (linea roja) se mantiene estable
entre 0.93-0.95 en todos los valores evaluados. El CV Accuracy (linea azul,
validacion cruzada 5-Fold) permanece alrededor de 0.88—0.89, con ambas curvas

convergiendo en a = 0.5.
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Figura 96 Accuracy vs. Alpha L2.

Fuente: Elaboracion propia

* GAP de Overfitting: Para oo € {0.0001 a 0.1}, el GAP se mantiene constante
en 0.064 — nivel aceptable. En a = 0.3 sube levemente a 0.069, mientras que en
a = 0.5 alcanza el valor minimo de 0.045 (barra verde), confirmandolo como el

alpha optimo.
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Figura 97 GAP de overfitting por valor de alpha.

Fuente: Elaboracion propia

Conclusion: Se seleccioné o = 0.5 como valor 6ptimo de regularizacion L2 por pro-
ducir el menor GAP de overfitting (GAP = 0.045), por debajo del umbral de alerta de
0.10. Esta estrategia garantiza que las métricas del Modelo RNA N°1 prediga mejor

para datos nuevos.
C) Comparacion de arquitecturas candidatas

Se compara seis arquitecturas RNA evaluando tres criterios: accuracy de entre-
namiento, accuracy de validacion cruzada (CV 5-Fold) y GAP de overfitting, con el
objetivo de seleccionar la arquitectura que mejor generaliza sin memorizar los datos

de entrenamiento.

Resultados por grafica:

» Accuracy de entrenamiento y validacion cruzada por arquitectura: Todas
las arquitecturas mantienen Train Accuracy entre 0.93—-0.97 y CV Accuracy en-
tre 0.87-0.91, confirmando capacidad de aprendizaje consistente. La arquitec-
tura seleccionada (64—48—32—16—38) logra CV = 0.89 con la menor brecha

respecto al entrenamiento.

135



3.11 Desarollo del trabajo de tesis | Capitulo III

Accuracy
ol ol I I oy
0 0 (=] (=) =
o w o w o

2
@
o

0.80

0.75

0.70

o
o
@

GAP (Entrenamiento — Validacién Cruzada)
2
o

=4
o
[}

0.00

2
o
B

Figura 6C-2A — Accuracy de Entrenamiento vs Validacion Cruzada
por Arquitectura RNA | * = Arquitectura seleccionada (64-48-32-16-8)

0.921
0.852
0.762
mmm  Accuracy Entrenamiento (Train)
mmm Accuracy Validacion Cruzada (CV 5-Fold)
Q) 0 o ? o )
> & o o b >
\C X o A4 s B
© o oF 20
G %

Arquitectura RNA (capas ocultas)

Figura 98 Accuracy de entrenamiento y validacion cruzada por arquitectura.
Fuente: Elaboracion propia

* GAP de Overfitting por arquitectura: La arquitectura seleccionada registra el
menor GAP entre las evaluadas, por debajo del umbral de alerta de 0.10, indi-

cando ausencia de sobreajuste inaceptable.

Figura 6C-2B — GAP de Overfitting por Arquitectura RNA
GAP = Accuracy Entrenamiento — Accuracy Validacién Cruzada

Referencias
EmE x Arquitectura seleccionada
mmm GAP éptimo (< 0.05)
m== GAP aceptable (0.05-0.10)
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Figura 99 GAP de Overfitting por arquitectura.

Fuente: Elaboracion propia

* GAP de Overfitting vs Niumero de parametros de la arquitectura: Arqui-
tecturas mas grandes como (128,64,32,16) no reducen el GAP respecto a la se-
leccionada, confirmando que mayor nimero de pardmetros no garantiza mejor

generalizacion.
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Figura 6C-2C — Complejidad del Modelo vs GAP de Overfitting
Mas parametros no siempre significa mejor generalizaciéon

Referencias

mmm x Arquitectura seleccionada

GAP optimo (< 0.05)
GAP aceptable (0.05-0.10)

=== GAP alto (> 0.10)

(128,64,32)
(32,16)
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Numero de Parametros del Modelo

Figura 100 GAP de Overfitting vs Numero de parametros de la arquitectura.

Fuente: Elaboracion propia

Tabla 32 Comparacion de arquitecturas: rendimiento y nivel de sobreajuste

Arquitectura Ace. Acec. CV. GAP  Seleccionada
Entre- Entr.-
namiento Cv
(32, 16) 0.925 0.855 +0.070 No
(64, 32) 0.830 0.830 +0.059 No
(64, 32, 16) 0.830 0.830 +0.006 No
(64, 48, 32, 16, 8) % 0.950 0.880 +0.064 Si
(128, 64, 32) 0.925 0.880 +0.082 No
(128, 64, 32, 16) 0.905 0.890 +0.016 No

Fuente: Elaboracion propia.

Conclusion: Se seleccion¢ la arquitectura (64—48—32—16—8) por ofrecer el mejor

equilibrio entre accuracy de validacion y control del overfitting, con una reduccién

progresiva de neuronas por capa que favorece la abstraccion jerarquica de patrones de

accidentalidad en la via PE-28A.

D) Convergencia del entrenamiento y accuracy por particion

La Figuras siguiente evalta el proceso de entrenamiento del Modelo RNA N°1:

Curva de Convergencia (48 épocas): La pérdida (Cross-Entropy Loss) desciende

progresivamente en tres fases: descenso acelerado (épocas 1-10, de 0.81 a 0.30), de-

scenso moderado (épocas 10-25, de 0.30 a 0.15) y convergencia estable (épocas 25-48,

pérdida final & = 0.110). La ausencia de oscilaciones confirma la estabilidad del op-
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timizador Adam.

A) Curva de Convergencia (48 épocas
Loss final=0.10996)
0.8 === |0ss Entrenamiento
0.7
0.6

0.5

0.4

Loss (Cross-Entropy)

0.3

0.2

0.1

Epocas

Figura 101 Curva de convergencia: Perdida vs Epocas.
Fuente: Elaboracion propia

* o7

Accuracy por Particion: Los resultados obtenidos en cada particion se presentan a

continuacion:

* Entrenamiento (70%, n = 140): Accuracy = 96.43%
* Validacion (20%, n = 41): Accuracy = 95.12%
* Evaluacion (10%, n = 21): Accuracy = 90.48%

B) Accuracy por Particion de Datos
(diferencia pequefia = buena generalizacién)

100 96.43% 95.12%
90.48%
80
S
oy
© 60
S
[
[
<
40
20
0
Entrenamiento Validacion Evaluacion
(70%) (20%) (10%)

Figura 102 Accuracy en entrenamiento, validacion y evaluacion.
Fuente: Elaboracion propia

La diferencia entre entrenamiento y validacion es de apenas A = 1.31%, y entre entre-
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namiento y evaluacion de A = 5.95%, ambas dentro del rango aceptable para un base
de datos de 202 registros. Estos resultados confirman la ausencia de overfitting signi-
ficativo y validan que la regularizacion L2 (a = 0.5) combinada con Early Stopping

controlo eficazmente el sobreajuste del modelo.
E) Pérdida y Accuracy vs. épocas (Entrenamiento vs. Validacion)

La Figuras siguientes muestra las curvas de pérdida y Accuracy para entrenamiento
y validacion por época. La pérdida de validacion es sistematicamente inferior a la de

entrenamiento por efecto de la penalizacion L2.

Resultados por grafica:

« Grifica de Pérdida vs. Epocas: Muestra el error del modelo en cada época. Am-
bas curvas bajan progresivamente, el cual el modelo aprende. La curva naranja
(validacioén) alcanza su punto minimo en la época 29 (val_loss = 0.0608), ese
es el mejor momento del modelo. Después sube levemente porque empieza a
sobreajustarse. El early stopping detectd eso, esperd 20 épocas mas sin mejora,

paro en época 48 y restaurd los pesos de época 29. Los pesos de época 48 fueron

descartados.
Pérdida vs Epocas
0.8 : = Entrenamiento (final: 0.1100)
’ : Validaciéon  (final: 0.0663)
1 @ Punto época 29: val_loss=0.0608
1
1
0.7 i
1
1
1
0.6 !
1
1
1
1
0.5 1
© 1
Lol 1
= 1
° 1
P 04 :
1
1
1 7
0.3 1 Epoca 48 — pesos
1 descartados por
1 early stopping
1
Punto 1
0.2 época 29
(mejores pesos) :
1
0.1 !
1
0 10 20 30 40 50

Epocas

Figura 103 Pérdida (loss) vs. Epocas

Fuente: Elaboracion propia

« Accuracy vs. Epocas: El modelo aprende muy rapido en las primeras 5 épocas

(de 45% a 95%) y luego se estabiliza. Los dos puntos marcados en la linea
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Accuracy

roja (época 29) son los valores reales del modelo final: Entrenamiento = 96.43%
y Validacion = 95.12%. El final de la curva muestra 98.57% Entrenamiento y
97.56% Validacion, pero esos corresponden a los pesos descartados no son los

valores del modelo final.

Accuracy vs Epocas
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0.3 i validacién  (final: 97.56%)
: @ Punto validacién (época 29): 95.12%
g @ Funto Entren. (época 29): 96.43%
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: 1
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Figura 104 Accuracy vs. Epocas

Fuente: Elaboracion propia

Conclusion: El modelo aprendi6 sin overfitting. El early stopping funcion6 correc-
tamente. La diferencia entre Accuracy de entrenamiento (96.43%), Accuracy de vali-
dacion (90.12%) y Accuracy de evaluacion (90.48%) lo que confirma que el modelo

generaliza bien ante datos nuevos.
3.11.1.6 Etapa IV: Evaluacion e interpretacion del Modelo RNA N°1

Esta etapa presenta los resultados de la evaluacion completa del modelo RNA N°1, in-
cluyendo las métricas de rendimiento por particion, la matriz de confusion, las curvas
ROC y Precision-Recall, la curva de aprendizaje, las visualizaciones PCA, las fron-
teras de decision para las 23 variables, la validacion cruzada estratificada 5-Fold, la

importancia de variables por permutacion y el dashboard ejecutivo.
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Tabla 33 Meétricas de rendimiento del Modelo RNA N°I en todas las particiones

Métrica Train Val (20%) Test (10%) Umbral Excelencia
(70%)

Accuracy 96.43% 95.12% 90.48%  >90.00% v/

Precision (macro) 96.41% 95.24% 90.45%  >90.00% v

Recall (macro) 96.45% 95.45% 90.45%  >90.00% v/

F1-Score (macro) 96.42% 95.12% 90.45%  >90.00% v

F1-Score (RIESGO 96.6% 95.2% 90.9%  >80.00% v

MENOR)

F1-Score (RIESGO 96.3% 95.0% 90.0%  >80.00% v/

MAYOR)

AUC-ROC (macro) — — 0.9818  >0.90 v

CV 5-Fold Accuracy — 0.886 — >0.80 v/

Fuente: Elaboracion propia.

A) Analisis de Desempeiio del Clasificador Binario mediante F1-Score, Precision

y Recall por Clase y Particion

La evaluacion del clasificador binario de la red neuronal artificial (RNA) se realiz6
mediante el andlisis conjunto del F1-Score, la Precision y el Recall, calculados de forma
desagregada por clase de riesgo (Riesgo menory Riesgo mayor)y por particion de datos
(entrenamiento, validacion y evaluacion). Estas métricas permiten valorar no solo la
exactitud global del modelo, sino su capacidad de discriminacion simétrica entre ambas
categorias, aspecto critico en el contexto de la prediccion de accidentes de transito en

la Via Los Libertadores (PE-28A).

* F1-Score por Clase en las Tres Particiones:
La Figura presenta el F1-Score por clase de riesgo evaluado en las particiones
de entrenamiento (70%, n = 140), validacion (20%, n = 41) y evaluacion (10%,
n = 21). El F1-Score constituye la media armonica entre la Precision y el Recall,

y se calcula mediante la expresion:

Precision x Recall (3.6)

F1-Score =2 - —
Precision + Recall
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B Entrenamiento (70%)
- Validacion (20%)
BN Evaluacién (10%)

1.0 0.966 0.952 0.963 e

0.8 [—
o
S 06
0
0.4
0.2
0.0
RIESGO MENOR RIESGO MAYOR
Figura 105 F1-Score por Clase en las Tres Particiones.
Fuente: Elaboracion propia
Tabla 34 F'I-Score por clase de riesgo segun particion de datos
Clase Entrenamiento (70%) Validacion (20%) Evaluacion (10%)
RIESGO MENOR 0.9660 0.9520 0.9090
RIESGO MAYOR 0.9630 0.9500 0.9000
Promedio macro 0.9642 0.9512 0.9045

Fuente: Elaboracion propia.

Los resultados de la Tabla evidencian que ambas clases de riesgo mantienen un
F1-Score superior a 0.90 en todas las particiones, superando el umbral de exce-
lencia establecido. La degradacion controlada entre el conjunto de entrenamiento
y el de evaluacion de 0.057 puntos para Riesgo menor y 0.063 para Riesgo mayor
y confirma que el modelo generaliza adecuadamente sin incurrir en sobreajuste
(overfitting). Asimismo, la similitud entre ambas clases indica que el clasificador
no presenta sesgo sistematico hacia ninguna categoria.
* Precision, Recall y F1-Score por Clase (Evaluacion):
La Figura desagrega las tres métricas principales de Precision, Recall y F1-Score

por clase de riesgo, evaluadas exclusivamente sobre el conjunto de evaluacion
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independiente (n = 21). Las formulas empleadas son:

. ., VP
PI'GCISlOl’lClase = m (37)
VP
Recallclase = m (38)

donde VP = Verdaderos Positivos, F'P = Falsos Positivos y F'N = Falsos Negativos
para cada clase respectivamente.

mmm RIESGO MENOR
Imm RIESGO MAYOR

0.909 g.900

Precision Recall F1-Score

Figura 106 Precision, Recall y F1-Score por Clase.

Fuente: Elaboracion propia

Tabla 35 Precision, Recall y FI-Score por clase (conjunto de evaluacion) (10%, n = 21)

Clase Precision Recall F1-Score Soporte (n)
RIESGO MENOR 0.9091  0.9091  0.9091 11
RIESGO MAYOR 0.9000  0.9000  0.9000 10
Promedio macro 0.9045 0.9045 0.9045 21
Promedio weighted  0.9048  0.9048  0.9048 21

Fuente: Elaboracion propia.

Los resultados de la Tabla revelan que la Precision y el Recall son idénticos para
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cada clase, lo que implica matematicamente que el F1-Score coincide con ambas
métricas. Este comportamiento es consecuencia directa de la simetria de la ma-
triz de confusion: el modelo cometid exactamente un Falso Positivo y un Falso
Negativo en el conjunto de evaluacion, lo que produce denominadores iguales en

las ecuaciones 3.7 y 3.8 .

* Resumen Global del F1-Score por Particion: La Figura consolida el F1-Score
global en sus variantes macro y weighted para las tres particiones de datos. E1 F1-
Score macro asigna igual peso a ambas clases independientemente de su tamafio,

mientras que el F1-Score weighted pondera segun el soporte de cada clase:

K
1
Flmacro = I_< ZFlk (3-9)
k=1
ZkK=l n - Fly
F 1weighted = X ) (3.10)
Zk=1 s

donde K = 2 es el numero de clases y n;, es el soporte de la clase &.

=== Meta >= 0.80
=== Excelente >= 0.90

1.0 0.9512 0.9642
0.9045 0.9048

0.8 pP—

0.6

0.4

0.2

0.0
F1 Macro F1 Weighted F1 Macro F1 Macro

(Evaluacion) (Evaluacion) (Validacion) (Entrenamiento)

Figura 107 Resumen Global del F1-Score

Fuente: Elaboracion propia
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Tabla 36 Resumen global del F1-Score macro y weighted por particion
Métrica Valor Umbral Nivel
F1 Macro: Evaluacion 0.9045 >0.90 Excelente
F1 Weighted: Evaluacion 0.9048 > 0.90 Excelente
F1 Macro: Validacion 0.9512 >0.90 Excelente
F1 Macro: Entrenamiento 0.9642 > 0.90 Excelente

Fuente: Elaboracion propia.

La Tabla muestra que la totalidad de los valores de F1-Score superan el umbral
de excelencia (> 0.90) en todas las particiones. La diferencia minima entre F1
Macro (0.9045) y F1 Weighted (0.9048) confirma el balance entre clases. La
progresion decreciente desde entrenamiento (0.9642) hasta evaluacion (0.9045)
es coherente con el comportamiento de un clasificador bien regularizado y valida

la eficacia del early stopping.

* Conclusion del Analisis de Desempeiio:
Tabla 37 Sintesis del desemperio del clasificador binario RNA-MLP — métricas completas

Particion Métrica Riesgo menor Riesgo mayor Macro

Precision 0.9091 0.9000 0.9045
Evaluacion (10%, n = 21) Recall 0.9091 0.9000 0.9045

F1-Score 0.9091 0.9000 0.9045
Validacion (20%, n = 41) F1-Score 0.9520 0.9500 0.9512
Entrenamiento (70%, n = 140) F1-Score 0.9660 0.9630 0.9642
Caida F1 Entrenamiento — Evaluacion 0.057 0.063 0.060

Fuente: Elaboracion propia.

La red neuronal artificial de tipo Perceptron Multicapa (MLP) implementada para la
prediccion de accidentes de transito en la Via Los Libertadores (PE-28A) alcanzé un
F1-Score macro de 0.9045 sobre el conjunto de evaluacion independiente (n = 21),
superando el umbral de excelencia de 0.90 establecido para clasificadores binarios en
aplicaciones de seguridad vial. El modelo clasifica con precision equivalente ambas
categorias de riesgo Precision y Recall superiores a 0.90 en ambas clases, por lo tanto

el desempefio es optimo.
B) Analisis de la Matriz de Confusion y Métricas de Clasificacion Binaria

Las Figuras siguientes presentan el analisis detallado de la matriz de confusion del

modelo de red neuronal artificial (RNA) de tipo Perceptrén Multicapa (MLP), evaluado
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sobre el conjunto de evaluacion compuesto por 21 registros de la Via Los Libertadores
(PE-28A), correspondientes al 10% del total de 202 accidentes registrados entre 2020
y 2025.

Matriz de Confusion del Modelo RNA: La matriz de confusion es el instrumento
fundamental para evaluar el rendimiento de un clasificador binario, pues organiza las
predicciones en cuatro categorias segun la relacion entre el valor predicho y el valor

real de cada observacion.

VN FP 10 1
Matriz de Confusién = = (3.11)

FN VP 1 9

donde VN = Verdaderos Negativos, FP = Falsos Positivos, FN = Falsos Negativos y

VP = Verdaderos Positivos.
A — Matriz Absoluta (Conteo)

10

RIESGO MENOR

« Correcto

Clase Real

RIESGO MAYOR

X Error v Correcto

RIESGO MENOR RIESGO MAYOR
Clase Predicha

Figura 108 Matriz de Confusion del Modelo.

Fuente: Elaboracion propia

De los 11 tramos realmente catalogados como RIESGO MENOR, el modelo identi-
ficod correctamente 10 (VN = 10) y clasificé errobneamente 1 como RIESGO MAYOR
(FP =1). De los 10 tramos realmente de RIESGO MAYOR, el modelo identifico cor-
rectamente 9 (VP = 9) y clasifico errbneamente 1 como RIESGO MENOR (FN = 1).
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En total, el modelo acertd en 19 de 21 casos evaluados.

B — Matriz Normalizada (%)

100

= Recall clase

RIESGO MENOR

- 60

Clase Real
%

—40

90.0%

20

= Recall clase

RIESGO MAYOR

RIESGO MENOR RIESGO MAYOR
Clase Predicha

Figura 109 Matriz de confusion normalizada (%).
Fuente: Elaboracion propia

En la Figura anterior presenta la matriz normalizada por fila, expresando los resultados
como porcentaje dentro de cada clase real. El modelo identifico correctamente el 90.9%
de los tramos de RIESGO MENOR y €1 90.0% de los de RIESGO MAYOR, valores que
corresponden exactamente al Recall de cada clase, es decir, la capacidad del modelo
de detectar cada tipo de riesgo cuando realmente existe. Las tasas de error fueron del

9.1% para RIESGO MENOR y del 10.0% para RIESGO MAYOR.

Respecto al error mas critico en el contexto de seguridad vial, el Falso Negativo (FN =
1) representa el unico tramo de RIESGO MAYOR que el modelo no detecto, es decir,
una zona peligrosa ante la cual el sistema no habria emitido alerta. Por lo tanto la

prediccipon es mas confiable.

Distribucion de Predicciones por Tipo (VP, VN, FP, FN): La Figuras comple-
menta la matriz de confusion con dos representaciones visuales orientadas a facilitar la
interpretacion del rendimiento del modelo. Presenta las cuatro categorias de prediccion
mediante barras codificadas por color seglin su gravedad en el contexto de seguridad
vial: el azul y el verde representan aciertos (VN = 10y VP = 9 respectivamente), el

rojo representa el error leve (FP = 1) y el naranja el error critico (FN = 1).
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Conteo absoluto por tipo de prediccién

Il VN — Acierto (MENOR)

12 Il VP — Acierto (MAYOR)
EEl FP — Error leve (alerta innecesaria)
I FN — Error critico (riesgo no detectado)

10
10

9

Cantidad de registros

1 1
VN FP FN VP
(MENOR-MENOR) (MENOR—MAYOR) (MAYOR—MENOR) (MAYOR-sMAYOR)

Figura 110 Conteo por tipo de prediccion.

Fuente: Elaboracion propia

Tambien presenta la proporcion global de aciertos frente a errores mediante un dia-

grama circular.

Errores
(2/21)

Aciertos
(19/21)

Figura 111 Proporcion de aciertos.
Fuente: Elaboracion propia

Métricas de Clasificacion por Clase derivadas de la Matriz de Confusion Se de-
sagrega las tres métricas de clasificacion principales Precision, Recall y F1 Score por
clase de riesgo, calculadas directamente a partir de los valores de la matriz de confusion

mediante las siguientes expresiones:

Precisionypnor = VNI:—NFN =7 01:)_ 1= 0.9091 (3.12)
Precisionyayop = —— b 2 0.9000 (3.13)

VP+FP 9+1
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YN 10
Recallyayop = — b 2 0.9000 (3.15)

VP+FN _ 9+1

_ Flygnor + Flvayor — 0.9091 + 0.9000

Fl oo = 5 = > = 0.9045 (3.16)
Tabla 38 Métricas de clasificacion por clase de la matriz de confusion: evaluacion (n = 21)
Clase Precision Recall F1-Score Soporte (n)
RIESGO MENOR 0.9091  0.9091  0.9091 11
RIESGO MAYOR 0.9000  0.9000  0.9000 10
Macro promedio 0.9045  0.9045 0.9045 21
Weighted promedio  0.9048  0.9048  0.9048 21

Fuente: Elaboracion propia.

Los resultados de la Tabla evidencian que la Precision y el Recall son idénticos para
cada clase, lo que implica matematicamente que el F1-Score coincide con ambas métri-

cas.

Tabla 39 Sintesis del andlisis de la matriz de confusion del modelo RNA-MLP

Indicador Valor Interpretacion

Total evaluado 21 registros 10% de la base de datos
Aciertos totales 19/21 90.48% de tasa de acierto global
VN: Verdadero Negativo 10/ 11 90.9% de tramos seguros identificados
VP: Verdadero Positivo 9/10 90.0% de tramos peligrosos detectados
FP: Falso Positivo 1/21 Alerta innecesaria en 1 tramo seguro
FN: Falso Negativo 1/21 1 tramo peligroso no detectado (4.76%)
Accuracy 90.48% Excelente (> 0.90)

Precision macro 0.9045 Excelente (> 0.90)

Recall macro 0.9045 Excelente (> 0.90)

F1-Score macro 0.9045 Excelente (> 0.90)

Conclusion del Analisis de la Matriz de Confusién El anélisis de la matriz de con-
fusion sobre el conjunto de evaluacion independiente (n = 21) confirma que la red neu-

ronal MLP alcanz6 un desempefio excelente en la clasificacion binaria de riesgo vial
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en la Via Los Libertadores (PE-28A). El modelo identificé correctamente el 90.9% de

los tramos de Riesgo menor y el 90.0% de los tramos de Riesgo mayor.
C) Curva ROC y area bajo la curva (AUC) del modelo RNA

La Figura presenta la Curva ROC (Receiver Operating Characteristic) del modelo
RNA-MLP, evaluada sobre el conjunto de evaluacion independiente (n = 21 registros,
10% del total). Esta curva grafica la relacion entre la Tasa de Verdaderos Positivos
(TPR) y la Tasa de Falsos Positivos (FPR) al variar el umbral de decisién del modelo
desde 0.0 hasta 1.0, permitiendo evaluar la capacidad de clasificar de la RNA, y no

solo en el umbral estandar de 0.50.

Los ejes de la curva se definen mediante las siguientes expresiones:

tPR=—1P - 9 _ 0.900yFPR = P __ 1 _p001 (3.17)
VP+FN 941 FP+VN 1410
A) Curvas ROC — AUC Macro = 98.18%
1.0

I
*

|

0.8

¢ Punto de operacion (umbral = 0.50)
0.6 MAYOR - TPR = 0.900 | FPR = 0.091
. MENOR - TPR = 0.909 | FPR = 0.100

0.4

Tasa de Verdaderos Positivos (TPR)

0.2
Clasificador Aleatorio (AUC = 50.00%)
= RIESGO MENOR (AUC = 98.18%)
= RIESGO MAYOR (AUC = 98.18%)
0.0

0.0 0.2 0.4 0.6 0.8 1.0
Tasa de Falsos Positivos (FPR)

Figura 112 Curva ROC y area bajo la curva (AUC) del modelo RNA.

Fuente: Elaboracion propia

donde los valores corresponden al punto de operacion actual con umbral = 0.50, con-

sistente con los resultados de la matriz de confusion (VP=9, VN=10, FP=1, FN=1).

El Area Bajo la Curva (AUC) se calcula mediante la regla del trapecio sobre todos los
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pares (FPR;, TPR;) generados:

TPR; + TPR;_,
2

AUC = Y (FPR, — FPR,_)) X

(3.18)

n
i=1

Tabla 40 Resultados de la Curva ROC por clase — conjunto de evaluacion (n = 21)
Clase AUC-ROC TPR FPR Umbralop. Nivel

RIESGO MENOR 0.9820 0.909 0.100 0.50 Excelente
RIESGO MAYOR 0.9820 0.900 0.091 0.50 Excelente
Macro 0.9818 — — — Excelente

Fuente: Elaboracion propia.

El modelo obtuvo un AUC-ROC macro de 0.9818, superando el umbral de (> 0.90).
Este valor implica que, al seleccionar aleatoriamente un tramo de RIESGO MAYOR
y uno de RIESGO MENOR, el modelo asigna correctamente mayor probabilidad de
peligro al tramo realmente peligroso en el 98.18% de los casos. La forma escalonada
de la curva observable en la es consecuencia natural del reducido tamafio del conjunto
de evaluacion (n = 21), donde cada cambio de umbral desplaza uno o dos registros

entre clases; este comportamiento no compromete en el resultado.
D) Curva de Aprendizaje: Diagnostico de Sobreajuste del Modelo RNA

La Figura siguiente presenta la curva de aprendizaje del modelo RNA, construida me-
diante validacion cruzada estratificada de 5 folds sobre la base de datos completo
(n = 202 registros), evaluando 8 tamafios de entrenamiento progresivos desde el 10%
hasta el 100% del conjunto disponible ( 16 a 161 muestras). Esta figura tiene como
proposito diagnosticar la presencia o ausencia de sobreajuste (overfitting), y no reportar

las métricas finales del modelo las cuales se presentan en las Figuras anteriores.

Importante: los valores de Accuracy mostrados en esta figura (88—89% en el punto fi-
nal) es diferente de las métricas del modelo definitivo (96.43% entrenamiento, 90.48%

evaluacidn) porque provienen de un entrenamiento desde cero en cada fold.
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[Gap final = -0.001 —» BUEN BALANCE — modelo generaliza carrectamente]
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Figura 113 Curva de Aprendizaje: Diagnoéstico de Sobreajuste.
Fuente: Elaboracion propia

Interpretacion de los resultados La curva de entrenamiento (roja) parte de 53.8%
con 16 muestras y converge a 88.6% con 161 muestras. La curva de validacion cruzada
(azul) parte de 50.0% a valor equivalente al azar y converge igualmente a 88.6%. La

Tabla resume los valores por tamafio de entrenamiento.
Tabla 41 Resultados de la curva de aprendizaje por tamario de entrenamiento

Muestras Acc. Entrenamiento Acc. Val. CV (5-Fold) Gap  Diagnéstico

16 53.8% 50.0% +0.038 Aprendizaje inicial
36 66.7% 55.3% +0.114  En progreso

57 75.4% 65.3% +0.101 Mejorando

79 87.2% 86.2% +0.010 Buen balance

100 89.0% 84.6% +0.044 Buen balance

120 89.9% 88.1% +0.018 Buen balance

141 91.7% 89.6% +0.021 Buen balance

161 88.6% 88.6% —0.001 Buen balance

Fuente: Elaboracion propia.

El Gap final de —0.001 entre la curva de entrenamiento y la de validacion cruzada

confirma que el modelo no presenta sobreajuste. Los tres escenarios posibles de diag-
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nostico son:

Sobreajuste (Overfitting) si Gap > 0.10
Diagnostico = { Subajuste (Underfitting) ~ si Acc,,,;, < 0.70 (3.19)

Buen balance en caso contrario

La convergencia de ambas curvas hacia el 88.6% con 161 muestras, junto con el Gap
practicamente nulo (—0.001), evidencia que el modelo RNA-MLP aprendié patrones

generales de accidentabilidad vial sin memorizar los datos de entrenamiento.
E) Frontera de decision de la RNA en Espacio Bidimensional

La figura siguiente presenta la proyeccion de los 202 registros viales en un espacio
bidimensional mediante Anélisis de Componentes Principales (PCA), con el fin de vi-
sualizar la frontera de decision del modelo RNA. El PCA fue ajustado exclusivamente
sobre el conjunto de entrenamiento (n = 140) para evitar fuga de informacion (data
leakage), y los dos primeros componentes principales retienen el siguiente porcentaje

de varianza:

PC1 + PC2 =32.2% + 14.6% = 46.8% de la varianza total (3.20)

Esto implica que la figura conserva el 46.8% de la informacion original, mientras que
el 53.2% restante, distribuido entre los 21 componentes adicionales no es visible en la

representacion 2D.

Clase Real vs Frontera de Decision: La grafica superpone la clase real de cada
registro (cuadrados verdes m para RIESGO MENOR, tridngulos rojos A para RIESGO
MAYOR) sobre la frontera de decision del modelo. La frontera es una curva no lineal
resultado de la capacidad de la RNA de aprender relaciones complejas entre las 23

variables geométricas y ambientales.

Distribucion de Predicciones y Confianza del Modelo: La grafica presenta el gra-
diente de probabilidad P(RIESGO MAYOR) como fondo, cuantificando la certeza del
modelo en cada region del espacio PCA. Las zonas de color verde corresponden a re-

giones donde el modelo asigna probabilidades cercanas a 0% (alta certeza de riesgo
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menor), mientras que las zonas rojas corresponden a probabilidades cercanas a 100%
(alta certeza de riesgo mayor). La zona intermedia proxima a la frontera (50%) refleja

mayor incertidumbre.

A) Clase Real vs Frontera de Decision
W=RIESGO MENOR 4A=RIESGO MAYOR --=Frontera

B Real: RIESGO MENOR (n=106)

A Real: RIESGO MAYOR (n=96) L}
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Figura 114 Clase Real vs Frontera de Decision.
Fuente: Elaboracion propia
B) Distribucion de Predicciones RNA
color=clase real | X=Error de clasificacion
BN RIESGO MENOR (clase 0)
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Figura 115 Distribucién de Predicciones y Confianza del Modelo.

Fuente: Elaboracion propia
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Tabla 42 Resumen de la proyeccion PCA 2D

Elemento Valor Interpretacion

Componente PC1 32.2% varianza  Direccidén de mayor variacion — geometria de curvas
Componente PC2 14.6% varianza Segunda direccion — peligros y clima
Varianza conservada 46.8% Informacion visible en la figura 2D

Varianza no visible 53.2% Distribuida en los 21 componentes restantes
Registros proyectados 202 Dataset completo (train + val + test)
Predicciones correctas 193 (95.5%) Sobre el dataset completo incluyendo train
Errores 9 (4.5%) Concentrados en la zona de superposicion PC1 € [0, 3]
Frontera de decision Curva no lineal Relaciones complejas aprendidas por la RNA

Nota. El Accuracy del 95.5% corresponde a la evaluacion sobre los 202 registros completos, incluyendo los
140 de entrenamiento. El Accuracy sobre el conjunto de evaluacion independiente (n = 21, nunca visto) es
90.48%, reportado en la. PCA ajustado sobre el conjunto de entrenamiento (» = 140) para evitar fuga de
informacion. Elaboracion propia.
El analisis conjunto de ambas gréaficas confirma que el modelo RNA-MLP aprendi6
una frontera de decision no lineal que separa eficazmente las dos categorias de riesgo

vial para la de prediccion de accidentes en la Via Los Libertadores (PE-28A).
F) Importancia de variables por permutacion (23 variables)

La Figuras siguientes presenta la importancia de las 23 variables de entrada del modelo
RNA-MLP, calculada mediante el método de importancia por permutacion (Permuta-
tion Importance) sobre el conjunto de evaluacion (n = 21 registros, 10% del dataset),

con 20 repeticiones aleatorias por variable.

Importancia; = Accuracyy,s, — Accuracypermumdqj =90.48% — Accuracypermumdqi

(3.21)

* Reduccion media de Accuracy por variable (promedio + desviacion estan-
dar):
Las barras muestran la reduccion media de Accuracy por variable tras per-
mutacion, con su intervalo de variabilidad en 20 repeticiones, coloreadas por im-
portancia: rojo (> 2.00%), naranja (0.50-2.00%), verde (0-0.50%) y gris (< 0%).

Valores negativos indican que la variable no aporta al modelo.
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PELIGRO POR VISIBILIDAD 6.90%

PELIGRO EN CURVA 4.52%

RADIO DE CURVA(M) 3.57%

PELIGRO EN PENDIENTE —_——1 L67%
ANGULO DE DEFLEXION (°) —_—t 119%
TRAMO TANGENTE EN 'S' —_—t L19%
CLIMA DESPEJADO —_— 119%
CLIMA NUBLADO —_—1 0.71%
DISTANCIA DE LA ORDENA MEDIA (M) I—!—( 0.24%
LONG. TANGENTE ———t——1 0.00%
LONGITUD DE CUERDA (LC) 0:00%
DISTANCIA EXTERNA (E) 0.00%
DIA DE SINIESTRO 0.00%
TRAMO TANGENTE EN 'O 0:00%
CURVA O TRAMO RECTO 0.00%
PRECIPITACION (mm/dia) 0:00%
TEMPERATURA MAX (°C) 0.00%
CLIMA LLUVIOSO 0:00%
LONGITUD DE SUBTANGENTE (T) 0.00%

PELIGRO ESTADO DEL PAVIMENTO ~0:48% ————F—+

1.19%

LONGITUD DE CURVA (L)

HORA DE SINIESTRO 129% ————— =}

N Muy importante (>0.02)
Moderada (0.005-0.02)

W Baja (0-0.005)

W Sin aporte (<0)

MES DE SINIESTRO -3:10%

—0.050 —0.025 0.000 0.025 0.050

Reduccién media de Accuracy

0.075 0.100 0.125

Figura 116 Reduccion media de Accuracy por variable (promedio + desviacion estandar, 20

repeticiones)
Fuente: Elaboracion propia

+ Ranking normalizado de importancia relativa: Se reescala los valores de la
grafica anterior en el rango [0, 1], donde 1.00 corresponde a la variable mas im-

portante y 0.00 a la menos importante.

PELIGRO POR VISIBILIDAD

B) Ranking Normalizado de Importancia

PELIGRO EN CURVA 0.76 (4.52%)
RADIO DE CURVA(M) 0.67 (3.57%)
PELIGRO EN PENDIENTE 0.48 (1.67%)
ANGULO DE DEFLEXION (°) 0.43 (1.19%)
TRAMO TANGENTE EN 'S* 0.43 (1.19%)
CLIMA DESPEJADO 0.43 (1.19%)
CLIMA NUBLADO 0.38 (0.71%)
DISTANCIA DE LA ORDENA MEDIA (M) 0.33 (0.24%)
LONG. TANGENTE 0.31 (0.00%)
LONGITUD DE CUERDA (LC) 0.31 (0.00%)
DISTANCIA EXTERNA (E) 0.31(0.00%)
DIA DE SINIESTRO 0.31 (0.00%)
TRAMO TANGENTE EN 'O 0.31 (0.00%)
CURVA O TRAMO RECTO 0.31 (0.00%)
PRECIPITACION (mm/dia) 0.31 (0.00%)
TEMPERATURA MAX (°C) 0.31 (0.00%)
CLIMA LLUVIOSO 0.31 (0.00%)
LONGITUD DE SUBTANGENTE (T) 0.31 (0.00%)
PELIGRO ESTADO DEL PAVIMENTO 0.26 (-0.48%)
LONGITUD DE CURVA (L) _ 0.19 (-1.19%)
Hora DE siNiEsTRO [ o35 ¢-1.19%)
MES DE SINIESTRO 0.0 (-3.10%)
0.0 0.2 0.4 0.6 0.8 1.0 1.2 1.4

Importancia Normalizada (0 = minima, 1 = méaxima)

Figura 117 Ranking normalizado de importancia de variable

Fuente: Elaboracion propia
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Tabla 43 Importancia por permutacion de las 23 variables — conjunto de evaluacion

(n=21)
Rank Variable Importancia Norm. Nivel
1 Peligro por visibilidad 7.000% 1.00  Muy importante
2 Peligro en curva 5.000% 0.76  Muy importante
3 Radio de curva (M) 3.000% 0.67  Muy importante
4 Peligro en pendiente 1.500% 0.48 Moderada
5 Angulo de deflexion (°) 1.300% 0.43  Moderada
6 Tramo tangente en ’S’ 1.300% 0.43  Moderada
7 Clima despejado 1.300% 0.43  Moderada
8 Clima nublado 1.000% 0.38  Moderada
9 Distancia ordena media (M) 0.500% 0.33 Baja
10-23 Resto de variables < 0.000% <0.31 Sin aporte

Fuente: Elaboracion propia.

Este resultado es coherente con las condiciones geograficas de la Via Los Libertadores
(PE-28A), donde la visibilidad reducida, las curvas de radio pequefio y las pendientes
pronunciadas constituyen los principales factores de accidentabilidad vial registrada

entre 2020 y 2025.

G) Resumen de métricas de evaluacion de la RNA: Precision, Recall, F1-Score y

Accuracy

Las Figuras siguientes presentan el analisis de las métricas de clasificacion de Precision,
Recall y F1-Score macro por particion de datos, asi como su comparacion conjunta con
el Accuracy. Todas las métricas se calculan con promedio macro (average='macro'),
que asigna igual peso a ambas clases de riesgo independientemente de su tamaio, y se
evaluan sobre las tres particiones: entrenamiento (70%, n = 140), validacion (20%,

n = 41) y evaluacion (10%, n = 21).
* Precision, Recall y F1-Score por particion:

La Figura presenta tres paneles independientes, uno por cada métrica, mostrando

su evolucion a lo largo de las tres particiones. Las formulas empleadas son:

_ Pyvenor + Pymavor Recall _ Ryvenor + Ruayor
macro — 2 cca macro — 2

Precision

(3.22)
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Valor (%)

100.0

97.5

95.0 -

Flmacro - 2 (323)
Precisién (macro) Recall (macro) F1-Score (macro)
100.0 100.0
97.5 97.5
96.45% 96.42%
95.24% EhEERD 95.12%
ffffffffffffffffffffffffff 95.0 - - oo 95.0 - - - - g - - - ==t
g as 2 a5
pu pu
o o
90.45% < 90.45% s 90.45%
90.0 90.0
87.5 87.5
85.0 85.0
~- Excelente = 95% ~=- Excelente = 95% ~=- Excelente = 95%
Aceptable > 90% 82.5 Aceptable > 90% 825 Aceptable > 90%
Entrenamiento Validacién Evaluacién Entrenamiento  Validacién Evaluacion Entrenamiento  Validacion Evaluacién
(70%, n=140)  (20%, n=41)  (10%, n=21) (70%, n=140)  (20%, n=41)  (10%, n=21) (70%, n=140)  (20%, n=41)  (10%, n=21)

Figura 118 Precision, Recall y F1-Score macro por particion.
Fuente: Elaboracion propia

Tabla 44 Precision, Recall y F1-Score macro por particion del modelo RNA-MLP

Particion n Precision Recall F1-Score
Entrenamiento (70%) 140 96.41%  96.45%  96.42%
Validacion (20%) 41 95.24%  95.45% 95.12%

Evaluacion (10%) 21 90.45% 90.45%  90.45%

Fuente: Elaboracion propia.

Los tres paneles revelan un patron consistente: las tres métricas presentan una
degradacion progresiva y controlada de entrenamiento (96.41-96.45%) a eval-
uacion (90.45%), con una caida maxima de 5.97 puntos porcentuales. Esta
degradacion es esperada y confirma que el modelo generaliza adecuadamente.
En el conjunto de evaluacién, la convergencia de Precision, Recall y F1-Score
al mismo valor (90.45%) se debe a la simetria de la matriz de confusion — el
modelo cometié exactamente 1 Falso Positivo y 1 Falso Negativo, lo que pro-
duce denominadores iguales en las férmulas de ambas métricas. Los valores de
entrenamiento y validacion superan el umbral de excelencia (> 95%), mientras
que el de evaluacion supera el umbral aceptable (> 90%).

Comparacion de las 4 métricas por particion:

La Figura se consolida las cuatro métricas principales en una unica grafica de bar-

ras agrupadas, permitiendo verificar su consistencia entre si y entre particiones.
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Valor (%)

Comparacion de las 4 métricas
105

100

96.43% 96.41% 96.45% 96.42%

95.12% 95.24% 95-45% g5 350,
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go IIII
8! ~-- Excelente = 95% === Precisién
Aceptable = 90% mmm Recall
s Accuracy mmm F1l-Score
Entrenamiento Validacién Evaluacién
(70%, n=140) (20%, n=41) (10%, n=21)

Figura 119 Comparacion de las 4 métricas por particion.
Fuente: Elaboracion propia

Tabla 45 Comparacion de las 4 métricas por particion del modelo RNA-MLP

Particion n  Accuracy Precision Recall F1-Score
Entrenamiento (70%) 140  96.43% 96.41%  96.45%  96.42%
Validacion (20%) 41 95.12% 95.24%  95.45%  95.12%

Evaluacion (10%) 21 90.48% 90.45%  90.45%  90.45%

Fuente: Elaboracion propia.

El anélisis revela tres hallazgos. Primero, la consistencia entre métricas: en las tres
particiones, Accuracy, Precision, Recall y F1-Score presentan valores practicamente
idénticos. Esto confirma que el modelo no sacrifica Precision en favor de Recall ni
viceversa, clasificando ambas clases de riesgo vial con igual eficacia. El nivel de de-
sempeiio: las particiones de entrenamiento y validacion alcanzan el nivel de excelente
(= 95%), mientras que la de evaluacion la mas relevante por corresponder a datos
nunca vistos supera el umbral aceptable (> 90%) en todas las métricas, validando la

prediccion de accidentes en la Via Los Libertadores (PE-28A).
3.11.1.7 Exportacion del modelo RNA N°1 como aplicacion web

El Modelo RNA N°1 fue exportado como aplicacion web denominada PROGRAMA
RNA N°01: Prediccion de Accidentes de Transito, desarrollada en Python en el en-
torno JupyterLab. El programa permite clasificar cualquier tramo de la Via Los Liber-
tadores PE-28A y carreteras nacionales en Riesgo menor o Riesgo mayor de accidente

de transito, a partir del ingreso de 23 variables geométricas, climaticas, temporales y
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de peligrosidad vial, con funcionamiento en dispositivos mdviles para uso en campo.

Ejecutar notebook Python

Extraer parametros del modelo
6 728 pesos+hias - 46 Z-Score - 23 importancias
o
™
Entrenar y evaluar el modelo RNA
Acc 90.45 % - AUC-ROC 0.9518 - F1.0.9045
o
Reajustar
hiperpa-
NO
Generacion del archive HTML
-
Serializar parametros a JSON
Pesos, sesgos, escalador y nombres de columnas )
-
Generar arquitectura HTML y constantes JS
Modos 23-64-453-32-16-8-1 (capas) )
"
Ensamblar y guardar archivo HTML
Inyeccion de JS, estilos y logica de prediccion
J

l

predictor_accidentes_RNA.html

Figura 120 Diagrama de flujo de la creacion del programa RNA N°01

Fuente: Elaboracion propia
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Tabla 46 Parametros extraidos del modelo entrenado e integrados en el programa RNA

1.html

Parametro Cantidad Descripcion

Pesos (COEFS) 6 matrices Pesos de las 6 capas de la arquitectura
23-564—-48—-32—>16—8—1

Bias (BIASES) 6 vectores Términos independientes de cada capa

Total pesos + bias 6,728 Parametros numéricos del modelo

Medias (MEANS) 23 valores Media u de cada variable calculada sobre el conjunto de
entrenamiento

Desv. estandar 23 valores Desviacion estandar o de cada variable calculada sobre

(STDS) el entrenamiento

Total Z-Score 46 Parametros de normalizacién

Nombres 23 Nombres de las variables del formulario

(VAR_NAMES) etiquetas

Importancia 23 scores  Scores de importancia por permutacion para mostrar el

(IMPORTANCE) ranking en la interfaz

Total general 6,820 Parametros totales embebidos en el HTML

A) Proceso de generacion del programa

El programa fue generado en cinco pasos secuenciales completamente automatizados

por Python:

Paso 1: Extraccion de parametros del modelo.

Python accedi6 directamente a los objetos entrenados en memoria y serializd sus pa-
rdmetros numéricos en formato JSON, preservando la precision de la precision. Los
6,728 parametros del modelo (pesos y bias) fueron convertidos mediante, y los 46
parametros de normalizacion Z-Score fueron extraidos del objeto StandardScaler

ajustado exclusivamente sobre el conjunto de entrenamiento.

Paso 2: Generacion dinamica de la arquitectura visual.

Una funcién Python generd automdaticamente los nodos visuales de la arquitectura
23—564—48—32—16—8—1 a partir de los atributos del modelo entrenado, de modo
que cualquier cambio en la arquitectura se refleje automaticamente en la interfaz del

programa sin modificaciones manuales.

Paso 3: Construccion del bloque de constantes JavaScript.

Se construy6 un bloque de texto conteniendo las variables JavaScript COEFS, BIASES,
MEANS, STDS, VAR_NAMES e IMPORTANCE, junto con los metadatos del modelo (Accu-
racy=90.48%, AUC-ROC=0.9818, F1-Macro=0.9045, 48 épocas, a=0.05).
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Paso 4:Construccion del HTML completo.

El archivo fue estructurado en tres bloques concatenados:
Tabla 47 Estructura de los tres bloques del archivo HTML generado

Bloque

Contenido

HTML_PART_A

Interfaz grafica completa: encabezado institucional UNSCH, métricas
del modelo, arquitectura visual 23—-64—48—-32—16—>8—1,
formulario de 23 variables (10 campos numéricos + 13 selectores
categdricos), panel de resultados con barras de probabilidad y estilos
CSS

JS_CONSTANTS

Bloque de constantes JavaScript con los 6,820 parametros del modelo
embebidos: pesos, bias, medias, desviaciones estandar, nombres de
variables y scores de importancia

HTML_PART_B

Motor de inferencia en JavaScript puro: funcion forwardPass (),
multiplicacion matricial (matVec), activacion ReLU en capas ocultas
y funcidn softmax en la capa de salida

Paso S:Ensamblado y guardado del archivo.

Los tres bloques fueron concatenados y guardados en disco como un tnico archivo de

texto plano:

HTML_FINAL = HTML _PART A + JS_CONSTANTS + HTML_PART B (3.24)

El resultado fue el programa ejecutable directamente en cualquier navegador web.

B) Motor de inferencia en JavaScript

El nucleo del programa es la funcion forwardPass (), que replica fielmente el com-

portamiento del modelo Python en tres sub-pasos:

Tabla 48 Sub-pasos de la funcion forwardPass () y su equivalencia con Python

Paso Operacion JavaScript (programa Equivalente Python
HTML)
1 Normalizacion xn=(v—MEANS[i])/STDS[i] scaler.transform(X)
Z-Score
2 Capas ocultas con matVec(COEFS[1], mlp.predict_proba(X) parcial
RelLU BIASES[1], a).map(relu)

3 Capade salida
Softmax

Softmax mlp.predict_proba(X) salida
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C) Flujo de uso del programa

Abrir RNA 1.html en navegador

¢Usar ejemplo
rapido?

Precargar Sl

perfil tipico

Limpiar
y repetir

¢Datos
validos?

NO Corregir

campos

si

RIESGO NO P(Mayor) si RIESGO
MENOR > 50%? MAYOR

si

Figura 121 Diagram de flujo de uso del programa RNA N°01

Fuente: Elaboracion propia
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D) Caracteristicas técnicas

Tabla 49 Caracteristicas técnicas del PROGRAMA RNA 1.html

Caracteristica

Detalle

Nombre del archivo

predictor_accidentes_RNA.html

Tamano

965 KB

Herramienta de creacion

Python - JupyterLab

Parametros del modelo

6,728 pesos + bias - 46 parametros Z-Score

Variables de entrada

23 variables (10 campos numéricos + 13 selectores)

Calculo automatico

L, T, LC, E y M calculados desde R y A (formulas DG-2018
(Ministerio de Transportes y Comunicaciones del Peru, 2018))

Salida del modelo P(RIESGO MENOR) + P(RIESGO MAYOR) = 100% con
barra visual de confianza

Conectividad Sin internet ni servidor externo

Compatibilidad Chrome 90+, Firefox 88+, Edge 90+, Safari 14+, Android,
i0S

Metrica Accuracy=90.48% - AUC-ROC=0.9818 - F1-Macro=0.9045

E) Instrucciones de uso

Tabla 50 Procedimiento de uso del programa RNA 1.html para clasificacion de tramos

viales de la PE-28A4

Paso Accion

Descripcion

1

Abrir el programa

Doble clic sobre predictor_accidentes_RNA.html — se
abre automaticamente en el navegador web sin instalacion ni
conexion a internet

Ingresar variables 01

Completar los campos temporales y climéaticos: Mes, Dia,
Hora del siniestro, Clima (despejado/nublado/Iluvioso),
Temperatura maxima (°C) y Precipitacion (mm/dia)

Ingresar variables 02

Ingresar el Radio R (m) y el Angulo de deflexion A (°) — los
parametros L, T, LC, E y M se calculan automaticamente con
las formulas DG-2018

Ingresar niveles de
peligro

Seleccionar los niveles de Peligro en Curva, Peligro por
Visibilidad, Peligro en Pendiente y Peligro en Pavimento
segun evaluacion de campo

Ejecutar prediccion

Hacer clic en Predecir y el resultado aparece
instantaneamente con la clasificacion final y las
probabilidades P(RIESGO MENOR) y P(RIESGO MAYOR)

Interpretar resultado

Probabilidades > 90% indican alta confianza del modelo.
Casos con probabilidades cercanas al 50% requieren
validacidn con inspeccion técnica de campo

Evaluar nuevo tramo

Hacer clic en Limpiar formulario y repetir desde el paso 2

* Paso 1: Abrir el programa
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UNIVERSIDAD NACIONAL DE SAN CRISTOBAL DE HUAMANGRA

ad de Ir ieria de Mi : Civil

Prediccién de accidentes de trdnsito mediante redes neuronales y optimizacién del disefio geométrico conforme a normas internacionales v DG-
2018 en la Viia Los Libertadores (PE-28A), Ayacucho.

Prediccion de Accidentes
de Transito

Figura 122 Paso 1: Abrir el programa

Fuente: Elaboracion propia

* Paso 2, 3, 4: Ingresar variables

4 Modelo completamente embel

conexién a ning

Enero 71— Lunes 1— Maiiana (06-12 h)

Figura 123 Paso 2: Ingresar variables temporales.
Fuente: Elaboracion propia
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0 — Tramo Recto 0 — Sin Peligro (cumple pendiente minima)

0 — Sin Peligro (tramo recto / R=0)

Figura 124 Paso 3: Ingresar variables geométricas.
Fuente: Elaboracion propia

0 — Leve (Long. Tangente = 485 m) 0 — No (entre dos curvas no en S)

=

0 — Buen Estado

Figura 125 Paso 4: Ingresar niveles de peligro.
Fuente: Elaboracion propia

* Paso 5, 6 y 7 : Ejecutar, interpretar y evaluar nuevo tramo

o PREDECIR RIESGO DE ACCIDENTE

4 RIESGO MENOR

‘ 98.6% \

Riesgo Menor

Riesgo Mayor

Peligro Por Visibilidad
Peligro En Curva
Radio Curva R(M)
Peligro En Pendiente
Ctima Despejado
Angulo Deflexién A ()
Tramo Tangente En'S"

Clima Nublado

® CONDICION FRVORABLE

Las condiciones del tramo evaluado muestran un

parala circulacién segura. Las caracteristicas geométricas, climéticasy de visibilidad se encuentran dentro de Los pardmetros aceptables. Se recomienda

mantener el plan de conservacién del pavimento, verificar sefializacién preventivay continuar el monitoreo periédico.

Figura 126 Paso 5 y 6: Ejecutar e interpretar en caso Riesgo Menor.
Fuente: Elaboracion propia
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Clima Nublado

a

La RNA detecta

en el Plan de Seguridad Vial.

Figura 127 Paso 5 y 6: Ejecutar e interpretar en caso Riesgo Mayor.
Fuente: Elaboracion propia

3.11.2 Desarrollo del trabajo de tesis de la Red Neuronal N°02

El presente apartado describe el proceso completo de desarrollo del Modelo de Red
Neuronal Artificial N°2 (RNA N°2) para la clasificacion multiclase del nivel de
riesgo vial geométrico en la Via Los Libertadores PE-28A. El proceso se organizo
en ocho etapas secuenciales: Diagrama de flujo, Analisis Exploratorio de Datos, Pre-
procesamiento, Sobremuestreo, Disefio y Entrenamiento de la RNA, Anélisis Anti-
Overfitting, Evaluacion e Interpretacion del Modelo, Analisis Avanzado de Predic-

ciones, y Producto Digital.
3.11.2.1 Diagrama de flujo

Diagrama de flujo
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Notebook RNA_N_02.ipynb
Ejecutar en Jupyter - Python 3.8 - Clasificacion Multiclase

Sec. 1 — Importacion de librerias

pandas - numpy - sklearn - matplotlib - seaborn - imblearn

!

Sec. 2 — Carga y exploracion inicial
DATOS SINIESTRO + TRAZO.csv - 2,997 registros x 16 columnas
15 variables entrada - Target: 3 clases (Bajo / Medio / Alto)

!

¢Valores
nulos?

dropna()

Eliminar filas

( R
Sec. 3 — Estadistica descriptiva y andlisis avanzado

(& l J

4 N\

Sec. 4 — Analisis Exploratorio de Datos (EDA)
Histogramas - KDE - Boxplots - Outliers IQR
Correlaciones Pearson - Peligro vs clase - Scatter geométricas

!

Sec. 5 — Division de datos
Entrenamiento 70% (2,097) - Validacion 20% (600) - Evaluaciéon 10% (300)
StratifiedKFold - Desbalance: C0=10.5% - C1=29.5% - C2=60.0%

!

Normalizacién Z-Score
StandardScaler - ajustado en Entrenamiento - aplicado a Validacion y Evaluacion

!

Balanceo de clases con SMOTE (sobremuestreo)
Entrenamiento original: 2,097 — Entrenamiento balanceado: 3,774 muestras
C0: 221-1,258 - C1: 618 1,258 - C2: 1,258 - 1,258

!

Sec. 6 — Disefio de Arquitectura RNA (MLPClassifier)
15 - 128 - 64 - 32 - 16 - 3
ReLU (capas ocultas) - Softmax (salida) - L2 a=0.05 - Adam - 13,416 parametros

!

Sec. 6C — Busqueda de hiperparametros
Alpha L2: 0.001 - 0.01 - 0.05-0.1-0.3-0.5
Comparacion de arquitecturas - a 6ptimo = 0.05

continda —

Figura 128 Diagrama de flujo del modelo RNA N°2 - parte 1

Fuente: Elaboracion propia
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viene de
Parte 1

|

Entrenamiento del modelo final
MLPClassifier - Adam - early stopping - max_iter = 2000
Restauracion de mejores pesos (best weights restoration)

l

NO

—

¢Converge
correctamente?

Ajustar
alpha / arg.

Sec. 7 — Evaluacion del modelo
Accuracy - Precision - Recall - F1-Score (macro) - AUC-ROC (macro)
Matriz de confusion - Curvas ROC/PR - Curva de aprendizaje - Fronteras PCA

e o~

Evaluacion O

Entrepamiento Validacién Acc: 98.00% AUC-ROC Umbral min.
S Acc:[97.66% Acc: 97.83% Prec: 95.71% 0.9985 > 90%
2 5 ) . : 95,

EPrec)95.17% Prec: 96.07% Recall: 97.92% Umbral = 0.90 todas las
S F1: 96.23% F1: 96.69%

= F1: 96.69% O Cumple métricas
w

T

o

(%]

w |
k=l

ks

2

(=

‘T

@

NO

Revisar

modelo

¢Métricas
aceptables?

Secs. 8 y 9 — Validacién cruzada e importancia de variables

|

Sec. 11 — Exportacién del predictor de accidentes RNA N°02

l

¢Nuevo
analisis?

Figura 129 Diagrama de flujo del modelo RNA N°2 - parte 2

Fuente: Elaboracion propia
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3.11.2.2 Registro de datos de la RNA N°02

La base de datos de la RNA N°02 fue construida a partir de dos fuentes principales, y
donde fueron verificadas en campo mendiante rigistros fotograficos que demuestran la
exactitud del trabajo, ademas las variables de peligrosidad fueron definidas de acuerdo

al DG-2018. La fuentes se detallan a continuacion:

* AutoCAD Civil 3D: Pardmetros geométricos modelados en la Via Los Liber-
tadores (PE-28A), donde se obtuvieron las siguientes variables radio de curva,
longitud de curva, subtangente, angulo de deflexion, cuerda, distancia externa,
ordenada media, longitud de tangente, tipo de elemento y configuracion de tan-
gentes.

* Variables de peligrosidad segun DG-2018: Cuatro variables de peligrosidad
peligro en pendiente, en curva, por visibilidad y en pavimento.

* Variable objetivo: Riesgo Bajo (0), Riesgo Medio (1) y Riesgo Alto (2) con
2,997 registros.

Figura 130 Modelamiento en el Civil 3D de la Via Los Libertadores.

Fuente: Elaboracion propia

MANUAL DE CARRETERAS:
DISENO GEOMETRICO

2018

Figura 131 Manual de disefio geométrico del Pera (DG-2018).

Fuente: Ministerio de transportes y comunicaciones (MTC).
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ooeL £

Figura 132 Modelamiento en el Civil 3D: Tramo llegada a Ayacucho.

Fuente: Elaboracion propia

+ opiL

Figura 133 Modelamiento en el Civil 3D: Tramo llegada a San Clemente.
Fuente: Elaboracion propia

1/ oDEL

Figura 134 Modelamiento en el Civil 3D: Tramo Pilpichaca.

Fuente: Elaboracion propia
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W= ooeL

Figura 135 Modelamiento en el Civil 3D: Tramo Huaytara.
Fuente: Elaboracion propia

PLANO DE ACCIOENTES DE TRANSITO " X+

ELENENTOS DE CURVA

I E M PC

- K KA v 8-+ e~

tricos exportados.

Model 1 + Mook

Figura 136 Modelamiento en el Civil 3D: Datos geome

Fuente: Elaboracion propia

Neutra

enirada .
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Figura 137 Base de datos RNA N° 2: 2997 registros.

Fuente: Elaboracion propia
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3.11.2.3 Ficha técnica del Modelo RNA N°2

Tabla 51 Ficha técnica del modelo RNA N°2

Parametro

Valor

Base de datos

2,997 registros geométricos - Via Los Libertadores
PE-28A

Variables de entrada

15 variables geométricas y de peligrosidad vial

Variable objetivo

Nivel de riesgo: Riesgo Bajo=0 - Riesgo Medio=1 -
Riesgo Alto=2

Division del dataset

Entrenamiento 70% (n=2,097) - Validacion 20% (n=600) -
Evaluacion 10% (n=300)

Sobremuestreo Random oversampling sobre entrenamiento — 3,774
registros balanceados (1,258 por clase) - ratio original 5.7x
Arquitectura RNA MLP: 15—128—64—32—16—3 (4 capas ocultas)

Total parametros

13,416 (pesos + bias)

Activacion / Salida

ReLU (capas ocultas) / Softmax 3 clases (capa de salida)

Optimizador

Adam - Regularizacion L2 0=0.05 - Batch=32 - Early
Stopping paciencia=30

Epocas ejecutadas / optima

66 / 500 maximo - mejores pesos en época 36

Mejor val loss 0.086830 (época 36)
Accuracy — Entrenamiento 97.66%

Accuracy — Validacion 97.83%

Accuracy — Evaluacion 98.00%

AUC-ROC Macro 0.9985

F1-Score Macro 0.9669

F1-Score Weighted 0.9802

GAP Train-Test

—0.0034 - sin sobreajuste significativo

Longitud vial 333.903 km - 3 departamentos - 4 provincias - 11 distritos
Software Python - JupyterLab - Scikit-learn - Pandas - Matplotlib
Afio 2026

Fuente: Elaboracion propia.

3.11.2.4 [Etapa I: Analisis exploratorio de datos (EDA)

El analisis exploratorio de datos tuvo como proposito caracterizar el dataset de 2,997

registros de tramos geométricos de la PE-28A, evaluar la calidad de los datos y deter-

minar el poder discriminativo de cada una de las 15 variables de entrada respecto a la

variable objetivo multiclase (Nivel de Accidente: Riesgo Bajo / Riesgo Medio / Riesgo

Alto). Este andlisis guio todas las decisiones de sobremuestreo, preprocesamiento y ar-

quitectura del modelo.
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Tabla 52 Resumen del analisis exploratorio de datos - Etapa |

Variable(s)

Hallazgo Principal

Relevancia para la RNA

Variable objetivo

Desbalance 5.7%: Bajo
10.5%, Medio 29.5%,
Alto 60.0%

Requiere sobremuestreo antes del entrenamiento

15 variables
(histograma +
KDE)

Peligro Visibilidad: KDE
claramente separadas.
Radio Curva: asimetria
extrema

Identifica predictor dominante — visibilidad

Variables
continuas
(boxplots)

Radio: Bajo~280 m -
Medio~100 m - Altox30
m

Confirma relacion inversa radio—riesgo

15 variables

Pavimento 23.7% -

Outliers preservados como condiciones extremas

(outliers IQR) Tramo-O 15.5% - Dist. reales
Externa 14.0%
Correlaciones Visibilidad r=0.862 - Define variables clave; multicolinealidad
Pearson Radio =—0.388 manejable
Variables peligro  Visibilidad Niv.2 — 98% Valida coherencia fisica con DG-2018
vs clase Alto - Pavimento =~ sin
diferenciacion
Scatter plots Radio pequefio + Angulo Confirma separabilidad no lineal entre 3 clases
geométricos grande — Riesgo Alto
concentrado

MW + Pearson +
Cohend

14/15 significativas -
Visibilidad y Radio:
|d[>0.8

Ranking estadistico multidimensional
pre-entrenamiento

Fuente: Elaboracion propia.

A) Distribucion de la variable objetivo

La Figura muestra la distribucion de la variable dependiente Nivel de Accidente de
Tréansito. Los resultados revelan un desbalance significativo: Riesgo Bajo con 316
registros (10.5%), Riesgo Medio con 883 (29.5%) y Riesgo Alto con 1,798 (60.0%).
La distribucion es coherente con la carretera PE-28A de topografia plana, ondulada y

accidentada, y con baja visibilidad en gran parte del tramo.
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A) Frecuencia y Porcentaje por Clase

2000
1750
1500
1250

1000

(29 5%)

Numero de Registros

~
ol
o

a
Q
o

250

Riesgo Bajo (0) Riesgo Medio (1) Riesgo Alto (2)
Figura 138 Frecuencia y porcentaje por clase vs nimero de registros.

Fuente: Elaboracion propia

Riesgo Bajo (0)
(316 reg.)

Riesgo Medio (1)
(883 reg.)

Riesgo Alto (2)
(1,798 reg.)

Figura 139 Proporcion por clase de riesgo
Fuente: Elaboracion propia

B) Histogramas y KDE por clase (15 variables)

Las Figuras siguientes presentan los histogramas de distribucion global y las curvas
KDE separadas por clase para las 15 variables de entrada. Peligro por Visibilidad pre-
senta la separacion mas evidente entre las tres clases, el cual es indicador dominante del
modelo. Radio de Curva muestra distribucion altamente sesgada con concentracion en
valores bajos: radios menores a 250 m incrementan exponencialmente la probabilidad
de accidentes en carreteras de montafna. Peligro Estado del Pavimento muestra KDE

practicamente superpuestas entre clases, anticipando su baja importancia predictiva.
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CURVA O TRAMO RECTO

Figura 2.1 — Histogramas y KDE por Clase (Variables 1-3 de 15)

PELIGRO EN PENDIENTE

RADIO DE CURVA(M)

= = Neda=050 H 1600 f == Weda=049 i — = Nedia=603
- Med=1.00 i i - Med=0.00 - Med.-23.29
1400 i | 2000
i 1400 i
' ' 1750
1200 i 1200 i
i i 1500
1000 ! 1000 i
S i | 1250
g 800 i 800 i
8 f ! 1000
w
600 i 600 i
i ! 750
1 1
400 i 400 i 500
1 1
200 i 200 i 250
1 1
0 1 0 1 0 —
00 02 04 06 08 10 00 02 04 086 08 10 0 500 1000 1500 2000
e Rigsgo Bajo (0) 35
C= o - 0014
30 — Rigsgo Allo (2)
30 0012
25
25 0010
20
3 20 0.008
£ 15
an 15 0.006
0 10 0.004
05 05 0.002
0.0 00 0.000
-05 0.0 05 1.0 15 -05 00 05 1.0 15 -1000 0 1000 2000 3000
CURVAG TRAMO RECTO PELIGRO EN PENDIENTE RADIO DE GURVAN)
Figura 140 Hitograma y KDE: Curva/Tramo Recto, Peligro en Pendiente, Radio de Curva.
Fuente: Elaboracion propia
Figura 2.2 — Histogramas y KDE por Clase (Variables 4-6 de 15)
PELIGRO EN CURVA LONGITUD DE CURVA (L) LONGITUD DE SUBTANGENTE (T)
i H —— Vediam1 33 H — = Mesa63 4 - Veda2245
1 - ed=1.00 1 - Med-1526 2500 - Med=765
1400 1400
1200 ! 1200 i 2000
1000 1000
8 1500
& 800 ! 800 0
g
s
&
600 600 1000
1 1
400 400 i
500
200 ! 200
I |
1
0 1 0 - 0 —
00 05 10 15 20 25 30 0 100 200 300 400 0 200 400 600 800 1000 1200
16 Eo ey
— Rempame || 0030
14 005
0.025
12
004
1.0 0.020
B 003
8
208 0.015 ;
8
06
0.010 002
04
001
02 0.005
00 0.000 —J 000
-1 0 1 2 3 4 -200 0 200 400 600 -500 0 500 1000 1500

PELIGRO EN GURVA

LONGITUD DE GURVA (L)

LONGITUD DE SUBTANGENTE (T)

Figura 141 Hitograma y KDE: Peligro en Curva, Long. de Curva y Long. Subtangente.

Fuente: Elaboracion propia
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Frecuencia

Densidad

Frecuencia

Densidad

Figura 2.3 — Histogramas y KDE por Clase (Variables 7-9 de 15)

ANGULO DE DEFLEXION (°) LONGITUD DE CUERDA (LC) DISTANCIA EXTERNA (E)
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. . 4 .y .
Figura 142 Hitograma y KDE: Angulo Deflexion, Long. Cuerda y Dist. Externa.
Fuente: Elaboracion propia
Figura 2.4 — Histogramas y KDE por Clase (Variables 10-12 de 15)
DISTANCIA DE LA ORDENA MEDIA ( PELIGRO POR VISIBILIDAD TRAMO TANGENTE EN 'S"
2000 TIMNT ey | wa | 2000 | ey
1 1
1750 f 1750 !
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1000 ! 1000 !
1 1
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750 1 750 i
1 1
1 1
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i i
0 = 0 I 0 I
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DISTANGIA DE LA ORDENA MEDIA( PELIGRO POR VISIBILIDAD TRANO TANGENTE EN 'S

Figura 143 Hitograma y KDE: Ordenada Media, Peligro por Visib. y Tramo en S.

Fuente: Elaboracion propia
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Frecuencia

Figura 2.5 — Histogramas y KDE por Clase (Variables 13-15 de 15)

TRAMO TANGENTE EN 'O" LONG. TANGENTE PELIGRO ESTADO DEL PAVIMENTO
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Figura 144 Hitograma y KDE: Tramo Tangente O, Long. Tangente, Peligro Pavimento.

Fuente: Elaboracion propia

C) Boxplots por clase de riesgo

La Figuras siguientes presenta los boxplots de las ocho variables geométricas continuas
segmentadas por clase de riesgo: Bajo (0), Medio (1) y Alto (2). La linea negra indica
la mediana, el diamante azul la media, la caja el rango intercuartilico (IQR), y los

circulos sueltos los valores atipicos o outlier.

Del analisis se distinguen dos grupos de variables:

* Variables con alta separacion entre clases: El Radio de Curva registr6 las
diferencias mas notorias: Riesgo Bajo presenta medianas de 300-400m, mientras
que Riesgo Alto concentra sus valores por debajo de 50m, confirmando que radios
pequefios se asocian a mayor peligrosidad. El Angulo de Deflexion fue mayor en
Riesgo Alto, indicando curvas mas cerradas. La Longitud de Curva, Longitud de
Cuerda y Longitud de Tangente mostraron el patrén inverso: valores mas altos

corresponden a Riesgo Bajo, asociados a tramos mas rectos y extendidos.

* Variables con baja separacion entre clases: La Distancia Externa (E), la Or-

denada Media (M) y la Longitud de Subtangente (T) presentaron distribuciones
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Figura 145 Boxplots de variables de Radio de curva y longitud de curva.

Fuente: Elaboracion propia
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Figura 146 Boxplots de variables de Longitud de subtangente y angulo de deflexion.

Fuente: Elaboracion propia
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Figura 147 Boxplots de variables de Longitud de cuerda y distancia externa.
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Figura 148 Boxplots de variables de Distancia de ordenada media y longitud tangente.

Fuente: Elaboracion propia

La presencia de outliers en variables como Radio de Curva y Longitud de Tangente

refleja la heterogeneidad geométrica de la via PE-28A y fueron conservados por repre-

sentar condiciones con relevancia para la prediccion del riesgo vial.

D) Analisis de outliers (Método IQR)

La Figura siguiente presenta el porcentaje de valores atipicos por variable, detectados

mediante el método IQR: todo valor fuera del intervalo [Q1—1.5-I0R, O3+ 1.5-1I0R]

es clasificado como outlier. Los colores indican el nivel de severidad: verde para

porcentajes inferiores al 5%, naranja entre 5% y 10%, y rojo por encima del 10%.
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PELIGRO POR VISIBILIDAD
PELIGRO EN CURVA

PELIGRO EN PENDIENTE

CURVA O TRAMO RECTO

TRAMO TANGENTE EN 'S’
LONGITUD DE CUERDA (LC)
LONGITUD DE CURVA (L)

RADIO DE CURVA(M)

LONGITUD DE SUBTANGENTE (T)
ANGULO DE DEFLEXION (°)

LONG. TANGENTE

DISTANCIA DE LA ORDENA MEDIA (M)
DISTANCIA EXTERNA (E)

TRAMO TANGENTE EN 'O
PELIGRO ESTADO DEL PAVIMENTO

Figura 149 Analisis de outliers (Método IQR).

o

35%
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54%
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A) % de Outliers por Variable

10

Porcentaje de Outliers (%)

Fuente: Elaboracion propia

Del analisis se distinguen tres grupos:

15

Umbral 5%

—== Umbral 10%

B.7%

* Sin outliers (0%): las variables categoricas Peligro por Visibilidad, Peligro en

Curva, Peligro en Pendiente y Tramo Tangente en S presentaron IQR =0, lo que

indica que sus valores estan completamente concentrados en categorias discretas

fijas.

* Outliers moderados (3.5% - 7.8%): las variables geométricas continuas princi-

pales como Longitud de Curva (4.0%), Radio de Curva (5.4%), Angulo de Deflex-

16n (6.8%) y Longitud de Tangente (7.8%) presentaron porcentajes aceptables,

reflejando la variabilidad geométrica real de la via PE-28A.

* QOutliers elevados (>10%): la Distancia Externa (14.0%), el Tramo Tangente en

O (15.5%) y el Peligro Estado del Pavimento (23.7%) superaron el umbral critico.

En este ultimo caso, el IQR = 0 indica que la mayoria de registros comparten el

mismo valor, por lo que cualquier variacion es detectada como atipica.

Todos los outliers fueron conservados en el conjunto de datos por representar condi-

ciones geométricas y de pavimento extremas pero reales de la via. Su impacto en el

entrenamiento de la RNA fue mitigado mediante la normalizacion Z-Score aplicada en
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la etapa de preparacion de datos.
E) Correlaciones de Pearson

La primera figura presenta la matriz de correlacion de Pearson entre todas las variables
de entrada, y la segunda figura muestra la correlacion individual de cada variable con

la variable objetivo (accidente de transito).
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Figura 150 Matriz de correlacion de Pearson.
Fuente: Elaboracion propia

Del analisis se destacan los siguientes hallazgos:

* Variable con correlacion alta: Peligro por Visibilidad registrd el coeficiente
mas elevado (r = +0.862), siendo la tinica variable que supera el umbral || > 0.7,
lo que indica que a mayor nivel de peligro por visibilidad, mayor es el riesgo de

accidente vial.

« Variables con correlacion baja: Peligro en Curva (» = +0.348), Angulo de
Deflexion (r = +0.315) y Radio de Curva (r = —0.388) presentaron correla-
ciones débiles con la variable objetivo, evidenciando que su aporte individual es

limitado en términos lineales.
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* Multicolinealidad entre variables geométricas: el heatmap revelo correla-

ciones muy altas entre Longitud de Curva y Longitud de Cuerda (» = 1.00),

asi como entre Distancia Externa y Distancia de la Ordenada Media (» = 0.87),

indicando redundancia entre dichos pares de variables.

PELIGRO POR VISIBILIDAD

Umbrales de referencia
—== | =07 (alta)
=== |r] = 0.4 (moderada)

RADIO DE CURVA(M) -0.388
PELIGRO EN CURVA +0.348
ANGULO DE DEFLEXION () +0:315
LONG. TANGENTE -0.258
DISTANCIA DE LA ORDENA MEDIA (M) +0.154
PELIGRO EN PENDIENTE +0.124
DISTANCIA EXTERNA (E) +0.113
CURVA O TRAMO RECTO +0.106
LONGITUD DE CUERDA (LC) -0.070
TRAMO TANGENTE EN 'O' -0.067
TRAMO TANGENTE EN 'S" -0.066-
LONGITUD DE CURVA (L) -0.045
PELIGRO ESTADO DEL PAVIMENTO +0.038
Intensidad de correlacion
LONGITUD DE SUBTANGENTE (T) +0.035 = Posiivaalta [r|>0.7
Positiva baja  |r| <0.4
Negativa baja || < 0.4
-1.00 -0.75 -0.50 -0.25 0.00 0.25 0.50 0.75 1.00

Coeficiente de Correlacion de Pearson r

Figura 151 Correlacion individual de cada variable.
Fuente: Elaboracion propia

La débil correlacion lineal individual de la mayoria de variables con la variable objetivo
justifica el uso de una RNA, dado que este modelo es capaz de capturar relaciones no

lineales e interacciones entre variables que el coeficiente de Pearson no detecta.
F) Variables de peligro vs clase

La Figuras siguientes presenta las barras apiladas al 100% de las cuatro variables
categoricas de peligro, mostrando la proporcion de cada clase de riesgo (bajo, medio
y alto) dentro de cada nivel de peligro. A continuacion se describen los hallazgos por

variable:

* Peligro en Pendiente: En el nivel 0 (sin peligro) la distribucion es mixta (alto:
47%, medio: 48%, bajo: 5%), mientras que en el nivel 1 (con peligro) el riesgo

Alto asciende al 74%, confirmando que la presencia de pendiente peligrosa incre-
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menta significativamente el nivel de riesgo vial.

PELIGRO EN PENDIENTE

= Riesgo Bajo (0)
I Riesgo Medio (1)

= Riesgo Alto (2)
100

80

60

Porcentaje (%)

40

20

Nivel 0 Nivel 1
n=1539 n=1458

PELIGRO POR VISIBILIDAD

Figura 152 Variable de peligro en pendiente vs clase de accidente.
Fuente: Elaboracion propia

* Peligro en Curva: Presenta el comportamiento mas variable entre niveles. El
nivel 1 concentra el 93% en riesgo bajo, el nivel 2 muestra una distribucion equi-
librada (41% bajo, 58% medio), y el nivel 3 alcanza el 99% de riesgo alto, evi-
denciando que las curvas de maximo peligro son condiciones geométricas criticas

para la accidentalidad.
PELIGRO EN CURVA
s Riesgo Bajo (0)

- Riesgo Medio (1)
= Riesgo Alto (2)
100 —

80

60

Porcentaje (%)

40

20

Nivel 0 Nivel 1 Nivel 2 Nivel 3
n=1482 n=153 n=254 n=1108

PELIGRO ESTADO DEL PAVIMENTO

Figura 153 Variable de peligro en curva vs clase de accidente.
Fuente: Elaboracion propia

* Peligro por Visibilidad: Es la variable con mayor poder discriminatorio. El
nivel 0 (buena visibilidad) registra 60% de riesgo bajo, el nivel 1 concentra 74%
de riesgo medio, y el nivel 2 (visibilidad muy reducida) alcanza el 98% de riesgo

alto, resultado consistente con la correlacion mas alta observada en la figura (r =
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+0.862).

PELIGRO POR VISIBILIDAD

=== Riesgo Bajo (0)
= Riesgo Medio (1)
" Riesgo Alto (2)
100 ——————————————

80

60

Porcentaje (%)

40

20

Nivel 0 Nivel 1

Nivel 2
=116 n=1071

n=1810

Figura 154 Variable de peligro por visibilidad vs clase de accidente.
Fuente: Elaboracion propia

* Peligro Estado del Pavimento: Muestra la menor capacidad discriminatoria en-
tre variables de peligro. Los niveles 0 y 1 presentan distribuciones practicamente
idénticas (alto: 59-60%, medio: 27-30%, bajo: 9-14%), lo que indica que el es-
tado del pavimento, de manera aislada, no diferencia significativamente las clases

de riesgo.

PELIGRO ESTADO DEL PAVIMENTO

m== Riesgo Bajo (0)
= Riesgo Medio (1)

=== Riesgo Alto (2)
100

60

Porcentaje (%)

40

20

14%

9%

Nivel 0

Nivel 1
n=710

n=2287

Figura 155 Variable de peligro por pavimento vs clase de accidente.
Fuente: Elaboracion propia

En sintesis, Peligro por Visibilidad y Peligro en Curva (Nivel 3) constituyen las vari-
ables categoricas con mayor capacidad de separacion entre clases, mientras que Peligro
Estado del Pavimento aporta escasa discriminacion individual, aunque su interaccion

con otras variables puede ser determinante por la RNA.
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LONGITUD DE CURVA (L)

ANGULO DE DEFLEXION (*)

DISTANCIA EXTERNA (E)

200

200

G) Diagrama de dispersion de variables geométricas

Las figuras siguientes presentan seis combinaciones de variables geométricas usando
el Radio de Curva como eje comin. En todas se observa el mismo patréon: Riesgo
Alto (rojo) concentrado en radios pequefios (0-200 m), Riesgo Bajo (verde) disperso

en radios mayores (>500 m), y Riesgo Medio (naranja) en zona intermedia.

RADIO DE CURVA(M) vs RADIO DE CURVA(M) vs

LONGITUD DE CURVA (L) LONGITUD DE SUBTANGENTE (T)
Clase de Riesgo 1200 Clase de Riesgo
Riesgo Bajo (0) Riesgo Bajo (0)
Riesgo Medio (1) Riesgo Medio (1)
Riesgo Alto (2) Riesgo Alo (2)

1000

8

LONGITUD DE SUBTANGENTE (T)
8 g

20 B,
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&
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0 500 1000 1500 2000 0 500 1000 1500 2000
RADIO DE CURVA(M) RADIO DE CURVA(M)

Figura 156 Diagr. de dispersion de Radio de curva vs long. de curva y long. de subtang.
Fuente: Elaboracion propia
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Figura 157 Diagr. de dispersion de Radio de curva vs angulo de deflexion y long. de cuerda.
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Fuente: Elaboracion propia

RADIO DE CURVA(M) vs RADIO DE CURVA(M) vs
DISTANCIA EXTERNA (E) DISTANCIA DE LA ORDENA MEDIA (
Clase de Riesgo Clase de Riesgo
Riesgo Bajo (0) 7 Riesgo Bajo (0)
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Figura 158 Diagr. de dispersion de Radio de curva vs dist. externa y orden. media.
Fuente: Elaboracion propia

La combinacion Radio vs Angulo de Deflexion mostrd la mayor separacion entre
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clases, mientras que Radio vs Distancia Externa y Ordenada Media presentaron nubes
comprimidas con escasa diferenciacion, confirmando su bajo poder discriminatorio in-

dividual.

El solapamiento entre clases en todos los graficos evidencia que ninguna variable ge-
ométrica por si sola separa completamente los niveles de riesgo, justificando el uso de

la RNA para aprender fronteras de decision no lineales en el espacio de 15 dimensiones.
H) Analisis estadistico Mann-Whitney U

La figura muestra la significancia estadistica de las 15 variables mediante el test Mann-
Whitney U, expresada como — log;(p-valor). Las lineas verticales delimitan los um-

brales: verde para p = 0.05 y roja para p = 0.001.

Significancia istica de i — Test M: y U
RNA N°2 — Clasificacion Multiclase de Riesgo Vial (PE-28A)

PELIGRO POR VISIBILIDAD

LONG. TANGENTE

PELIGRO EN CURVA

RADIO DE CURVA(M)

ANGULO DE DEFLEXION (*)

PELIGRO EN PENDIENTE

CURVA O TRAMO RECTO

DISTANCIA EXTERNA (E)

Variable

DISTANCIA DE LA ORDENAMEDIA (M)  SUESIELS

LONGITUD DE SUBTANGENTE (T)

LONGITUD DE CUERDA (LC) SUEEERE)

LONGITUD DE CURVA (L)

TRAMO TANGENTE EN''S'

TRAMO TANGENTE EN ‘0"

Nivel de significancia y umbrales
= <0001 (muy significativa)

— Linea verde — umbral p=005 (log10=1.30)
— = Linearoja — umbral p=0.001 (og10 =3.00)

PELIGRO ESTADO DEL PAVIMENTO

i

o

2 4 6 8 10
~logo(p-valor)  [mayor valor = mayor significancia estadistica]

N

Figura 159 Significancia de variables - Test de Mann Whitney U.

Fuente: Elaboracion propia

Los resultados indican que 14 de las 15 variables superan ampliamente el umbral p <
0.001, siendo Peligro por Visibilidad (p < 1073%), Long. Tangente (p < 10724!)
y Peligro en Curva (p < 107'%) las mas significativas. Unicamente Peligro Estado
del Pavimento presenta el valor mas bajo (p < 10#), confirmando su menor poder

discriminatorio observado en analisis previos.

En conjunto, las 15 variables presentan diferencias estadisticamente significativas en-

tre clases de riesgo, validando su inclusiéon como variables de entrada en la RNA N°2.
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3.11.2.5 Etapa II: Preprocesamiento de datos

Tabla 53 Resumen del preprocesamiento de datos - Etapa 11

Proceso

Parametros clave

Resultado

Division estratificada

70% Entrenamiento (2,097) / 20%
Validacion (600) / 10% Evaluacion
(300)

Proporciones Riesgo
Bajo/Medio/Alto en tres
particiones

Normalizacion scaler.fit_transform(X_train); u=0,0~1len

Z-Score scaler.transform(X_val, X_test). Entrenamiento; sin data
Ajuste exclusivo en Train leakage

Sobremuestreo resample(replace=True), solo Base de datos balanceado de

aleatorio en entrenamiento; clase mayoritaria 2,097 — 5,394 registros

= 1,798 muestras;
3% 1,798 = 5,394 registros
balanceados

Visualizacion Z-Score

KDE por clase en espacio
normalizado; curva de referencia
(0, 1); 15 variables

Separabilidad entre clases
normalizado

Fuente: Elaboracion propia.

A) Division estratificada de la base de datos 70/20/10%

La figura siguiente presenta la distribucion de las tres clases de riesgo en cada particion

de la base de datos, confirmando que la division estratificada preservo correctamente

las proporciones originales de Entrenamiento, Validacion y Evaluacion.

10.5% 10.5%

10.7%

ﬂ T H

RIESGO BAJO (0)

29.5% 29.5% 29.3%

RIESGO MEDIO (1)
Clase de Riesgo

Particion
s Entrenamiento (70%)
- Validacion  (20%)
BN Evaluacion (10%)

60.0% 60.0% 60.0%

RIESGO ALTO (2)

Figura 160 Division estratificada de la base de datos 70/20/10%.

Fuente: Elaboracion propia
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Las proporciones son practicamente idénticas en las tres particiones: Riesgo Bajo con-
centra aproximadamente el 10.5% (entrenamiento: n = 221, Validacion: n = 63,
Evaluacion: n = 32), Riesgo Medio el 29.5% (entrenamiento: n = 618, Validacion:
n = 177, Evaluacion: n = 88), y Riesgo Alto el 60.0% (entrenamiento: n = 1,258,

Validacion: n = 360, Evaluacion: n = 180).
B) Normalizacion Z-Score variable por variable

Las figuras siguientes muestran cada variable después de la normalizacion Z-Score
en dos paneles: la fila superior presenta el histograma de densidad con la curva de
referencia /' (0, 1) enrojo y la linea naranja en u ~ 0, confirmando el centrado correcto
de cada variable; la fila inferior presenta la funcion de densidad kernel (KDE) por clase

de riesgo permitiendo evaluar si las clases son separables en el espacio normalizado.

CURVA O TRAMO RECTO PELIGRO EN PENDIENTE RADIO DE CURVA(M)

- N 8 - Moy — o
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2 \
02 X
\
1 \
___________________________________________ \
0 0.0 =
-05 00 05 1.0 -10 -05 0.0 05 10 00 25 50 75 100 125 150 175
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respomme@ 110 175
Riesgo Medio (1)
w— Riesgo Alto (2)
150 1.50
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075 075
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025 025
0.00 0.00
-1 0 1 2 -2 -1 0 1 2 -0 -5 0 5 10 15 20 25

GURVA O TRAMO RECTO PELIGRQ EN PENDIENTE RADIC DE CURVA(M)

Figura 161 Normalizacion Z-Score y KDE por clase de variables del 1-3

Fuente: Elaboracion propia
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Figura 162 Normalizacion Z-Score y KDE por clase de variables del 4-6
Fuente: Elaboracion propia
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Figura 163 Normalizacion Z-Score y KDE por clase de variables del 7-9

Fuente: Elaboracion propia
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Figura 164 Normalizacion Z-Score y KDE por clase de variables del 10-12
Fuente: Elaboracion propia
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Figura 165 Normalizacion Z-Score y KDE por clase de variables 13-15

Fuente: Elaboracion propia

* Variables categoricas: Peligro en Curva, Pendiente, Tramo Tangente, etc mues-
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tran picos discretos en el histograma que no se ajustan a la curva .//(0, 1), lo cual
es esperado por su naturaleza discreta. En las KDE, las tres clases presentan picos

en posiciones distintas, indicando cierta separabilidad entre grupos.

* Variables continuas: Radio, Longitudes, Angulo presentan distribuciones
asimétricas con cola derecha en el histograma, producto de los outliers conser-
vados. Las KDE muestran separacion parcial entre clases, siendo mds notoria en

Radio de Curva y Angulo de Deflexion.

* Peligro por Visibilidad registr6 la mejor separacion en las KDE: Riesgo Alto

concentrado en un pico diferenciado de Riesgo Bajo y Medio.

* Peligro Estado del Pavimento y Long. Tangente muestran las tres KDE casi
superpuestas, ratificando su bajo poder discriminatorio individual observado en

analisis previos.
3.11.2.6 Etapa III: Disefio, optimizacion y entrenamiento de la RNA
A) Arquitectura del Modelo RNA N°2

Se muestra la topologia definitiva del MLP: 15—-128—»64—32—16—3, con 4 capas
ocultas. La arquitectura sigue un patron de reduccion progresiva: capas iniciales am-
plias capturan representaciones de baja abstraccion, mientras que las capas posteriores
comprimen la informacion en representaciones de alta abstraccion que facilitan la clasi-
ficacion entre las tres clases de riesgo, los cuales son riego menor = 0, riesgo medio =
1 y riesgo = 2.

ARQUITECTURA DE LA RED NEURONAL ARTIFICIAL (MLP)
Topologia: 156 — 128 - 64 —» 32 - 16 —» 3

Optimizador: Adam | L2: alpha=0.005 | Batch: 32 | Early Stopping: pac=30

X‘?«"’.’?‘/
Riesgo Alto (2)
‘\\‘ Riesgo Bajo (0)

Z
AN ) l/) >
PSR ﬁ-‘ 7?3""«“*\ fm\ )
/ ‘

” ‘\\\”//‘ \\\\”//‘\\\ SALIDA

3 neuronas

Activacion: Softmax

ENTRADA OCULTA1 OCULTA 2 OCULTA3 OCULTA 4
15 neuronas 128 neuronas 64 neuronas 32 neuronas 16 neuronas

Activacion: - Activacion: ReLU Activacion: ReLU Activacion: ReLU Activacion: ReLU

Figura 166 Arquitectura de la red neuronal N°02: 15—128—-64—32—16—3. Optimizador Adam -
L2 0=0.05 Batch=32 Epocas=66.

Fuente: Elaboracion propia
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Tabla 54 Descripcion de capas de la arquitectura RNA N°2

Capa Tipo Neuronas Activacion Funcion

Entrada Input Layer 15 - Una neurona por variable geométrica
(normalizada)

Oculta 1 Dense 128 ReLU Extraccion de caracteristicas primarias de
alta dimension

Oculta 2 Dense 64 ReLU Combinacion y refinamiento de
caracteristicas

Oculta 3 Dense 32 ReLU Abstraccion de patrones intermedios de
riesgo

Oculta 4 Dense 16 ReLU Representacion compacta pre-clasificacion

Salida Dense 3 Softmax  P(Bajo) + P(Medio) + P(Alto) = 1.0

Fuente: Elaboracion propia.

3.11.2.7 Etapa IV: Analisis anti-overfitting
A) Efecto de la regularizacion L2 sobre el overfitting

Las figuras siguientes presentan el analisis de ocho valores del parametro de regular-

izacioén L2 (o) evaluando su efecto en el accuracy y en el GAP de overfitting.

* Figura Accuracy vs Alpha: El accuracy de entrenamiento se mantuvo estable
entre 0.967 y 0.969 para todos los valores de a, mientras que el accuracy de
validacion cruzada oscild entre 0.962 y 0.965. En a = 0.05 el GAP entre ambas

curvas alcanzo6 su minimo de 0.002, indicando ausencia de sobreajuste.

Figura 6C-1A — Accuracy de Entrenamiento vs Validaciéon Cruzada
Efecto del parametro de regularizacién L2 (Alpha)

0.972

0.969 0.969 0.969

0.968 0.968

[}
1
I
1
[}
1
[}
0.970 [}
1
1
1
1
0.968
{

0.966

Accuracy

0.964

0.964

0.962

0.960
=@~ Accuracy de Entrenamiento (Train)

=ll- Accuracy de Validacién Cruzada (CV 5-Fold)
== == Alpha seleccionado = 0.05
0.958 Variabilidad CV (1 desv. estandar)

107 107 107 10

Alpha L2 (intensidad de regularizacion)
Figura 167 Accuracy vs Alpha L2.

Fuente: Elaboracion propia

* Figura GAP vs Alfa L2: Todos los valores de a produjeron GAPs inferiores al
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GAP (Entrenamiento - Validaciéon Cruzada)

0.008

0.006

0.004

0.002

0.000

umbral moderado de 0.05, situdndose entre 0.002 y 0.006. El valor a = 0.05 reg-
istr6 el GAP minimo de 0.002, justificando su seleccion como parametro ptimo

de regularizacion para el modelo final.

Figura 6C-1B — GAP de Overfitting por Valor de Alpha L2
GAP = Accuracy Train — Accuracy Validacién Cruzada

Referencias
= Alpha seleccionado (0.05) — GAP minimo
== GAP bajo — sin overfitting (< 0.05)
== Umbral moderado: 0.05
== Umbral de alerta: 0.10

0.006

0.004

Alpha seleccionado = 0.05
GAP =0.002
[~ 0.003
0.003

0.0001 0.001 0.005 0.01 0.05 0.1 03 05
Alpha L2 (intensidad de regularizacion)

Figura 168 GAP vs Alfa L2.

Fuente: Elaboracion propia

Ambas figuras confirman que el modelo no presenta sobreajuste significativo, y que

a = 0.05 ofrece el mejor equilibrio entre aprendizaje y generalizacion.
B) Comparacion de arquitecturas de la RNA

Las figuras siguientes presentan la comparacion de siete arquitecturas MLP evaluadas
mediante validacion cruzada estratificada 5-Fold, con el objetivo de seleccionar la ar-
quitectura Optima para la clasificacion multiclase para la prediccion de accidentes de

transito.

* Grafica de Accuracy vs por arquitectura de la RNA: Todas las arquitecturas

registraron accuracy de entrenamiento entre 0.959 y 0.969, y accuracy de val-
idacion cruzada entre 0.961 y 0.965, evidenciando un rendimiento homogéneo
entre configuraciones. La arquitectura seleccionada (128,64,32,16) alcanz6

Train = 0.969 y CV =0.963, con un GAP de 0.006, dentro del umbral aceptable.

194



3.11 Desarollo del trabajo de tesis | Capitulo III

Accuracy

Flgura 6C-2A —A y de i vs Validacién Cruzada
por A RNA | O = Arqui i ((128,64,32,16))

0.985

0.980

0.975 ~ Seleccionada

(128,64,32,16)
0.970
0.968
0.967 &3
0.966
0.965
0.965 0.964 xm
0.963
0.962
0.961
0.960
m= Accuracy Entrenamiento (Traln)
= pcouracy Validacién Cruzada (CV 5-Fold)
a0 AS) sl AN oD
@ a“’gl Dg,?ﬂ"\ &%@ e‘”’ 2.
o (\qg,v

Arquitectura RNA (capas ocultas)

Figura 169 Accuracy vs por arquitectura RNA.

Fuente: Elaboracion propia

* Grafica de GAP vs por arquitectura de la RNA: Todas las arquitecturas pre-
sentaron GAPs inferiores al umbral moderado de 0.05, con valores entre 0.001
y 0.006, confirmando ausencia de sobreajuste en todas las configuraciones eval-
uadas. La arquitectura (128,64,32,16) registro el GAP de 0.006, justificando
su seleccion por ofrecer el mejor balance entre capacidad representacional y gen-

eralizacion.

Flgura 6C-2B — GAP de Overflmng por Arqultectura RNA
Cruzada

Referencias

~Seleccionada == - Arquitectura seleccionada ((128,64,32,16)
(128,64,32,16) = GAP 6ptimo (< 0.05)
GAP =0.008 == Umbral moderado: 0.05

== Umbral de alerta: 0.10

0.010

0.008

0.006

0.006

0.005

0.004

0.004

GAP (Entrenamiento - Validacién Cruzada)

0.002

T -

D AQ) AB) oD 5D
S o0 R A o
© s o 0

0.000

b
e @
Arquitectura RNA (capas ocultas)

Figura 170 GAP vs por arquitectura de la RNA.

Fuente: Elaboracion propia

* Grafica de GAP vs nimero de parametros de la RNA: El andlisis de nimero
de parametros frente al GAP revela que mayor complejidad no implica mayor so-

breajuste. La arquitectura seleccionada (128,64,32,16) con aproximadamente
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12,600 parametros mantiene un GAP de 0.006, mientras que arquitecturas mas
simples como (64,48,32,16,8) con 6,500 parametros presentan GAP de 0.001,
confirmando que la regularizacion L2 con a = 0.05 controla eficazmente el over-

fitting independientemente de la complejidad del modelo.

Figura 6C-2C — Complejidad del Modelo vs GAP de Overfitting
Mas parametros no siempre significa mejor generalizacion

Referencias
mmm O Arquitectura seleccionada ((128,64,32,16))
GAP 6ptimo (< 0.05)
GAP aceptable (0.05-0.10)
= GAP alto (> 0.10)
Umbral moderado: 0.05
~ = Umbral de alerta: 0.10

0.008

~ (128,64,32,16)

| (12864.32.16.:8)
A

da)

0.006

6n Cruza

(64.32)

GAP de Overfitting
Validaci6

nto —

0.004 (64.32,16)

(Entrenamiel

0.002
(128,64,32)

(64.,48,32,16,8)

0.000
4000 6000 8000 10000 12000

Numero de Parametros del Modelo

Figura 171 GAP vs niimero de parametros de la RNA.

Fuente: Elaboracion propia

3.11.2.8 Etapa V: Evaluacion e interpretacion del Modelo RNA N°2

Tabla 55 Métricas de rendimiento del modelo RNA N°2 en todas las particiones

Métrica Train Val (20%) Test (10%) Umbral
(70%)
Accuracy 97.66% 97.83% 98.00% >90% v
Precision (macro) 95.17% 96.07% 95.71% >90% v/
Recall (macro) 97.56% 97.35% 97.92% >90% v
F1-Score (macro) 96.23% 96.69% 96.69% >90% v/
F1-Score (weighted) — — 98.02% >90% v
AUC-ROC (macro) — — 0.9985 >0.90 v

Fuente: Elaboracion propia.

A) Convergencia del entrenamiento y accuracy por particion

La figuras siguientes evaluan la convergencia y el rendimiento del modelo RNA N°2

tras 66 épocas de entrenamiento con Early Stopping.

* Curva de convergencia: La pérdida (cross-entropy) descendié rapidamente
desde 0.52 en la época 1 hasta estabilizarse en 0.118 al final del entrenamiento.

El descenso pronunciado en las primeras 10 épocas indica una tasa de aprendizaje
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efectiva, seguido de una convergencia gradual y estable sin oscilaciones, lo que
confirma que el optimizador Adam con tasa de aprendizaje adaptativa funcion6

correctamente.

A) Curva de Convergencia (66 épocas
Loss final=0.11785)

== | 0ss Entrenamiento

0.50
0.45
0.40

0.35

0.30

Loss (Cross-Entropy)

o ©o
NN
[STE.

o
-
(6]

(=]
-
o

0 10 20 30 40 50 60
Epocas

Figura 172 Curva de convergencia.
Fuente: Elaboracion propia

* Accuracy por particién: Las tres particiones registraron accuracy: Entre-
namiento 97.66%, Validacion 97.83% y Evaluacion 98.00%. La diferencia mi-
nima entre particiones confirma ausencia de sobreajuste y buena prediccion del

modelo del entrenamiento.

B) Accuracy por Particion de Datos
(diferencia pequefia = buena generalizacion)

100 97.66% 97.83% 98.00%

80

60

Accuracy (%)

40

20

Entrenamiento Validacion Evaluacion
(70%) (20%) (10%)

Figura 173 Accuracy por particion.
Fuente: Elaboracion propia

B) Pérdida y Accuracy vs. épocas (Entrenamiento vs. Validacion)

Las figuras siguientes muestran la evolucion del entrenamiento durante 66 €pocas con

Early Stopping y restauracion de mejores pesos en la época 36.
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» Pérdida vs épocas: Ambas curvas descendieron rapidamente y convergieron de
forma estable. El minimo de validacion se alcanz6 en la época 36 (val loss =
0.0868), correspondiente a los mejores pesos del modelo. La zona sombreada

reducida entre curvas confirma ausencia de sobreajuste.

Pérdida vs Epocas

—— Entrenamiento (final: 0.1178)
0.8 Validacién  (final: 0.0936)
@ Punto época 36 val_loss=0.0868

0.7

0.6

0.5

Pérdida

0.4

Epoca 66 — pesos.

Punto
época 36
(mejores pesos)

descartados por
early stopping
0.3

0.2

~N

0 10 20 30 40 50 60
Epocas

Figura 174 Pérdida vs épocas.

Fuente: Elaboracion propia

* Accuracy vs épocas: Las curvas de entrenamiento (96.95%) y validacion
(96.33%) se mantuvieron paralelas durante todo el entrenamiento. En la época
36 el modelo registrd Train = 97.66% y Val = 97.83%, alcanzando el maximo de

validacion en la época 37 con 98.00%.

Accuracy vs Epocas

Epoca 36 — Punto

Entren. = 97.66%
valid. =97.83%

0.9

0.8

Accuracy
o
3

0.6

05 —— Entrenamiento (final: 96.95%)
Validacién ~ (final: 96.33%)
A Max. val (época 37): 98.00%
@ Puntovalidacion (época 36): 97.83%
@ Punto Entren. (época 36): 97.66%
0.4
0 10 20 30 40 50 60
Epocas

Figura 175 Accuracy vs épocas.
Fuente: Elaboracion propia

El GAP Train-Val inferior al 1% en toda la trayectoria confirma la ausencia de sobrea-

juste y la robustez del modelo.
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C) F1-Score por clase y particion

Las figuras siguientes presentan el andlisis completo del F1-Score del modelo RNA

N°2, evaluado sobre las tres particiones y clases de riesgo.

» Figura F1 Score por clase: Las tres particiones registraron valores consistentes
y superiores al umbral minimo de 0.80 en todas las clases. Riesgo Bajo obtuvo F1
entre 0.934 y 0.946, Riesgo Medio entre 0.960 y 0.965, y Riesgo Alto entre 0.992
y 0.994. La similitud entre Entrenamiento, Validacion y Evaluacion confirma
ausencia de sobreajuste y buena generalizacion del modelo.

Figura F1-A — F1-Score por Clase
Arquitectura: 15—128—64—32—16—3 | Epocas: 66

0.992

0.946 0.941

F1-Score
o
o

== Umbral 0.80

= Entrenamiento (70%)
== Validacion  (20%)
B Evaluaciéon (10%)

Riesgo Bajo (0) Riesgo Medio (1) Riesgo Alto (2)

0.0

Figura 176 F1 Score por clase.

Fuente: Elaboracion propia

» Figura Precision, Recall y F1 por clase: Sobre el conjunto de evaluacion
(n = 300), Riesgo Bajo present6 la precision mas baja (0.889) pero un recall
perfecto (1.000), indicando que el modelo no pierde ningtn tramo de riesgo bajo
aunque ocasionalmente lo confunde con otras clases. Riesgo Medio y Riesgo
Alto superaron 0.940 en todas las métricas, siendo Riesgo Alto el de mejor de-

sempefo con precision 0.994, recall 0.994 y F1 = 0.994.
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o
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Valor de la métrica
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o
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0.0

Figura F1-B — Precision, Recall y F1-Score por Clase
Conjunto de Evaluacion (10%) | n =300 registros

Umbral 0.80
Riesgo Bajo (0)
Riesgo Medio (1)
Riesgo Alto (2)
—

Precision F1-Score

Figura 177 Precision, Recall y F1 por clase.

Fuente: Elaboracion propia

* Figura F1-Score global: El F1-Macro en Evaluaciéon alcanzé 0.9669 y el F1-
Weighted 0.9802, ambos superando ampliamente el umbral de excelencia de 0.90.
Los valores son consistentes entre Evaluacion (0.9669), Validacion (0.9669) y

Entrenamiento (0.9623), confirmando la estabilidad y robustez del modelo RNA

0.8

F1-Score
o
o

0.4

0.2

0.0

N°2.
Figura F1-C — Resumen F1-Score Global
F1 Macro y Weighted por Particion

== Meta20.80
== Excelente = 0.90

F1 Macro F1 Weighted F1 Macro F1 Macro
(Evaluacion) (Evaluacion) (Validacion) (Entrenamiento)

Figura 178 F1-Score global.

Fuente: Elaboracion propia
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D) Matrices de confusion y analisis VP/VN/FP/FN

Las figuras siguientes presentan el andlisis completo de la matriz de confusion del

modelo RNA N°2 sobre el conjunto de evaluacion (n = 300 registros).

* Figura dela matriz absoluta: La diagonal principal concentra 294 predicciones
correctas: Riesgo Bajo (32), Riesgo Medio (83) y Riesgo Alto (179). Los errores
totales fueron 6 de 300 registros, todos entre clases adyacentes: 4 registros de
Riesgo Medio clasificados como Riesgo Bajo, 1 de Riesgo Medio como Riesgo
Alto, y 1 de Riesgo Alto como Riesgo Medio. No se registrdé ningun error entre
Riesgo Bajo y Riesgo Alto, confirmando que el modelo distingue correctamente

los extremos de riesgo.

32 0 0
Riesgo Bajo (0)
(Clase 0)
Correct 0 Errol £ - 160
140
120
4 83 1

100
Riesgo Medio (1)
(Clase 1)

Clase Real
Frecuencia

Error = Correcto Error —80

- 60

-40

0 1 179

-20

Riesgo Alto (2)
(Clase 2)

Error Error Correcto -0

Riesgo Bajo (0) Riesgo Medio (1) Riesgo Alto (2)
(Clase 0) (Clase 1) (Clase 2)
Clase Predicha por la RNA

Figura 179 Matriz absoluta.

Fuente: Elaboracion propia

» Figura de la matriz normalizada: Expresada en porcentaje por fila, Riesgo
Bajo alcanzo6 un Recall del 100.00% sin ningun error de clasificacion. Riesgo
Medio obtuvo 94.32% de acierto con una tasa de error de 4.55% hacia Riesgo
Bajo y 1.14% hacia Riesgo Alto. Riesgo Alto registro el mejor desempefio con

99.44% de Recall y solo 0.56% de tasa de error hacia Riesgo Medio.
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100.00%

0.00%

0.00%

1.0
Riesgo Bajo (0)
(Clase 0)
= Recall clase = Tasa de eror = Tasa de eror
0.8
_ 4.55% 94.32% 1.14% 056
] 5
§ "
3 = Tasa de error = Recall clase = Tasa de error [
-04
-02
0.00% 0.56% 99.44%
Riesgo Alto (2)
(Clase 2)
= Tasa de error = Tasa de error = Recall clase -0.0

Riesgo Bajo (0)
(Clase 0)

Riesgo Medio (1)
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Clase Predicha por la RNA

Figura 180 Matriz normalizada.
Fuente: Elaboracion propia

» Figura de VP/VN/FP/FN por clase: El analisis revela que Riesgo Bajo registro
VP=32, VN=264, FP=4 y FN=0, indicando que ningun tramo de Riesgo Bajo fue
omitido por el modelo. Riesgo Medio obtuvo VP=83, VN=211, FP=1 y FN=5,
siendo la clase con mayor numero de falsos negativos. Riesgo Alto presentd
VP=179, VN=119, FP=1 y FN=1, confirmando su alta capacidad de deteccion

con minimos errores.

Riesgo Bajo (0) Riesgo Alto (2)

250

300 200
264 211 179
175
250 200
150
8
£ 20
2 150 125 119
o
2
ZE 150 100
5 100
o
83 75
100
50
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32 %
4 1 5 1 1
0 - —_— 0 o 0
vP WN FP FN P WN P FN VP WN FP FN
Aderto Acier Ermorleve Error criico Acierto Aderto Errorleve Eror ciico Acierto Acierto Error eve Error citico
posiive) (negatvo) (aisadiama)  (no detectado) (ostive) (negano) (alsaslama)  (no deteciado) (posiivo) (negaivo) (asasiama) (1o detectado)

mmm \/P — Verdadero Positivo (acierto positivo) ~ mmm VN — Verdadero Negativo (acierto negativo)

Figura 181 VP/VN/FP/FN por clase.

Fuente: Elaboracion propia

mmm FP — Falso Positivo (falsa alarma) FN — Falso Negativo (no detectado)

En conjunto, los resultados confirman que el modelo RNA N°2 clasifica correctamente
el 98.00% de los registros del conjunto de evaluacion, con errores concentrados Uni-

camente entre clases adyacentes de riesgo, lo cual es esperable dado que comparten
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caracteristicas geométricas similares.
E) Curvas ROC y area bajo la curva (AUC)

La figura presenta las curvas ROC del modelo RNA N°2 evaluadas mediante la estrate-

gia One vs Rest (OvR) sobre el conjunto de evaluacion (n = 300 registros).

* Riesgo Bajo (0): Alcanzé un AUC = 0.999, con un punto de operacion (umbral =
0.50) de TPR=1.000 y FPR =0.015, indicando que el modelo detecta la totalidad

de los tramos de riesgo bajo con una tasa minima de falsas alarmas.

* Riesgo Medio (1): Registro un AUC = 0.997, con TPR = 0.955 y FPR = 0.005
en el punto de operacion, evidenciando una alta capacidad discriminativa para

identificar tramos de riesgo medio con muy pocos falsos positivos.

* Riesgo Alto (2): Obtuvo el AUC mas alto con 1.000, y un punto de operacion de
TPR =0.994 y FPR = 0.000, confirmando que el modelo identifica practicamente

la totalidad de los tramos de riesgo alto sin generar ninguna falsa alarma.

A) Curvas ROC — AUC Macro = 0.9985
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Figura 182 Curvas ROC y area bajo la curva (AUC).

Fuente: Elaboracion propia

El AUC Macro del modelo alcanz6 0.9985. Las tres curvas se ubican en la esquina superior
izquierda del espacio ROC, alejadas de la diagonal del clasificador aleatorio (AUC = 0.50),

lo que confirma que el modelo RNA N°2 predice excelente las 3 clases.
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F) Curva de aprendizaje: Diagnostico bias y varianza

La figura muestra la evolucion del accuracy en funcion del nimero de muestras de entre-

namiento (238 a 2,381 registros), evaluada mediante validacion cruzada 5-Fold.

[Gap final = 0.007 — BUEN BALANCE — modelo generaliza correclamente]

9%6.7% gL

Gap
0.007

95.5% 95.8% 96.5% 96.5%

Accuracy

~@- Accuracy Entrenamiento
- Accuracy Validacién Cruzada (5-Fold)

500 1000 1500 2000 2500

Numero de Muestras de Entrenamiento

Figura 183 Curva de Aprendizaje: Diagnostico de Bias Varianza del Modelo RNA

Fuente: Elaboracion propia

* Fase inicial (238-571 muestras): Mayor dispersion entre curvas, con accuracy de
entrenamiento de 81.7% y validacion de 66.4%, reflejando inestabilidad con pocos
datos.

* Fase de convergencia (571-2,381 muestras): Ambas curvas ascendieron y con-
vergieron progresivamente, alcanzando al final entrenamiento = 97.2% y validacion

cruzada = 96.5%.

El gap final de 0.007 confirma buen balance bias varianza, descartando overfitting y under-
fitting. La tendencia ascendente sugiere que el modelo podria mejorar con mayor volumen

de datos.
G) Importancia de variables por permutacion

Los resultados del analisis de importancia por permutacion aplicado al Modelo N°2, donde

se cuantifica la reduccion media de accuracy por cada variable de entrada.
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A) Importancia (con Intervalo de Error tstd)

24.62%

RADIO DE CURVA(M)

PELIGRO POR VISIBILIDAD

LONG. TANGENTE

ANGULO DE DEFLEXION (°)

PELIGRO EN CURVA

PELIGRO EN PENDIENTE

LONGITUD DE CURVA (L)

TRAMO TANGENTE EN''S' i 1.32%
LONGITUD DE SUBTANGENTE (T) ——i 1.13%
CURVA O TRAMO RECTO i 0.93%
TRAMO TANGENTE EN 'O' 1 0.88%
LONGITUD DE CUERDA (LC) 4 0.82%
DISTANCIA DE LA ORDENA MEDIA (M) i 0.52%
PELIGRO ESTADO DEL PAVIMENTO I< 0.23%
- M rtante (>0.02;
DISTANCIA EXTERNA (E) H 0.05% M:Ze"r“az: (Of'oeo é)_ MZ))
W Baja (0-0.005)
B Sin aporte (0)
-0.05 0.00 0.05 0.10 0.15 0.20 0.25 0.30

Reduccién media de Accuracy

Figura 184 Importancia de variables con intervalo de error.
Fuente: Elaboracion propia

Los hallazgos principales son los siguientes:

* Radio de Curva (m) result6 la variable mas influyente, con una reduccion de 24.62%,
lo que indica que la curvatura horizontal es el factor geométrico determinante en la
prediccion de accidentes.

* Peligro por Visibilidad (16.10%) y Long. Tangente (12.35%) conforman el segundo y
tercer lugar, confirmando que las condiciones de visibilidad y la longitud de los tramos
rectos son criticas para la seguridad vial.

« Angulo de Deflexion (5.77%), Peligro en Curva (3.62%), Peligro en Pendiente
(2.68%) y Longitud de Curva (L) (2.45%) presentaron importancia moderada, con
aportes entre 2% y 6%.

» Las variables Peligro Estado del Pavimento (0.23%) y Distancia Externa (E)
(0.05%) mostraron aportes marginales, sugiriendo escasa influencia predictiva sobre

el modelo.
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B) Ranking Normalizado de Importancia

RADIO DE CURVA(M) 1.00 (24.62%)

PELIGRO POR VISIBILIDAD 0.65 (16.10%)

LONG. TANGENTE 0.50 (12.35%)
ANGULO DE DEFLEXION (°) 0.23 (5.77%)
PELIGRO EN CURVA 0.15 (3.62%)
PELIGRO EN PENDIENTE 0.11 (2.:68%)
LONGITUD DE CURVA (L) 0.10-(2:45%)
TRAMO TANGENTE EN 'S’ 0.05(1.32%)
LONGITUD DE SUBTANGENTE (T) 0.04(1.13%)
CURVA O TRAMO RECTO 0.04(0.93%)
TRAMO TANGENTE EN 'O' 0.03 (0.88%)
LONGITUD DE CUERDA (LC) 0.03(0.82%)
DISTANCIA DE LA ORDENA MEDIA (M) 0.02(0.52%)
PELIGRO ESTADO DEL PAVIMENTO | 0.01 (0.23%)

DISTANCIA EXTERNA (E) | 0-00 (0.05%)

0.0 0.2 04 0.6 0.8 1.0 12 14 16
Importancia Normalizada (0 = minima, 1 = maxima)

Figura 185 Ranking normalizado de importancia de variables
Fuente: Elaboracion propia

El ranking normalizado confirma esta jerarquia, agrupando las variables en tres niveles: alta
relevancia geométrica (Radio de Curva, Visibilidad y Long. Tangente), relevancia media
(variables de alineamiento horizontal) y aporte marginal (resto de variables). EIl resumen

cuantitativo se presenta en la tabla.
H) Frontera de decision en el espacio PCA bidimensional

La figuras presenta las predicciones de la RNA proyectadas en el espacio bidimensional
generado por el Analisis de componentes principales (PCA), donde PC1 explica el 48.2%
y PC2 el 11.8% de la varianza total, acumulando en conjunto el 59.9%. Dado que
la RNA opera en un espacio de 15 dimensiones, la visualizacion obtenida mediante
pca.inverse_transform(), que reconstruye el espacio original para que el modelo prediga
la clase en 2D.
* Grafico de clase real vs frontera de decision del RNA: El grafico superpone los 2,997
registros reales sobre el fondo de decision, el cual delimita tres regiones: verde para
Riesgo Bajo (0), amarillo para Riesgo Medio (1) y rojo para Riesgo Alto (2), separadas

por una frontera diagonal. La distribucion de los puntos confirma que la RNA aprendio
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correctamente la estructura del espacio: los triangulos rojos (n=1,798; 60.0%) dominan
la zona roja, los diamantes naranja (n=883; 29.5%) la zona amarilla y los cuadrados

verdes (n=316; 10.5%) la zona verde.

A) Clase Real vs Frontera de Decisién RNA
-- = Fronteras entre clases

Real: Riesgo Bajo (0) (n=316) A
25 Real: Riesgo Medio (1) (n=883)
A Real: Riesgo Alto (2) (n=1798)

20
= 15
c
@
2
m
>
R
0
= 10
\ Ay
o~
g A ‘A
- 2
A‘ A
A
5 A Lt
e
A
AT
1, AR
A »:-,‘./‘.A\.
= S ATAY
R o
) A AT AR A
0 Frety ALK ;‘At‘_" i
T e T
YL TS
PC1+PG2=59.9% varianza =
N=2,997
-5 0 5 10 15 20

PC1 — 48.2% varianza

Figura 186 Clase real vs frontera de decision del RNA.

Fuente: Elaboracion propia

Tabla 56 Distribucion de registros por clase
Clase Simbolo n %
Riesgo Bajo (0) Cuadrado verde 316  10.5%
Riesgo Medio (1) Diamante naranja 883  29.5%
Riesgo Alto (2) Tridangulorojo 1,798 60.0%
Total 2,997 100%

Fuente: Elaboracion propia.

* Grafico de distribucion de predicciones del RNA: El grafico distingue entre registros
correctamente clasificados y errores de clasificacion. De los 2,997 registros, 2,929
fueron acertados (97.7%), mientras que 68 resultaron mal clasificados (2.3%). Los
errores se concentran exclusivamente sobre la frontera diagonal, lo que indica que la
RNA no falla aleatoriamente sino inicamente en la zona de ambigiiedad natural entre

clases adyacentes. La clase Riesgo Medio acumula el 70.6% de los errores totales

(n=48).
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B) Distribucion de Predicciones RNA

“=Correcto | “=Error de clasificacion

0 Riesgo Bajo (0) correcto (n=313)
0 Riesgo Medio (1) correcto (n=835)

25
0 Riesgo Alto (2) correcto (n=1781)
EJ: 0 Riesgo Bajo (0) error (n=3)
EI'_": 0 Riesgo Medio (1) error (n=48)
gk T Riesgo Alto (2) error (n=17)
20
g 15
8
g
X
«©
= 10
|
o
34 &
\
5
0 b
-5 0 5 10 15 20

PC1— 48.2% varianza

Figura 187 Distribucion de predicciones del RNA.

Fuente: Elaboracion propia

Tabla 57 Aciertos y errores por clase

Clase Total Correctos Errores Acierto
Riesgo Bajo (0) 316 313 3 99.1%
Riesgo Medio (1) 883 835 48 94.6%
Riesgo Alto (2) 1,798 1,781 17 99.1%
Total 2,997 2,929 68 97.7%

I) Resumen de métricas de evaluacion de la RNA: Precision, Recall, F1-Score y Accu-
racy

Las figuras siguientes presentan el analisis de Precision, Recall, F1-Score y Accuracy (prome-
dio macro) en las tres particiones del dataset: entrenamiento (70%, n = 2,097), validacion

20%, n = 600) y evaluacion (10%, n = 300).
y

* Precision, Recall y F1-Score por particion:
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101.0

100.0

Valor (%)

102

100

98

Valor (%)

Métricas por Particién — RNA N°02
Precisién, Recall y F1-Score (promedio macro)

Precisién (macro) Recall (macro)

101.0 101.0
1000
1000
99.0
99.0
98.0
97.92%
g e g
96.07% § § 97.0
95.71%
97.0
95.17% 96.0
96.0

950 - -

nnnnnn

Entrenamiento
120/. n=600) (70%, n=2,087)

E
(10%, n=300)

Entrenamiento
(70%, n=2,097)

120/- n=600)

(10%, n=300)

(70% n=2, u97)

F1-Score (macro)

\\\\\\
(zu% n=600)

(10%, n=300)

Figura 188 Precision, Recall y F1-Score macro por particion — RNA N°02.

Fuente: Elaboracion propia

Tabla 58 Precision, Recall y F1-Score macro por particion — RNA N°02

Particion n Precision Recall F1-Score
Entrenamiento (70%) 2,097 95.17%  97.56%  96.23%
Validacion (20%) 600 96.07%  97.35%  96.69%
Evaluacion (10%) 300 95.71%  97.92%  96.69%

Fuente: Elaboracion propia.

Las tres métricas son estables entre particiones (variacion < 0.90 pp), superan el um-

bral de excelencia (> 95%) y el Recall alcanza su maximo en evaluacion (97.92%),

confirmando la alta efectividad del modelo.

Comparacion de las 4 métricas por particion:

Comparacion de las 4 métricas
RNA N°02 — Prediccién Multiclase de Riesgo Vial

97.83%

95.17%

Entrenamiento
(70%, n=2,097)

Validacion
(20%, n=600)

98.00%

97.92%

== Excelente 2 95%
..... Aceptable 2 90%
- Accuracy

W Precision
W Recall
=== F1-Score

Evaluacién
(10%, n=300)

Figura 189 Comparacion de las 4 métricas por particion — RNA N°02.

Fuente: Elaboracion propia
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Tabla 59 Comparacion de las 4 métricas por particion — RNA N°02

Particion

n Accuracy Precision Recall F1-Score

Entrenamiento (70%) 2,097  97.66% 95.17%  97.56%  96.23%
600 97.83% 96.07%  97.35%  96.69%

Validacion (20%)
Evaluacién (10%)

300  98.00% 95.71%  97.92%  96.69%

Fuente: Elaboracion propia.

Las cuatro métricas son consistentes entre si y entre particiones, sin degradacion signi-

ficativa, confirmando ausencia de sobreajuste. El Accuracy alcanza su valor maximo

en evaluacion (98.00%), resultado atribuible a la regularizacion L2 (o = 0.05) y al

Early Stopping en la época 6ptima 36. Todas las métricas superan el umbral de exce-

lencia (> 95%) en las tres particiones, validando la capacidad predictiva del modelo

RNA N°02 para la clasificacion multiclase de niveles de riesgo vial en la Via Los Lib-

ertadores PE-28A.

3.11.2.9 Exportacion del modelo RNA N°2 como aplicacion web

El Modelo RNA N°2 fue exportado como aplicacion web denominada PROGRAMA RNA

N°02: Prediccion de Nivel de Riesgo Vial, desarrollada en Python en el entorno JupyterLab.

El programa permite clasificar cualquier tramo de la Via Los Libertadores PE-28A en tres

niveles de riesgo: Riesgo Bajo, Riesgo Medio o Riesgo Alto de accidente de transito, a

partir del ingreso de 15 variables geométricas y de peligrosidad vial, con funcionamiento en

dispositivos mdviles para uso en campo.

Tabla 60 Parametros extraidos del modelo entrenado e integrados en el progrma RNA N°2

Parametro

Cantidad Descripcion

Pesos (LAYERS_W)

5 matrices Pesos de las 5 capas de la arquitectura

15-5128—64—32—16-3

Bias (LAYERS_B)

5 vectores Términos independientes de cada capa

Total pesos + bias

13,386

Parametros numéricos del modelo

Medias
(SCALER_MEAN)

15 valores Media i de cada variable calculada sobre el conjunto de

entrenamiento

Desv. estandar
(SCALER_STD)

15 valores Desviacion estandar ¢ de cada variable calculada sobre

el entrenamiento

Total Z-Score

30

Parametros de normalizacion

Total general

13,416

Parametros totales embebidos en el HTML

Fuente: Elaboracion propia.
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A) Proceso de generacion del programa

El programa fue generado en cinco pasos secuenciales completamente automatizados por
Python:

Paso 1: Extraccion de parametros del modelo.

Python accedi6 directamente a los objetos entrenados en memoria y serializ6 sus parametros
numéricos en formato JSON preservando la precision numérica. Los 13,386 parametros del
modelo (pesos y bias) fueron extraidos del objeto MLPClassifier mediante los atributos
mlp.coefs_ y mlp.intercepts_, y los 30 pardmetros de normalizacion Z-Score fueron
extraidos del objeto StandardScaler ajustado exclusivamente sobre el conjunto de entre-
namiento.

Paso 2: Generacion dinamica de la arquitectura visual.

Una funcion Python generd automadticamente los nodos visuales de la arquitectura
15-128—64—32—16—3 a partir de los atributos del modelo entrenado, de modo que
cualquier cambio en la arquitectura se refleje automaticamente en la interfaz del programa
sin modificaciones manuales.

Paso 3: Construccion del bloque de constantes JavaScript.

Se construy6 un bloque de texto conteniendo las variables JavaScript LAYERS W, LAYERS B,
SCALER_MEAN y SCALER_STD, junto con los metadatos del modelo (Accuracy=98.00%, AUC-
ROC=0.9985, F1-Macro=0.9669, 66 épocas, a=0.05).

Paso 4: Construccion del HTML completo.

El archivo fue estructurado en tres bloques concatenados:

Tabla 61 Estructura de los tres bloques del archivo HTML generado — RNA N°02
Bloque Contenido

HTML_PART_A Interfaz grafica completa: encabezado institucional UNSCH, métricas
del modelo, arquitectura visual 15— 128—64—32—16—3, formulario
de 15 variables (10 campos numéricos + 5 selectores categoricos),
calculo automatico de L, T, LC, E y M, panel de resultados con barras
de probabilidad por clase.

JS_CONSTANTS Bloque de constantes JavaScript con los 13,416 parametros del
modelo embebidos: pesos, bias , medias y desviaciones estandar .

HTML_PART_B Motor de inferencia en JavaScript: funcion predecirRNA(Q),
normalizacion Z-Score , multiplicacion matricial , activacion ReLU
en capas ocultas, funcion softmax en capa de salida y célculo
automatico de variables geométricas.

Paso 5: Ensamblado y guardado del archivo.
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Los tres bloques fueron concatenados y guardados en disco como un tnico archivo de texto

plano:

HTML_FINAL = HTML_PART A + JS_CONSTANTS + HTML_PART B (3.25)

El resultado fue el programa ejecutable directamente en cualquier navegador web sin insta-

lacion ni conexion a internet.
B) Motor de inferencia en JavaScript

El nacleo del programa es la funcion predecirRNA(), que replica fielmente el compor-

tamiento del modelo Python en tres sub-pasos:

Tabla 62 Sub-pasos de la funcion predeciTRNA () y su equivalencia con Python

Paso Operacion JavaScript (programa Equivalente Python
HTML)

1 Normalizacion normalizar(r): scaler.transform(X)
Z-Score (v—MEAN[i])/STD[i]

2 Capas ocultas con linLayer(x,W,b) + relu mlp.predict_proba(X) parcial
ReLU

3 Capa de salida softmax(linLayer(x,W,b)) mlp.predict_proba(X) salida
Softmax

212



3.11 Desarollo del trabajo de tesis | Capitulo III

C) Diagrama de flujo de uso del programa

Abrir RNA 2.html en navegador

Doble clic - se abre sin instalacién ni internet

Carga automatica del modelo
13,416 parametros - Z-Score - Interfaz UNSCH - 3 clases

iUsar ejemplo
rapido?

Precargar
perfil tipico
Bajo / Medio / Alto

Ingresar variables geométricas §01
Curva/Recto - Peligro Pendiente - Radio R (m)
Peligro en Curva - Angulo de Deflexion A (°)

|-
§ v

Calculo automatico §02
L-T-LC:E-M « calculados desde R y A (DG-2018)

v

Ingresar condiciones de peligro §03
Peligro Visibilidad - Tangente S - Tangente O
Long. Tangente (m) - Peligro Pavimento

iDatos
validos?

Corregir
campos

Clic en ANALIZAR TRAMO VIAL
EJECUTAR RNA
normalizar() - predecirRNA() — linLayer() —» ReLU — softmax()

Tmpiar y repetir desde 501

[ RIESGO P(Bajo) max. Clase con P(Alto) max. [ RIESGO
BAJO (0) mayor prob. ALTO (2)

P(Medio) max.

Intervencién programada

[ [J RIESGO MEDIO (1) J

Interpretar resultado
P(clase) > 90% — alta confianza del modelo
P = 33% entre clases — inspeccion técnica de campo

& Limpiar { iNuevo
formulario tramo?
repetir

Figura 190 Diagram de flujo de uso del programa RNA N°02

Fuente: Elaboracion propia
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D) Caracteristicas técnicas

Tabla 63 Caracteristicas técnicas del programa RNA 2.html
Detalle
Programa RNA 2.html

Caracteristica

Nombre del archivo

Herramienta de creacion ~ Python - JupyterLab

Variables de entrada 15 variables ( valores numéricos + selectores)

L, T, LC, E y M calculados desde R y A y variables de
condiciones de peligro.

Calculo automatico

Salida del modelo P(Riesgo Bajo) + P(Riesgo Medio) + P(Riesgo Alto) = 100%
con barra visual de confianza por clase

Conectividad Sin internet ni servidor externo

Compatibilidad Chrome , Firefox, Edge , otros.

Métricas Accuracy=98.00% - AUC-ROC=0.9985 - F1-Macro=0.9669

Fuente: Elaboracion propia.

Tabla 64 Procedimiento de uso del programa RNA 2.html

Paso Accion Descripcion

1 Abrir el programa

Doble clic sobre Programa RNA 2.html.

Usar ejemplo rapido
(opcional)

Hacer clic en los botones de ejemplo Riesgo Bajo (0), Riesgo
Medio (1) o Riesgo Alto (2) para precargar valores tipicos de
cada nivel de riesgo

Ingresar variables
geométricas §01

Seleccionar si el tramo es Curva o Tramo Recto, nivel de
Peligro en Pendiente, ingresar el Radio de Curva R (m), nivel
de Peligro en Curva'y el Angulo de Deflexion A (°)

Verificar calculo
automatico §02

Los pardmetros L, 7, LC, E'y M se calculan automaticamente
a partir de R y A con las formulas de la norma DG-2018.

Ingresar condiciones
de peligro §03

Seleccionar el nivel de Peligro por Visibilidad, indicar si
existe Tramo Tangente en S, Tramo Tangente en O, ingresar
la Longitud de Tangente (LT en m) y el nivel de Peligro en
Pavimento segun evaluacion de campo

Ejecutar prediccion

Hacer clic en ANALIZAR TRAMO VIAL - EJECUTAR
RNA y el resultado las probabilidades P(Riesgo Bajo),
P(Riesgo Medio) y P(Riesgo Alto)

Interpretar resultado

La clase con mayor probabilidad determina el nivel de riesgo.

Evaluar nuevo tramo

Hacer clic en Limpiar (O) y repetir desde el paso 3

Fuente: Elaboracion propia.

* Paso 1: Abrir el programa
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UNIVERSIDAD NACIONAL DE SAN CRISTOBAL DE HUAMANGAR

Facu

Prediccién de accidentes de trdnsito mediante redes neuronales y optimizacién del diseiio geométrico conforme a normas internacionales y DG-2018 en la Via Los
Libertadores (PE-28A), Ayacucho.

Prediccion de Accidentes

de Transito

Figura 191 Paso 1: Abrir el programa

Fuente: Elaboracion propia

* Paso 2, 3, 4, 5: Ingresar variables

SB8.8% 96.69% 99.85% ===

% Ingresa Radio Ry Angulo de Deflexién A — L, T, LC, Ey M se calculan automaticamente

0 — Tramo Recto 0 — Sin Peligro (Cumple Pend. min.)

0 — Sin Peligro (Tramo recto R=0m)

Figura 192 Paso 2, 3, 4: Ingresar variables geométricas.
Fuente: Elaboracion propia
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0 — Peligro Leve (485m <= LT)

0 — Buen Estado

Figura 193 Paso 5: Ingresar variables de condicion de peligro.
Fuente: Elaboracion propia

* Paso 6, 7y 8 : Ejecutar, interpretar y evaluar nuevo tramo

0 ANALIZAR TRAMO VIAL — EJECUTAR RNA

BRJO RIESGO

Riesgo Alto (2)

OK RECOMENDACION - BAID RIESGO

El tramo analizado presenta condiciones viales adecuadas. Se recomienda mantener la senalizacion estandar, realizar inspecciones periodicas del

pavimento y conservar las condiciones de visibilidad. No se requieren intervenciones urgentes.

Figura 194 Ejecutar e interpretar en caso Riesgo bajo.
Fuente: Elaboracion propia

O ANALIZAR TRAMO VIARL — EJECUTAR RNR

. RIESGO MEDIO

Riesgo Bajo (0) |

Riesgo Alto (2)

ATENCION - RIESGO MEDIO

Eltramo presenta factores de riesgo moderados. Se recomienda instalar senalizacion preventiva de velocidad reducida, mejorar la demarcacion de las

curvas y evaluar barreras de contencion. Programar revision tecnica a corto plazo.

Figura 195 Ejecutar e interpretar en caso Riesgo Medio.
Fuente: Elaboracion propia
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O ANALIZAR TRAMO VIAL — EJECUTAR RNARA

Riesgo Bajo (0) I

@ Riesgo Medio .

Riesgo Alto (2)

URGENTE - ALTO RIESGO

ATENCION: El tramo presenta condiciones de alto riesgo. Se recomienda intervencion urgente: revision del diseno geometrico, instalacion de guardavias,

senalizacion de alta visibilidad, reduccion de velocidad maxima y evaluacion por especialistas.

Figura 196 Ejecutar e interpretar en caso Riesgo Alto.
Fuente: Elaboracion propia

3.11.3 Analisis normativo comparativo

Se examinaron sistematicamente cinco normativas internacionales de disefio geométrico de
carreteras N100 de Noruega, Veghonnunarreglur de Islandia, VGU de Suecia, DMRB del
Reino Unido y la Road Structure Ordinance (RSO) de Japon en comparacion con la DG-
2018 del Perti, con la finalidad de identificar brechas técnicas y parametros susceptibles de

mejora para la normativa peruana vigente, aplicable a la Via Los Libertadores (PE-28A).
3.11.3.1 Normativas internacionales analizadas

Las cinco normativas internacionales seleccionadas representan estandares de paises con
indices de seguridad vial reconocidos mundialmente. La seleccion se priorizando paises con
condiciones topograficas o climaticas adversas comparables a las peruanas con bajas tasas

de accidentes de transito. En conjunto, la siguiente tabla se muestra las normas analisadas.
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Tabla 65 Normativas internacionales de diserio geométrico analizadas

Pais Codigo Nombre completo Entidad Afo Idioma
emisora
Perti DG-2018 Manual de Car- MTC 2018 Espafiol
reteras: Disefio
Geométrico DG-
2018
Noruega  N100 Handbok N100 Veg- Statens  veg- 2019 Noruego
og gateutforming vesen
Islandia Veghonnunarrd@ghonnunarreglur Vegagerdin 2010 Islandés
(IRCA)
Suecia VGU / Végars och gators ut- Trafikverket 2024  Sueco
TRVIN- formning
FRA
Reino DMRB CD Design Manual for National High- 2020 Inglés
Unido 109 Roads and Bridges ways
Japon RSO (Doro Kozorer) MLIT 2021 Japonés

Fuente: Elaboracion propia con base en los documentos oficiales de cada pais.

3.11.3.2 Noruega (Veg og gateutforming - Hindbok N100 ) vs. Pert (DG-2018)

El sistema noruego de disefio geométrico se fundamenta en el Handbok N100 Veg- og ga-
teutforming (Manual N100 de Disefio de Carreteras y Calles), publicado la Administracion
Publica de Carreteras de Noruega en el 2019 (Statens vegvesen, 2019).

El procedimiento de disefio noruego se desarrolla en tres etapas secuenciales, que difieren

conceptualmente del enfoque peruano:

* Seleccion de la clase de dimensionamiento. Se elige la la categoria de disefio entre
7 opciones disponibles H1, H5, H3, Hol, He2, L1 y L2 definidas simultaneamente
por tres criterios: funcion de red (nacional principal, otras principales o local), IMDA
(Indice Medio Diario Anual) y velocidad (Statens vegvesen, 2019).

* Aplicacion de la tabla de proyeccion unificada. Cada clase de dimensionamiento
dispone de su propia tabla de proyeccion, que concentra todos los pardmetros geométri-
cos necesarios en un unico documento: radio horizontal minimo, parametro de clotoide,
distancias de visibilidad de parada y adelantamiento, radios verticales convexos y con-
cavos, peralte maximo y pendiente maxima. Este enfoque es radicalmente distinto al

del DG-2018, donde cada parametro se obtiene de tablas separadas e independientes
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(Statens vegvesen, 2019).

* Aplicacion de la filosofia Nullvisjonen. Noruega adopt6 en el afio 2000 la Nullvisjo-
nen (Vision Cero), que establece que ninguna muerte ni lesion grave en el trafico es
aceptable. Esta filosofia se traduce en requisitos fisicos concretos: marcacion central
reforzada en la clase H1 (80 km/h), barrera mediana de 1,5m en la clase H5 (90 km/h)
y separador con barrera de 2,0m en la clase H3 (110 km/h). El DG-2018 solo exige

barrera mediana en autopistas de primera clase (Statens vegvesen, 2019).

Tabla 66 Comparacion de parametros geométricos: Peru DG-2018 vs. Noruega N100

Parametro Peru DG-2018 Noruega N100 Diferencia clave
A. Velocidad y clasificacion
Velocidad de disefio  30-130 km/h 60-110 km/h Pert cubre vias
(Tabla 204.01) (Tabell C.3) rurales de baja
velocidad; Noruega
no
B. Alineamiento horizontal
Peralte maximo 12 % en zona rural 8,0 % en todas las Pert 50 % mas alto;
tipo 4 clases permite radios
(Tabla 302.02) (Tablas C.4—C.9) menores en terreno
andino
Radio minimo a 175 m con e=12 % 250 m con e=8 % — Noruega exige radio
V=80 km/h (Tabla 302.02) clase H1 43 % mayor; mayor
(Tabla C.4) seguridad inherente
Clotoide de Obligatoria, J=0,5 m/ S Obligatoria en todas las  Ambos exigen
transicion (Tabla 302.10) clases clotoide; Noruega no
(Tablas C.4-C.9) fija el jerk
explicitamente
Curvas de vuelta Si — disefio especifico  No existen en lanorma  Solo Peru las
(Seccion 302.07) contempla, por
topografia andina
escarpada
Vias 2+1 No contempladas Si— clase H5 con Noruega incluye
forbikjoringsfelt carril central
alternante para
adelantamiento
seguro
C. Alineamiento vertical
Pendiente max. en 3-5% 5% — clases H3/H5 Valores similares;
autopista (Tabla 303.01) (Tablas C.5/C.6) Pert permite 3 % en
autopistas de mayor
jerarquia
Pendiente max. en 8-10% 8 % — clases Hol/L1 Peru permite hasta
via local (Tabla 303.01) (Tablas C.7/C.10) 10 % en terreno
escarpado

D. Seccion transversal

Continua en la siguiente pdgina

219



3.11 Desarollo del trabajo de tesis | Capitulo III

(Continuacion de la Tabla 66)

Parametro Peru DG-2018 Noruega N100 Diferencia clave
Ancho de carril en 3,60 m 3,50 m — clase H3 Diferencia de 10 cm;
autopista (Tabla 304.01) (Tabla C.3) ambas normas dentro
del estandar
internacional
Berma en autopista 3,00 m 2,75 m — clase H3 Pert exige berma
(Tabla 304.02) (Tabla C.3) 9% mas ancha
Bombeo en recta 2,0-2,5% 3,0% Noruega requiere
(Seccion 304.05) (Seccion C.2) mayor bombeo para

drenaje en clima
Iluvioso-nevado

E. Seguridad vial

Barrera mediana Solo en autopistas de HS5 (=90 km/h): 1,5m  Noruega protege

obligatoria 1™ clase H3 (>110 km/h): 2,0 m fisicamente el trafico
opuesto en mas
categorias de via

DVP a =80 km/h 136 mcon =2,5 s 115 m — clase H1 Pert 18 % mas
(Tabla 205.01-A) (Tabla C.4) conservador; curvas
convexas mas largas
y costosas
E Vehiculos de diserio
N.° de vehiculos 10 a mas 6 tipos: P, LL, L, BUS, Pert detalla mayor
tipo (Seccion 202) VT, MVT variedad vehicular;
(Figura E.7) Noruega simplifica
con 6 tipos
representativos

Nota. DVP = Distancia de Visibilidad de Parada; e = peralte; J = jerk (variacion de aceleracion
centrifuga).

Fuente: Elaboracion propia.

3.11.3.3 Islandia (Veghonnunarreglur) vs. Peru (DG-2018)

Las Veghonnunarreglur (Reglas de Disefio de Carreteras de Islandia) son publicadas por Ve-
gagerdin la Administracion de Carreteras y Costas de Islandia (IRCA) y comprenden cuatro
capitulos: fundamentos, seccion transversal (actualizado 2011), alineamiento (2010) e inter-
secciones (Vegagerdin, 2010, 2011).

El procedimiento de disefio islandés se desarrolla en tres etapas secuenciales:

* Seleccion del tipo de via. Se elige la vegtegund (tipo de via) entre 10 opciones orga-
nizadas en 4 categorias: Tipo A (autopistas de 4 carriles: A34 y A22), Tipo B (vias
divididas: B19, B15.5, B12), Tipo C (vias de 2 carriles: C10, C9, C8, C7) y Tipo D
(via de 1 carril: D4). Cada tipo determina el ancho de carril, berma, separador central
y el rango de velocidad de disefio admisible (Vegagerdin, 2011).

» Peralte variable con la velocidad. La caracteristica mas distintiva del sistema islandés
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es que el peralte médximo no es un valor fijo, sino que disminuye progresivamente
conforme aumenta la velocidad de disefio: 8,0 % para V' < 60 km/h, 7,5 % para V=70-
80 km/h, 7,0 % para V=90 km/h, 6,5% para V=100 km/h, 6,0 % para V=110 km/h,
5,5% para V=120 km/h y 5,0 % para V=130 km/h (Vegagerdin, 2010). Ningun otro
pais estudiado aplica este enfoque progresivo.

* Elementos especiales para terreno escarpado. Islandia contempla las lykkjur (bu-
cles), curvas con radio R; < 40 m y cambio de direccion de hasta 200 gon (180°), dis-
efiadas para superar desniveles pronunciados en terreno montafioso volcanico. Utilizan
clotoides multiples de hasta 3 segmentos y limitan el peralte a 3—4 % y la pendiente

compuesta a 6 % en el centro del bucle (Vegagerdin, 2010).

Tabla 67 Comparacion de parametros geométricos: Peru DG-2018 vs. Islandia

Veghonnunarreglur
Parametro Peru DG-2018 Islandia Diferencia clave
Veghonnunarreglur
A. Velocidad y clasificacion
Velocidad de disefio  30-130 km/h 30-130 km/h, 11 Rangos similares;
(Tabla 204.01) escalones ambos cubren desde
(Tafla 3.1-1) vias locales hasta
autopistas
Clasificacion de vias Demanda X orografia 10 tipos de via en 4 Islandia clasifica por
(5 categorias x 4 grupos seccion transversal;
terrenos) A,B,C,D Pert por demanda y
(Tafla 2.1.1-1) terreno
B. Alineamiento horizontal
Peralte maximo 12 % fijo en zona rural ~ Variable: 8,0 % (V'<60) Islandia es el unico
tipo 4 - 5,0% (V=130) pais que reduce el
(Tabla 302.02) (Tafla 3.5.2-1) peralte
progresivamente con
la velocidad
Radio minimo a 175 m con e=12% 234 m con e=7,5% Islandia exige radio
V=80 km/h (Tabla 302.02) (Tafla 3.3.2-1) 34 % mayor a igual
velocidad
Clotoide minimaa  A,j,~80 Amin=120 Islandia exige
V=80 km/h (Tabla 302.10) (Tafla 3.3.4-1) transicion 50 % mas

larga; mayor
comodidad dindmica

Longitud max. de Liax=1336 ma V=80 L 4,=1600ma =80 Islandia permite

recta (Tabla 302.01) (Tafla 3.3.1-1) rectas algo mas largas
antes de requerir una
curva

Continua en la siguiente pagina
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(Continuacion de la Tabla 67)

Parametro Peri DG-2018 Islandia Diferencia clave
Veghonnunarreglur
Curvas en terreno Curvas de vuelta Lykkjur (bucles) Ambos tienen

escarpado

(Seccion 302.07)

R <40 m, hasta 200 gon

solucidn para terreno

(Seccion 3.3.6) escarpado; geometria
y restricciones

distintas

C. Alineamiento vertical

DVP a V=80 km/h 136 mcon=2,5s 119 m Peru 14 % mas
(Tabla 205.01-A) (Tafla 3.1-1) conservador; curvas
convexas mas largas
DVPa =100 km/h 194 m 179 m Pert 8 % mas
(Tabla 205.01-A) (Tafla 3.1-1) conservador a

velocidades mayores

7-9 %
(Tabla 303.01)

Pendiente méax. via
principal

7-10 % tipos B—C
(Tafla 3.4.1-1)

Valores similares;
Islandia permite hasta
10 % en vias tipo C

Pendiente max. via  8-10% 9-129% tipo D Islandia permite

local (Tabla 303.01) (Tafla 3.4.1-1) mayor pendiente en
vias de 1 carril por
topografia volcanica

Rampas de No especificadasenla  Obligatoriaseni > 6% Islandia exige

emergencia norma con longitud > 3 km rampas de escape en

(Seccion 3.4.3) bajadas largas y

pronunciadas

D. Seccion transversal

Ancho de carril 3,00-3,60 m 3,00-3,75m Rangos similares;
(Tabla 304.01) (Tafla 2.1.1-1) Islandia permite carril
de hasta 3,75 m en
autopistas
Bombeo en recta 2,0-2,5% 3,0-4,0% Islandia exige mayor
(Seccion 304.05) (Seccion 3.5.1) bombeo por

necesidades de
drenaje en clima
subdrtico

Nota. DVP = Distancia de Visibilidad de Parada; e = peralte; 4,5, = pardmetro minimo de clotoide.

Fuente: Elaboracion propia.

3.11.3.4 Suecia (Vigars och gators utformning - VGU) vs. Peru (DG-2018)

El sistema normativo sueco de disefio geométrico, denominado VGU (Vdgars och gators
utformning, Disefio de Carreteras y Calles), es publicado por la Administracion de Transporte
de Suecia, sustentado en la filosofia Vision Zero. El sistema se compone de tres documentos

complementarios: el Handbok, el TRVINFRA.
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El procedimiento de disefio sueco se desarrolla en tres etapas secuenciales:

* Seleccion de la velocidad de referencia. El concepto central del VGU es la Referen-
shastighet (V3), velocidad de referencia para la cual se disefia el tramo. E1 VGU selec-
ciona V' segun el tipo de via y su funcion dentro de la red de transporte (Trafikverket,
2024b).

* Sistema de doble nivel: riktvirdey grinsvirde. Cada parametro geométrico tiene dos
valores diferenciados: el riktvirde (valor guia), que aplica para construccion nueva y
representa la solucidon técnicamente Optima; y el grdnsvdirde (valor limite), que aplica
para remodelaciones de vias existentes donde las restricciones topograficas o economi-
cas impiden alcanzar el valor guia (Ministerio de Transportes y Comunicaciones del
Peru, 2018).

* Formulas explicitas de friccion. Suecia es el Gnico pais entre los seis analizados que
publica las ecuaciones continuas de friccion empleadas en el calculo de los parametros
geométricos: friccion total = 0,62 x e~*0%3" friccion lateral 1, =0,28 % e~ 000967 ¢

friccion de frenado f;, = 0,55 X e~ 00057V (Trafikverket, 2024a).

Tabla 68 Comparacion de parametros geométricos: Peru DG-2018 vs. Suecia VGU
Peru DG-2018 Suecia VGU

Parametro Diferencia clave

A. Velocidad y clasificacion

Velocidad de disefio  30-130 km/h 30-120 km/h, 10 Suecia no cubre
(Tabla 204.01) escalones velocidades menores
(Referenshastighet Vy)  a 30 km/h ni trochas
carrozables
Sistema de Excepcion tnica: Riktvirde (obra nueva)  Suecia diferencia
flexibilidad +1 % en pendiente Grdnsvdrde formalmente entre
(Tabla 303.01) (remodelacion) obra nueva y

(TRVINFRA-00396) remodelacién; mayor

trazabilidad

B. Alineamiento horizontal

Peralte maximo 12 % en zona rural

5,5 % general

Perti mas del doble;

tipo 4 (exc. 7%) permite radios mucho
(Tabla 302.02) (K236300) menores en terreno
andino
Radio minimo a 175 m con e=12 % 400 m riktvirde Suecia exige radio

V=80 km/h (Tabla 302.02)

300 m grdnsvdirde
(Tabla 8.1.6.2.2-1)

2,3X mayor; adoptar
este valor duplicaria
el costo en terreno
andino

Continua en la siguiente pdgina
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(Continuacion de la Tabla 68)

Parametro Peru DG-2018

Suecia VGU

Diferencia clave

305 mcon e=12%
(Tabla 302.02)

Radio minimo a
V=100 km/h

700 m riktvirde
550 m grdnsvdrde
(Tabla 8.1.6.2.2-1)

Diferencia de 2,3X%;
refleja filosofia
Vision Zero de
seguridad inherente

Formulas de friccion  Tablas fi 4 discretas

(Tabla 302.02)

f= 0.62 e—0,0063V
f =028 8_0’0096V
f; =055 €_O’OOS7V
(Grundvirden
3.1.2-3.1.4)

Unico pais con
formulas continuas;
permite verificacion y
actualizacion
independiente

J=0,5 m/s* fijo
(Tabla 302.10)

Jerk de clotoide

k= 000001517 | () 45
variable con V'
(TRVINFRA-00396)

Suecia adapta el jerk
a la velocidad; Pera
usa valor fijo
conservador

C. Alineamiento vertical

DVP a =80 km/h 136 mcon=2,5s

(Tabla 205.01-A)

~120m con =2,0 s
h,=0,35m
(Grundvirden 3.3.9)

Perti mas
conservador en 7;
Suecia compensa con
h, mayor

6-10%
(Tabla 303.01)

Pendiente maxima

6 % riktvdrde
8% grdnsvirde

(Tabla 8.1.6.9-1)

Valores similares;
Suecia diferencia
entre obra nueva y
remodelacion

D. Seccion transversal

Ancho de carril 3,60 m 3,50 m minimo Diferencia de 10 cm;
autopista (Tabla 304.01) (K233026) ambas dentro del
estandar internacional
Bombeo en recta 2,0-2,5% 2,5% Valores similares;
(Seccion 304.05) (TRVINFRA-00396) Suecia fija un valor

unico sin rango

E. Seguridad vial

Barrera mediana Solo autopistas de

1™ clase

Obligatoria en
motorvag
y vias de alta velocidad

Suecia exige
separacion fisica del
trafico opuesto en
mas categorias

Filosofia de No declarada
seguridad explicitamente
en la norma

Vision Zero: cero
muertes
aceptables (desde 1997)

Suecia integra la
seguridad como
objetivo normativo
explicito

E Vehiculos de diserio

Continua en la siguiente pdgina
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(Continuacion de la Tabla 68)

Parametro Peri DG-2018 Suecia VGU Diferencia clave
N.° de vehiculos 10 a mas 18 typfordon Suecia es el pais con
tipo (Seccion 202) incluye bicicleta de mayor diversidad
carga vehicular; incluye
(Grundvirden 3.2) movilidad activa
Consistencia Vs Si — ecuaciones No contemplada Perti es el tnico pais
Fitzpatrick en la norma con verificacion de
(Tabla 204.03) consistencia Vg5 en su
norma

Nota. DVP = Distancia de Visibilidad de Parada; e = peralte; = friccion total; f, = friccion lateral; f,,
= friccion de frenado; V' = velocidad de referencia; J = jerk.

Fuente: Elaboracion propia.

3.11.3.5 Reino Unido (Design Manual for Roads and Bridges - DMRB) vs. Peru (DG-
2018)

El Design Manual for Roads and Bridges (DMRB) publicado por National Highways la agen-
cia gubernamental responsable de la red vial estratégica del Reino Unido. Los documentos
clave para el disefio geométrico son el CD 109 Highway Link Design (National Highways,
2021).

El procedimiento de disefio britanico se desarrolla en tres etapas secuenciales:

* Calculo de la velocidad de diseiio. La diferencia fundamental del DMRB respecto
a todos los demés paises analizados es que la velocidad de disefio no se asigna di-
rectamente, sino que se calcula a partir de dos pardmetros medidos en el corredor
vial: el Alignment Constraint (4,) y el Layout Constraint (L,). Para calzadas sim-
ples: A, = 12 — VISI/60 + 2B/45, donde VISI es la visibilidad media armonica del
tramo y B la sinuosidad en grados/km. Los valores de 4,y L, se cruzan en la Figure 2.1
del CD 109 para obtener la velocidad de disefio en bandas: 120A/B, 100A/B, 85A/B,
70A/B, 60A/B y 50A/B kph (National Highways, 2020). Este enfoque elimina la arbi-
trariedad en la seleccion de velocidad y adapta el disefio a las caracteristicas reales del
corredor.

* Aplicacion de la tabla maestra CD 109 (Table 2.10.) Todos los parametros geométri-
cos del sistema britanico se concentran en una unica tabla maestra la Table 2.10 que
contiene, para cada banda de velocidad: distancia de visibilidad de parada (DVP), ra-
dios minimos para seis niveles de peralte (camber adverso, 2,5 %, 3,5 %, 5%, 7 %),

valores K para curvas verticales convexas y concavas, y la distancia (National High-
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ways, 2020).
* Sistema formal de relaxations. Cuando las condiciones topograficas o econémicas
impiden cumplir los valores desirable minimum de la Table 2.10, el DMRB permite

descensos escalonados . Cada relaxation equivale a descender la velocidad de disefio

(National Highways, 2020).

Tabla 69 Comparacion de parametros geométricos: Peru DG-2018 vs. Reino Unido DMRB
Parametro Peru DG-2018 Reino Unido DMRB Diferencia clave

A. Velocidad y clasificacion

Método de Tabla demanda X Calculo: 4.+ L. — UK es el tinico pais
asignacion de V orografia Figure 2.1 donde la velocidad
disefio (Tabla 204.01) en bandas A/B resulta de un calculo,
(CD 109, p. 9-10) no de una asignacion
directa
Rango de velocidad  20-130 km/h 50-120 kph UK no cubre vias
de disefio (Tabla 204.01) en 6 bandas A/B rurales de baja
(CD 109, Figure 2.1) velocidad ni trochas
Sistema de Excepcion tnica: Relaxations UK formaliza cada
flexibilidad +1 % en pendiente escalonadas: excepcion con
(Tabla 303.01) hasta 2 design speed criterios especificos
steps por tipo de via; mayor

(CD 109, Notes T. 2.10) trazabilidad

B. Alineamiento horizontal

Peralte maximo 12 % en zona rural 7 % en todas las vias Pert 71 % mas alto;
tipo 4 (CD 109, Table 2.10) UK prioriza
(Tabla 302.02) seguridad sobre
economia de
construccion
Radio minimo a 175 m con e=12 % 510 m con e=5% UK exige radio hasta
V=85 kph (Tabla 302.02) 360 m con e=7 % 2,9%x mayor; la

(CD 109, Table 2.10) diferencia de peralte
explica la mayor parte

Vias 2+1 No contempladas Si— WS2+1 UK tiene el disefo
en la norma secciones 800—-1500 m  2+1 mejor
(CD 109, Seccion 6) documentado; reduce

accidentes frontales
sin duplicar calzada

Curva de transiciéon ~ Clotoide, J=0,5 m/s’ Espiral de transicion UK permite rango de
fijo ¢=0,3-0,6 m/s> jerk segun
(Tabla 302.10) (CD 109, condiciones; Pert fija
Sec. 4.12-4.13) un valor Gnico

C. Alineamiento vertical

Continua en la siguiente pdgina
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(Continuacion de la Tabla 69)

Parametro Peru DG-2018

Reino Unido DMRB

Diferencia clave

DVP a '=85 kph 136 m con =2,5 s

(Tabla 205.01-A)

160 m desirable
(CD 109, Table 2.10)

UK 18 % mas
conservador en DVP;
genera curvas
convexas mas largas

K=26
(Tabla 303.02)

K convexo a
V=80-85 km/h

K=55 desirable
(CD 109, Table 2.10)

UK exige curvas de
cresta mas del doble
de suaves; mejora
visibilidad pero
aumenta costo

3-5%
(Tabla 303.01)

Pendiente max. en
autopista

3% desirable
4% relaxation
(CD 109, Table 5.1)

UK el mas restrictivo
en autopistas; refleja
topografia
relativamente plana

6-9%
(Tabla 303.01)

Pendiente max. via
simple

6 % desirable
8 % relaxation
(CD 109, Table 5.1)

Valores similares;
UK diferencia
desirable de
relaxation

D. Seccion transversal

Ancho de carril 3,60 m 3,65m Diferencia minima
autopista (Tabla 304.01) (CD 127, Fig. 2.1.IN1)  de 5 cm; ambas
dentro del estandar
internacional
Berma / hard Berma 3,00 m Hard shoulder 3,30 m UK denomina hard
shoulder (Tabla 304.02) obligatorio en autopistas shoulder a la berma
(CD 127) pavimentada de
emergencia; concepto
ausente en DG-2018
Bombeo en recta 2,0-2,5% 2,5% Valores similares;
(Seccion 304.05) (CD 109) UK fija un tnico
valor sin rango
Galibo vertical 5,50 m 5,30 m + margen S Pert exige el galibo
(Seccion 304.07) (CD 127) mas alto entre los seis

paises; refleja mayor
altura vehicular

permitida
E. Seguridad vial
Barrera mediana Solo autopistas de Obligatoria en UK separa
1™ clase motorways fisicamente el trafico

y vias de alta velocidad
(CD 109)

opuesto en mas
categorias de via

F. Vehiculos de diserio

Continua en la siguiente pagina
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(Continuacion de la Tabla 69)

Parametro Peri DG-2018 Reino Unido DMRB Diferencia clave
Consistencia Vs Si— ecuaciones No contemplada Peru es el unico pais
Fitzpatrick enel CD 109 con verificacion de
(Tabla 204.03) consistencia Vs
incorporada en su
norma

Nota. DVP = Distancia de Visibilidad de Parada; e = peralte; K = indice de curvatura vertical; 4, =
Alignment Constraint; L, = Layout Constraint; FOSD = Full Overtaking Sight Distance; Desirable =
valor optimo de disefio; Relaxation = valor minimo aceptable por restriccion justificada.

Fuente: Elaboracion propia.

3.11.3.6 Japon (Road Structure Ordinance - RSO) vs. Peru (DG-2018)

La Road Structure Ordinance (RSO, Doro Kozorei) es un decreto gubernamental publicado
por el MLIT (Ministry of Land, Infrastructure, Transport and Tourism) (Ministry of Land, In-
frastructure, Transport and Tourism, 2021). A diferencia de las demas normativas analizadas
que son manuales técnicos la RSO tiene rango de ley, lo que significa que ningn proyecto
vial en Japon puede desviarse de sus disposiciones sin una modificacion legislativa formal.

El procedimiento de disefio japonés se desarrolla en dos etapas secuenciales:

* Clasificacion por Tipo y Clase. La RSO clasifica las carreteras en 4 Tipos segun
su funcion y entorno: Tipo 1 (rural con control total de acceso), Tipo 2 (urbano con
control de acceso), Tipo 3 (rural sin control de acceso) y Tipo 4 (urbano sin control
de acceso). Cada Tipo se subdivide a su vez en Clases segiin el volumen de trafico
de disefio y las condiciones topograficas: Tipo 1 con Clases 14, Tipo 2 con Clases
1-2, Tipo 3 con Clases 1-5 y Tipo 4 con Clases 14 (Ministry of Land, Infrastructure,
Transport and Tourism, 2021).

* Asignacion de parametros por articulo de ley. A diferencia de los demas paises,
donde los parametros se ubican en tablas de manuales técnicos, en Japon cada
parametro geométrico esta directamente establecido en un articulo especifico del de-
creto ley. Por ejemplo, los radios minimos en el Articulo 15, las pendientes en el
Articulo 20, las distancias de visibilidad en el Articulo 19 y el peralte en el Articulo 16
(Ministry of Land, Infrastructure, Transport and Tourism, 2021). Esto otorga a lanorma
japonesa una estabilidad y obligatoriedad que ninglin otro pais puede igualar, pero
también una menor flexibilidad para adaptarse rapidamente a nuevas investigaciones

técnicas.
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Tabla 70 Comparacion de parametros geométricos: Peru DG-2018 vs. Japon RSO

Parametro Peru DG-2018

Japon RSO

Diferencia clave

A. Velocidad y clasificacion

Clasificacion de vias Demanda X orografia

(5 categorias x 4

4 Tipos X multiples
Clases

Japon usa trafico y
entorno; Pertul usa

terrenos) por volumen de trafico  demanda y orografia;
(Tabla 204.01) (Art. 3) ambos son los mas
comparables entre si
Rango de velocidad  30-130 km/h 20-120 km/h Rangos casi
de disefio (Tabla 204.01) (Art. 13) idénticos; ambos
cubren desde trochas
hasta autopistas de
alta velocidad
Sistema de Excepcion tnica: Valores estandar Japon diferencia
flexibilidad +1 % en pendiente y valores especiales formalmente entre

(Tabla 303.01)

por articulo de ley

condicion normal y
condicion topografica
restrictiva

B. Alineamiento horizontal

12 % en zona rural
tipo 4
(Tabla 302.02)

Peralte maximo

10 % Tipos 1-3
8 % zona de nieve
severa
6 % Tipo 4 urbano
(Art. 16)

Japon es el pais mas
préximo a Peru en
peralte; ambos
enfrentan topografia
montafiosa de alta
sismicidad

175 m con e=12%
(Tabla 302.02)

Radio minimo a
V=80 km/h

280 m estandar
230 m especial
(Art. 15)

Japon exige radio
60 % mayor en
condicién estandar;
diferencia explicada
por menor peralte

Radio minimo a 105 m con e=12 %

150 m estandar

Patron consistente:

V=60 km/h (Tabla 302.02) 120 m especial Japon siempre exige
(Art. 15) radios mayores a
igual velocidad
C. Alineamiento vertical
DVP a =80 km/h 136 mcon =2,5 s 110 m Pert 24 % mas

h,=1,07m, h,=0,15 m

(Tabla 205.01-A)

h,=1,20 m, h,=0,10 m
(Art. 19 y Art. 2.24)

conservador; Japon
compensa con /; mas
alta que reduce la
DVP necesaria

DVPal=100km/h 194 m

(Tabla 205.01-A)

160 m
(Art. 19)

Perti 21 % mas
conservador;
diferencia se
mantiene constante
con la velocidad

Continua en la siguiente pagina
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(Continuacion de la Tabla 70)

Parametro Peru DG-2018 Japon RSO Diferencia clave

R, convexaa V=80  K=26 ~ R,=3380 m R,=3000 m Valores similares;

km/h (Tabla 303.02) (Art. 22) Perti ligeramente mas
exigente en curvas
convexas

R, concavaa =80 K=6 =~ R,=780m R,=2000 m Japon exige radio

km/h (Tabla 303.02) (Art. 22) concavo 2,6X mayor;

mayor comodidad en
fondos de valle

5-7%
(Tabla 303.01)

Pendiente max. a
=80 km/h

4% estandar
7 % especial
(Art. 20)

Japon mas restrictivo
en condicion
estandar; valor
especial coincide con
Peru

8-10%
(Tabla 303.01)

Pendiente max. a
V=20 km/h

9 % estandar
12 % especial
(Art. 20)

Japon permite hasta
12 % en vias locales
de baja velocidad;
similar a Peru

D. Seccion transversal

Ancho de carril 3,60 m 3,50 m — Tipo 1 Clase Diferencia de 10 cm;
autopista (Tabla 304.01) 1-2 ambas dentro del
(Art. 5) estandar internacional
Galibo vertical 5,50 m 4,50 m general Pert1 exige galibo
(Seccion 304.07) 4,80 m rutas logisticas 22 % mayor; refleja

(Art. 12)

mayor altura de
vehiculos de carga en
Pert

Cuando reduccion
V > 25 km/h
(Seccion 303.05)

Carril de ascenso

En pendiente >5 %
(>3% si V' > 100 km/h)
(Art. 20)

Japon usa criterio de
pendiente; Pert usa
criterio de pérdida de
velocidad

E. Vehiculos de diseiio

N.° de vehiculos 10 a més 4 tipos: motor menor, Japon es el més
tipo (Seccion 202) pequeiio, regular y parsimonioso; 4 tipos
semirremolque cubren todo el
(Art. 4) espectro vehicular
japonés
Altura de ojo del 1,07 m 1,20 m Japoén usa la 4, mas
conductor /4, (Seccion 205.01) (Art. 2.24) alta entre los seis

paises; reduce la DVP
requerida

Continua en la siguiente pdgina
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(Continuacion de la Tabla 70)

Parametro Peru DG-2018

Japon RSO Diferencia clave

Altura de objeto 4, 0,15 m
(Seccion 205.01)

0,10 m

Japon usa el objeto

(Art. 2.24) mas bajo; combinado

con A alta genera
DVP mas cortas que

Pera
Consistencia Vs Si— ecuaciones No contemplada Pert es el unico pais
Fitzpatrick en la RSO con verificacion de
(Tabla 204.03) consistencia Vgs en su

norma

Nota. e = peralte; R, = radio de curvatura vertical; K = indice de curvatura vertical; 4, = altura del
ojo del conductor; /, = altura del objeto de parada. Los valores estdndar aplican en condiciones
normales; los valores especiales aplican cuando restricciones topograficas impiden cumplir el

estandar.

Fuente: Elaboracion propia.

3.11.3.7 Sintesis comparativa con respecto al DG-2018

La sintesis comparativa de las normativas internacionales, permitiendo identificar en que

parametros el DG-2018 peruano se encuentra por encima, dentro o por debajo del rango

internacional. La Tabla siguiente presenta la posicion relativa del DG-2018 frente a las cinco

normativas analizadas concentra los valores numéricos clave para los pardmetros de mayor

incidencia en la siniestralidad de la PE-28A.

Tabla 71 Posicion relativa del DG-2018 frente a las normativas internacionales analizadas

Parametro Noruega Islandia

N100

Suecia
VGU

Reino Japon  Posicion de
Unido RSO  Peru
DMRB

A. Alineamiento horizontal

Peralte maximo 8,0%

8,0—5,0%

5,5%

7,0 % 10,0% MAS
PERMISIVO
que todos
(12% vs.
5,5-10 %)

Rihin @ V=80 km/h 250 m 234 m

400 m

360 m 280m  MAS
PERMISIVO
que todos
(175 m vs.
234-400 m)

Clotoide 4.,i, a 125 m 120 m

V=80 km/h

190 m

— — MAS
PERMISIVO

(~80 m vs.
120-190 m)
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(Continuacion de la Tabla 71)

Parametro Noruega

N100

Islandia

Suecia
VGU

Reino
Unido

Posicion de
Peru

Japon
RSO

DMRB

Peralte variable No

con V

Si

No

No

No AUSENTE en
DG-2018
solo Islandia lo

contempla

Vias 2+1 Si

Si

Si

AUSENTE en
DG-2018
presente en 3 de
5 paises

B. Alineamiento vertical

DVP a '=80 km/h 115 m

119 m

~120 m

160 m

MAS CON-
SERVADOR
(136 m; solo
UK supera a
Pertr)

110 m

Pendiente max. 5%

autopista

4%

6%

3%

SIMILAR al
rango
internacional
(3-5%)

5%

Pendiente max. 8%

local

12%

8%

8%

12%  MAS
PERMISIVO
que Noruega,
Suecia y UK
SIMILAR a

Islandia y Japon

K convexoa V=80 ~2800m

km/h

3000 m

3100 m

K=55

MAS
PERMISIVO
(K=26 ~
3380 m; valor
similar pero
sistema
distinto)

3000 m

C. Seccion transversal

Ancho de carril 3,50 m

autopista

3,75 m

3,50m

3,65m

DENTRO
DEL RANGO
(3,60 m;
consenso
internacional)

3,50m

Berma autopista 2,75 m

3,00 m

1,50 m

3,30 m

DENTRO
DEL RANGO
(3,00 m;
comparable con
Islandia y UK)

2,50 m
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(Continuacion de la Tabla 71)

Suecia
VGU

Parametro Noruega Islandia

N100

Posicion de
Peru

Reino
Unido
DMRB

Japon
RSO

Bombeo en recta 3,0% 2,5%

3,0-4,0%

MAS
PERMISIVO
(2,0-2,5%; el
mas bajo junto
con Japon)

2,5%
1,5-2,0%

Galibo vertical 4,70— 490 m

4,90 m

470 m

MAS CON-
SERVADOR
(5,50 m; el mas
alto de todos)

5,30 m 4,50—

4,80 m

D. Seguridad vial y metodologia

Barrera mediana H5+H3

obligatoria Motorvig

MAS
PERMISIVO
solo en
autopistas de
1™ clase

Motor-
way

Tipos

Foérmulas Si
explicitas de

friccion

AUSENTE en
DG-2018

solo Suecia las
publica

Sistema formal de Fravik Riktviirde
flexibilidad /
grdnsvdrde

MAS BASICO
solo +1 %
pendiente sin
procedimiento
formal

Estandar
/ especial

Relax-
ations

Consistencia Vgs No No No

No No FORTALEZA
EXCLUSIVA
Unico pais con
ecuaciones Vgs

en la norma

Rampas de Si

emergencia

AUSENTE en
DG-2018

solo Islandia las
exige
explicitamente

Nota. (—) indica que el parametro no esta definido explicitamente en esa norma para las condiciones
equivalentes a la PE-28 A. DVP = Distancia de Visibilidad de Parada; R, ;,, = radio minimo

horizontal; K = indice de curvatura vertical; 4

min

= parametro minimo de clotoide.

Fuente: Elaboracion propia con base en (Ministerio de Transportes y Comunicaciones del Peru,
2018; Ministry of Land, Infrastructure, Transport and Tourism, 2021; National Highways, 2020,
2021; Statens vegvesen, 2019; Trafikverket, 2024a, 2024b; Vegagerdin, 2010, 2011).

233



3.11 Desarollo del trabajo de tesis | Capitulo III

3.11.3.8 Propuestas de mejora a la DG-2018

Con base en el analisis comparativo de las cinco normativas internacionales y los resultados
de los Modelos RNA N° 1 y RNA N° 2, se formularon siete propuestas de mejora a los parame-
tros geométricos de la DG-2018, priorizadas segun su viabilidad técnica para las condiciones
de la PE-28A y su correlacion con los factores de riesgo identificados por los modelos de

prediccion.

Tabla 72 Resumen de propuestas de mejora a la DG-2018 sustentadas en normativas

internacionales
N° Propuesta Valor actual Valor Pais de Impacto Prioridad
DG-2018 propuesto referencia  esperado

P1 Incorporar No Nueva Islandia Reduccion Alta
rampas de especificadas  Seccion 303.07: (Veghonn. accidentes por
emergencia en enlanorma  rampa Sec. 3.4.3)  falla de frenos
pendientes >6 % ascendente en bajadas
y longitud >3 km 8—15 %, prolongadas

Lmin=80 m

P2 Otorgar caracter  Lax Lnax=20xV,  Islandia Prevencion de  Alta
obligatorio a la referencial (obligatorio) (Tafla microsuefio y
longitud maxima  sin caracter  L,{,=6XV), 3.3.1-1) deslum-
de recta e obligatorio (nuevo Noruega bramiento
incorporar (Tabla parametro) (N100) nocturno
longitud minima  302.01)

P3  Incorporar Tablas fi,4x £=0,62¢700063V gyecia Verificacion ~ Media
férmulas discretas fs=0,28e_0’0096V (Grundvirden independiente;
continuas de (Tabla fb:O,55€_0’0057V 2024) interpolacion
friccion 302.02) rigurosa de

parametros

P4 Reducir peralte emax=12%  emax=10%en Japon Incremento Alta
maximo en (Tabla vias de 1™ y 2%* (RSO Rinin
carreteras de 1™y  302.02) clase Art. 16) 15-20 %;

2% clase reduccion
riesgo vuelco
en curva

PS5  Incorporar emax fijo por 10 % (V'<60) Islandia Mayor Media
peralte variable zona 8% (V=80) (Veghonn. seguridad en
con la velocidad  geografica 6 % (V>100) 03 tramos de alta
de disefio Tafla velocidad;

3.5.2-1) reduccion
aquaplaning
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(Continuacion de la Tabla 72)

N° Propuesta Valor actual Valor Pais de Impacto Prioridad
DG-2018 propuesto referencia  esperado
P6 Establecer 2,0-2,5% 2,0% zona Noruega Reduccion de  Alta
bombeo minimo  uniforme costera (3,0%) aquaplaning
de 3,0% en zonas (Seccion 3,0 % sierra 'y Islandia en calzada
de alta 304.05) selva alta (3,0-4,0%) htimeda;
precipitacion drenaje
efectivo en
sierra
P7 Crear seccion Inexistente Nueva Noruega, Reduccion Alta
normativa para en Seccion 302.10: Suecia, hasta 70 %
carreteras tipo el DG-2018  carriles Reino Unido accidentes
2+1 alternantes frontales sin
800-1 500 m duplicar
calzada

Fuente: Elaboracion propia.

3.11.4 Programa de alerta de accidentes de transito

3.11.4.1 Descripcion general

En el marco del presente trabajo de investigacion se desarrolld un programa de alerta de ac-
cidentes de transito para la Via Los Libertadores (PE-28A), el cual constituye la aplicacion
operativa de los modelos de red neuronal artificial elaborados. El sistema fue implementado
integramente como un archivo HyperText Markup Language (.html), y no requiere insta-
lacion de software, servidor ni conexidon permanente a internet para su funcionamiento, solo
en caso se requiera la activacion del GPS.

El programa funciona directamente en el navegador web del dispositivo mévil o computadora
del usuario. Al almacenarse el total de los 202 registros de accidentes de transito del periodo

2020-2025 dentro del propio archivo de c6digo, el sistema opera en modalidad.
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3.11.4.2 Diagrama de flujo

Abrir programa en navegador

Carga automatica

Filtrar aifio ¢Filtrar
y heatmap por ano?

¢Activa
GPS?

Iniciar rastreo GPS

Nueva lectura GPS — onPos()

Actualizar marcador + circulo de alerta

Distancias Haversine x 202 puntos

E
—
—
—
—

[NO|
Actualizar ¢Accidente
estadisticas dentro del radio?

¢Fuera del
periodo cooldown?

» Continua en Parte 2 /2

Figura 197 Diagrama de flujo - Parte 1.

Fuente: Elaboracion propia
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<« Viene de Parte 1/ 2

l

Disparar alerta — triggerAlert()

Banner A ZONA DE PELIGRO

Badge - «A PELIGRO» - Rojo parpadeante

Sl
nueva lectura

¢Sigue en
zona de riesgo?

| m

clearAlert()

l

Badge -» «<RASTREANDO>»

¢GPS
sigue activo?

Detener GPS — stopTracking() (51

¢Nuevo
rastreo?

Resetear interfaz

Figura 198 Diagrama de flujo - Parte I1.

Fuente: Elaboracion propia
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3.11.4.3 Base de datos embebida

La informacién geoespacial utilizada por el programa proviene de los registros del Observa-
torio Nacional de Seguridad Vial (ONSV), del Ministerio de Transportes y Comunicaciones
(MTC) y de la Policia Nacional del Perti (PNP), correspondientes al periodo 2020-2025.
Los 202 registros fueron codificados directamente en el archivo como un arreglo JavaScript,
donde cada elemento contiene el identificador, las coordenadas geograficas (latitud y lon-
gitud en grados decimales WGS-84) y el afio del evento, tal como se muestra en la tabla

siguiente.

Tabla 73 Estructura de cada registro de accidente en la base de datos embebida

Campo Tipo Descripcion

id Entero Identificador unico del registro
(1-202)

lat Decimal (7 dec.) Latitud en grados decimales, sis-
tema WGS-84

lon Decimal (7 dec.) Longitud en grados decimales,
sistema WGS-84

year Cadena Ano del evento: 2020, 2021,

2022, 2023, 2024 6 2025

Fuente: Elaboracion propia.

La distribucion de los 202 registros por afio se presenta en la tabla siguiente.

Tabla 74 Distribucion anual de los 202 accidentes de transito — PE-284 (2020-2025)

Ao N.°accidentes % del total Color en el mapa
2020 74 36,6 % Azul

2021 61 30,2% Verde

2022 22 10,9 % Morado

2023 10 5,0% Naranja

2024 22 10,9 % Rojo

2025 13 6,4 % Amarillo

Total 202 100 % —

Fuente: Elaboracion propia.

3.11.4.4 Tecnologias y librerias utilizadas

El desarrollo del programa empled exclusivamente de codigo abierto disponibles en la web.

El Cuadro 75 resume las herramientas utilizadas.
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Tabla 75 Tecnologias y librerias empleadas en el programa de alerta

Tecnologia / Libreria

Funcion en el programa

Leaflet.js

Leaflet.heat

CartoCDN

ArcGIS World Imagery
Web Geolocation API
Web Audio API
SpeechSynthesis API
Vibration API

Screen Wake Lock API
HTML +JS

Renderizado del mapa interactivo
Generacion del mapa de calor (heatmap)
Teselas del mapa (oscuro, claro, calles)
Teselas de vista satelital

Captura de coordenadas GPS en tiempo real
Sefial sonora de alerta

Alerta de voz en espafiol

Vibracion del dispositivo movil

Mantener pantalla encendida durante rastreo

Estructura, estilos y ldgica del programa

SISTEMA).

Fuente: Elaboracion propia.

3.11.4.5 Modulos funcionales del programa

El programa esta organizado en siete modulos funcionales que operan de manera coordinada,

tal como se ilustra en el diagrama de flujo mostrados.
A) Modulo 1 — Pantalla de presentacion.

Al abrir el archivo, se despliega una pantalla de bienvenida que muestra los datos institu-
cionales de la investigacion: nombre de la universidad, titulo de la tesis, nombre del autor,
asesor y aio. El mapa y los controles se cargan en segundo plano durante esta fase. El usuario

accede al sistema tocando cualquier area de la pantalla o presionando el boton «INGRESAR AL

B) Moédulo 2 — Inicializacion del mapa y datos.

Al ingresar al sistema se ejecutan automaticamente las siguientes acciones:

* Inicializacion del mapa centrado en las coordenadas (—13,44°; —75,19°), correspon-

dientes al punto central de la PE-28A.

* Representacion de los 202 marcadores sobre el mapa, diferenciados por color segtn el

afno del evento.

* Generacion del mapa de calor con gradiente de color azul — amarillo — rojo, que

permite identificar visualmente las zonas de mayor concentracion de accidentes.

 Activacion de todos los controladores de eventos para los controles de filtro, capas de

mapa, tema visual y rastreo GPS.
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C) Médulo 3 — Filtros y visualizacion.

El panel lateral deslizante permite al usuario configurar los siguientes parametros de visual-
izacion:
* Filtro por aiio: seleccion de uno de los seis afios del periodo 20202025, que actualiza
simultaneamente los marcadores visibles y el mapa de calor.
» Capa de mapa: cuatro opciones disponibles: oscuro, claro, satelital y calles.
* Mapa de calor: activacion o desactivacion con un solo toque.
* Leyenda: tabla de colores por afio con el conteo de eventos y la posicion GPS en

tiempo real.
D) Médulo 4 — Rastreo GPS en tiempo real.

Al presionar el boton «AcTIVAR GPSy, el sistema inicia el rastreo continuo de posicion me-
diante la API nativa navigator.geolocation.watchPosition(), configurada con los pa-

rametros presentados.

Tabla 76 Parametros de configuracion del rastreo GPS

Parametro Valor Descripcion
enableHighAccuracy true Activa el GPS del hardware
timeout 3km Espera méaxima por senal
maximumAge 0 solo posicion

Fuente: Elaboracion propia.

Simultaneamente, el sistema solicita el bloqueo de pantalla encendida (Wake Lock) para evitar
que el dispositivo entre en reposo durante el rastreo. Cada actualizacion de posicion ejecuta
la funcién onPos (), que actualiza el marcador del usuario, el circulo de radio de alerta y los

valores de latitud, longitud, precisioén y velocidad en la interfaz.
E) Mo6dulo 5 — Calculo de proximidad mediante la formula de Haversine.

Por cada nueva lectura GPS, el sistema calcula la distancia entre la posicion del usuario y

cada uno de los 202 puntos de accidente mediante la formula de Haversine, expresada como:

d=2R- arctan<\/5, V1- a> (3.26)

donde:

A
a= S€n2<7¢> + CcOS @ - COS @y -sen2<%j“> (3.27)
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siendo R = 6371000 m el radio medio de la Tierra, ¢;, ¢, las latitudes de los dos puntos
(en radianes) y Ap, A4 las diferencias de latitud y longitud, respectivamente. El resultado d

es la distancia geodésica en metros sobre la superficie esférica terrestre.
F) Modulo 6 — Sistema de alerta multimodal.

Si al menos uno de los 202 puntos queda dentro del radio de alerta configurado y ha transcur-

rido el periodo de enfriamiento , el sistema dispara simultdneamente tres tipos de alerta:

* Alerta sonora (beep): sintetizada mediante la Web Audio API.

+ Alerta de voz: el navegador pronuncia la frase «Riesgo de accidente».

* Alerta de vibracion: el dispositivo movil emite el patron de vibracion.

» Alerta visual: se despliega un banner rojo con el identificador del accidente mas cer-

cano y la distancia exacta en metros; el indicador de estado del encabezado cambia a

PELIGRO.

Tabla 77 Niveles de intensidad de la alerta sonora segun distancia

Distancia al accidente Intensidad Descripcion

d <150 m 1,0 (maxima)  Peligro inminente
150m <d<r2 0,8 Peligro proximo
r2<d<r 0,6 Peligro en el limite

r =radio de alerta configurado por el usuario.

Fuente: Elaboracion propia.

G) Moédulo 7 — Detencion y reseteo.

Al presionar «DETENER GPS», el sistema cancela el rastreo mediante , elimina el marcador y
el circulo de alerta del mapa, cancela cualquier alerta activa y restablece todos los indicadores

de la interfaz a su estado inicial.
3.11.4.6 Parametros configurables del sistema

La tabla siguiente resume los parametros que el usuario puede ajustar durante el uso del

programa.
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Tabla 78 Pardmetros configurables del programa de alerta

Parametro Por defecto Rango Descripcion

Radio de alerta 300 m 100-3000 m  Distancia de detec-
cion

Intervalo de alerta 10s 5s—5min Tiempo entre repeti-
ciones

Alerta sonora Activada On / Off Beep por Web Audio
API

Alerta de voz Desactivada  On / Off SpeechSynthesis
API

Capa de mapa Oscuro 4 opciones Oscuro, claro, sat.,
calles

Filtro de afio Todos 2020-2025 Filtra marcadores y
heatmap

Mapa de calor Activado On / Off Visualizacion de
densidad

Fuente: Elaboracion propia.

3.11.4.7 Instrucciones de uso del programa

A continuacion se describen los pasos necesarios para la instalacion, configuracion y uso

correcto del programa de alerta de accidentes de transito en la PE-28A.

Tabla 79 Procedimiento de uso del programa de alerta de accidentes para recorridos en la
carretera PE-284

Paso Accién Descripcion

1 Abrir el programa Abrir Programa_de_alerta_de_accidentes.html en el
dispositivo y abrirlo con el navegador web. Tocar «INGRESAR
AL SISTEMA» para continuar

2 Explorar el mapa Visualizar el mapa interactivo con los 202 puntos de
accidente (marcadores de colores y mapa de calor). Usar
zoom, desplazamiento y tocar marcadores para ver el detalle
de cada accidente

3 Configurar parametros Abrir el panel «Controles» y ajustar: radio de alerta
(100-3 000 m, por defecto 300 m), capa de mapa, filtro por
ano, beep sonoro, voz de alerta, intervalo de repeticion'y
activacion del mapa de calor

4  Activarrastreo GPS  Presionar «Activar GPS» y conceder el permiso de
ubicacion solicitado por el navegador. El estado cambiard a
«RASTREANDOY (verde pulsante) y el mapa se centrara en la
posicion actual

Continua en la siguiente pagina
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(Continuacion de la Tabla 79)

Paso Accion Descripcion

5  Monitorear durante el La barra inferior muestra en tiempo real Cerca Alertas 'y
recorrido Metros Cercano. Al ingresar en zona de riesgo se activan:
beep, voz «Riesgo de accidentey, vibracion y banner «ZONA
DE PELIGROW; al alejarse, la alerta se cancela
automaticamente

6  Detener el rastreo Presionar «Detener GPS» para finalizar. Todos los
indicadores retornan al estado inicial. El rastreo puede
reiniciarse en cualquier momento repitiendo el Paso 4

Fuente: Elaboracion propia.

A) Paso 1: Apertura del programa.

Transferir el archivo Programa de alerta de accidentes.html al dispositivo y abrirlo

con el navegador web.

UNIVERSIDAD NACIONAL DE SAN CRISTOBAL DE HUAMANGA
ESCUELA PROFESIONAL DE INGENIERIA CIVIL

ALERTA DE ACCIDENTE
DE TRANSITO

ViA LOS LIBERTADORES (PE-
28A)

TESIS: Prediccion de accidentes de transito mediante redes neuronales y

optimizacion del disefio geométrico conforme a normas internacionales y
DG-2018 en la Via Los Libertadores (PE-28A), Ayacucho.

Autor: Bach. Allccahuaman Andia, Sécrates Asesor: Dr. Ing arbe Alarcén, Hemerson

T Lugar: Ayacucho — Perii - Afo: 2026

i INGRESAR AL SISTEMA

Figura 199 Paso 1: Apertura del programa.

Fuente: Elaboracion propia

B) Paso 2: Exploracion del mapa.

Al ingresar se visualizara el mapa interactivo de la PE-28A con los 202 puntos de accidente

representados por marcadores de colores y el mapa de calor superpuesto.
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@ ALERTA DE ACCIDENTE DE TRANSITO - ViA LOS LIBERTADORES (PE-28A)

2020-25 ACTIVAR GPS

Figura 200 Paso 2: Exploracion del mapa.

Fuente: Elaboracion propia

C) Paso 3: Configuracion de parametros (panel lateral).

Presionar el boton «Controles» ubicado en el borde derecho de la pantalla para abrir el panel

lateral. Desde este panel se pueden ajustar.

Figura 201 Paso 3: Configuracion de parametros (panel lateral).
Fuente: Elaboracion propia
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L] Oscuro (Dark)

@ # Claro(

O i« satslite

[ ] Maps

Todos (202)

( 2025 (13) )

Figura 202 Paso 3: Configuracion de parametros.
Fuente: Elaboracion propia

D) Paso 4: Activacion del rastreo GPS.

Presionar el boton «Activar GPS» ubicado en la barra inferior de la pantalla. El navegador

solicitara permiso para acceder a la ubicacion del dispositivo; debe concederse el permiso.

@ ALERTA DE ACCIDENTE DE TRANSITO - ViA LOS LIBERTADORES (PE-28A)

DETENER GPS

Figura 203 Paso 4: Activacion del rastreo GPS.

Fuente: Elaboracion propia
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E) Paso 5: Durante el recorrido.

Alerta de riesgo de accidente de transito.

© A PELIGR

@ ALERTA DE ACCIDENTE DE TRANSITO - ViA LOS LIBERTADORES (PE-28A)

Ty

A ZONA DE PELIGRO

Accidente #115- May 2021

| DETENER GPS

Figura 204 Paso 5: Durante el recorrido.
Fuente: Elaboracion propia

F) Paso 6: Detencion del rastreo.

Presionar nuevamente el boton «Detener GPS» para finalizar el rastreo. Todos los indi-

cadores retornaran a su estado inicial.

@ ALERTA DE ACCIDENTE DE TRANSITO - ViA LOS LIBERTADORES (PE-28A)

p ;"qQ

Accidente N° 201

132237434

Huancavelica - Ica

ONSV - MTC - PNP

ACTIVAR GPS

Figura 205 Paso 6: Detencion del rastreo y ubicacion de accidentes de transito..
Fuente: Elaboracion propia
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Accidente N° 201
("AR0 2025 )

-

-13.2237434°
-74.2800291°

Mar 2025

PE-28A - Los Libertodores
#20

13 accidentes en 2025

Ayacucho —
Huancavelica - Ica

ONSV - MTC - PNP

Figura 206 Datos de accidente de transito.

Fuente: Elaboracion propia
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Figura 207 Programa ejecutado en el celular.
Fuente: Elaboracion propia
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CAPITULO

|AY Resultados

4.1 Analisis y contrastacion de hipotesis

La presente seccion contrasta las hipdtesis formuladas en el Capitulo III con los resultados
obtenidos en los cuatro ejes de investigacion: Modelo RNA N°01, Modelo RNA N°02, anali-

sis normativo comparativo y programa de alerta GPS.

4.1.1 Hipotesis general

Hipétesis general: La implementacion de dos modelos de redes neuronales artificiales para
la clasificacion de la peligrosidad de accidentes de transito, combinada con el andlisis com-
parativo de la norma DG-2018 con normativas internacionales de disefio geométrico vial
y la implementacién de un programa de alerta basado en geolocalizacion, contribuira a la
prediccion y reduccion de los accidentes de transito en la Via Los Libertadores (PE-28A),
Ayacucho.

Resultado: Se acepta la hipotesis general. Los resultados obtenidos en los cuatro ejes de
investigacion demuestran que: (i) el Modelo RNA N°01 alcanzo6 un accuracy de evaluacion
de 90,48 % y AUC-ROC de 0,9818; (ii) el Modelo RNA N°02 alcanz6 un accuracy de eval-
uacion de 98,00 % y AUC-ROC de 0,9985; (iii) el analisis normativo identificé deficiencias
técnicas en la DG-2018 y formulé siete propuestas de mejora sustentadas en normativas inter-
nacionales; y (iv) el programa de alerta GPS integra los 202 registros historicos de la PE-28A,

siendo una herramienta de seguridad vial para conductores.

4.1.2 Hipotesis 01: Modelo RNA N°01

Hipétesis: El Modelo RNA N°01 (clasificacion binaria: riesgo Menor o riesgo mayor), en-
trenado con 202 registros histéricos de accidentes de transito de la Via Los Libertadores
(PE-28A) y variables del disefio geométrico, condiciones climaticas, caracteristicas del sinie-
stro y factores viales conforme a la norma DG-2018, alcanza un nivel de precision alto para
la prediccion de accidentes de transito.

Criterio de aceptacion: Accuracy > 90 % y AUC-ROC > 0,90 en el conjunto de evaluacion.
Resultado: Se acepta la hipotesis especifica a). El Cuadro 80 presenta las métricas de

desempefio del Modelo RNA N°01 en las tres particiones de datos.
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Tabla 80 Métricas de rendimiento del Modelo RNA N°01 en todas las particiones

Métrica Train (70 %) Val (20 %) Test (10 %) Umbral
Accuracy 96,43 % 95,12% 90,48 % >90%
Precision (macro) 96,41 % 95,24 % 90,45 % >90%
Recall (macro) 96,45 % 95,45 % 90,45 % >90%
F1-Score (macro) 96,42 % 95,12% 90,45 % >90 %
AUC-ROC (macro) — — 0,9818 >0,90

Fuente: Elaboracion propia.

El modelo de la RNA N°01 clasifica muy bien, esta sobre el umbral de excelencia.

A) Arquitectura de la RNA°01:

La Figura siguiente muestra la topologia definitiva del Perceptron Multicapa:

23-564—48—-32—-16—-8—-2, con 5 capas ocultas y 6,906 parametros totales. La ar-

quitectura garantiza una abstraccion progresiva de los patrones: la primera capa oculta (64

neuronas) extrae caracteristicas primarias; las capas intermedias (48, 32, 16) combinan

y abstraen representaciones progresivamente mas compactas; la quinta capa oculta (8

neuronas) genera la representacion final pre-clasificacion; y la capa de salida (2 neuronas

con Softmax) produce las probabilidades (RIESGO MENOR=0) y (RIESGO MAYOR=1).

ARQUITECTURA DE LA RED NEURONAL ARTIFICIAL (MLP)

Topologia: 23 -» 64 - 48 - 32 - 16 - 8 » 2 (5 capas ocultas)

Optimizador: Adam | L2: a=0.05 | Batch: 64 | Early Stopping: pac=20 | Epocas: 48
Parametros totales: 6,906

m
z
=
=
o
>
o
o]
c
]
>
=
o
o
c
]
N

o

(o]

c

w

o
0

c

=

>

o
(e}

c

o

>

v

Figura 208 Arquitectura del Perceptron Multicapa de la RNA N°01

Fuente: Elaboracion propia

RIESGO MAYOR

RIESGO MENOR

B) Resumen de métricas de evaluacion de la RNA: Precision, Recall, F1-Score y Accu-

racy

Las Figura siguiente presentan el analisis de las métricas de clasificacion de Precision, Recall

y F1-Score macro por particion de datos, asi como su comparacion conjunta con el Accuracy.
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Se evaluan sobre las tres particiones: entrenamiento (70%, n = 140), validacion (20%, n =

41) y evaluacion (10%, n = 21).

Comparacion de las 4 métricas
105

100

96.43% 96.41% 96.45% 96.42%

o
95.12% 95.24% 95-45% o5 150,

-==- Excelente = 95% W Precision
Aceptable = 90% mmm Recall
W Accuracy mmm Fl-Score

Entrenamiento Validacion Evaluacion
(70%, n=140) (20%, n=41) (10%, n=21)

Valor (%)

0
o

oo
v ]

Figura 209 Comparacion de las 4 métricas por particion.
Fuente: Elaboracion propia

El andlisis revela tres hallazgos. Primero, la consistencia entre métricas: en las tres par-
ticiones, Accuracy, Precision, Recall y F1-Score presentan valores practicamente idénticos.
Las particiones de entrenamiento y validacion alcanzan el nivel de excelente (> 95%), mien-
tras que la de evaluacion la mas relevante por corresponder a datos nunca vistos supera el
umbral aceptable (> 90%) en todas las métricas, validando la prediccion de accidentes en la

Via Los Libertadores (PE-28A).
C) Frontera de decision:

La Figuras siguientes presenta la proyeccion de los 202 registros viales en un espacio bidimen-
sional obtenido mediante el Andlisis de Componentes Principales (PCA, Principal Compo-
nent Analysis), con el proposito de visualizar la frontera de decision aprendida por el modelo
RNA. El modelo opera sobre 23 variables de entrada la reduccion dimensional mediante PCA
permite representar graficamente la separacion entre clases. Los dos primeros componentes

principales retienen el siguiente porcentaje de varianza:

PC1 + PC2 =322% + 14.6% = 46.8% de la varianza total 4.1)

Esto implica que la figura conserva el 46.8% de la informacion original, mientras que el
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53.2% restante distribuido entre los 21 componentes adicionales no es visible en 2D.

A) Clase Real vs Frontera de Decision
E=RIESGO MENOR A=RIESGO MAYOR --=Frontera

B Real: RIESGO MENOR (n=106)

A Real: RIESGO MAYOR (n=96) u
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PC1 — 32.2% varianza

Figura 210 Clase Real vs Frontera de Decision.
Fuente: Elaboracion propia

D) Curva ROC y irea bajo la curva (AUC) del modelo RNA:

La Figura presenta la Curva ROC (Receiver Operating Characteristic) del modelo RNA-
MLP, evaluada sobre el conjunto de evaluacion independiente (n = 21 registros, 10% del
total). Esta curva grafica la relacion entre la Tasa de Verdaderos Positivos (TPR) y la Tasa
de Falsos Positivos (FPR) al variar el umbral de decision del modelo desde 0.0 hasta 1.0,

permitiendo evaluar la capacidad de clasificar de la RNA.

A) Curvas ROC — AUC Macro = 98.18%
1.0

|

0.8

4 Punto de operacién (umbral = 0.50)
0.6 MAYOR - TPR = 0.900 | FPR = 0.091
. MENOR - TPR = 0.909 | FPR = 0.100

Tasa de Verdaderos Positivos (TPR)

0.4
0.2
Clasificador Aleatorio (AUC = 50.00%)
e RIESGO MENOR (AUC = 98.18%)
== RIESGO MAYOR (AUC = 98.18%)
0.0
0.0 0.2 0.4 0.6 0.8 1.0

Tasa de Falsos Positivos (FPR)

Figura 211 Curva ROC y area bajo la curva (AUC) del modelo RNA.

Fuente: Elaboracion propia

251



4.1 Analisis y contrastacion de hipotesis | Capitulo IV

E) Pérdida vs. Epocas:

Muestra el error del modelo en cada época. Ambas curvas bajan progresivamente, el cual
el modelo aprende. La curva naranja (validacion) alcanza su punto minimo en la época 29
(val_loss = 0.0608), ese es el mejor momento del modelo. Después sube levemente porque
empieza a sobreajustarse. El early stopping detectd eso, esperd 20 épocas mas sin mejora,

par6 en época 48 y restauro los pesos de época 29. Los pesos de época 48 fueron descartados.

Pérdida vs Epocas

] —— Entrenamiento (final: 0.1100)

08 '
: Validacién  (final: 0.0663)
1 @ Punto época 29: val_loss=0.0608
1
1
0.7 i
1
1
1
06 i
1
1
1
1
05 ]
© 1
o 1
5 1
o 1
& 0.4 :
1
1
1 -
0.3 ] Epoca 48 — pesos
1 descartados por
1 early stopping
1
1
0.2
C 1
1
1
01 |
1
0 10 20 30 40 50
Epocas

Figura 212 Pérdida (loss) vs. Epocas

Fuente: Elaboracion propia

F) Accuracy vs. Epocas:

Accuracy vs Epocas

1
1
1.0 |

Epoca 29 — Punto
Entre 3%
o

0.9

4
)

Accuracy
o
~

0.6
=== Entrenamiento (final: 98.57%)

s validacién (final: 97.56%)
@ Punto validacion  (época 29): 95.12%
‘ Punto Entren. (época 29): 96.43%

0.4 A Max. val (época 11): 97.56%

0 10 20 30 40 50
Epocas

Figura 213 Accuracy vs. Epocas
Fuente: Elaboracion propia
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El modelo aprendio sin overfitting. El early stopping funcion6 correctamente. La diferencia
entre Accuracy de entrenamiento (96.43%), Accuracy de validacion (90.12%) y Accuracy de

evaluacion (90.48%) lo que confirma que el modelo generaliza bien ante datos nuevos.

G) Riesgo de accidente por departamento, provincia y distrito.

Por Departamento Por Provincia
(Ordenado por progresiva km, inicio - fin de via) (Ordenado por progresiva km, inicio - fin de via)

= Riesgo Menor (0) 60 == Riesgo Menor (0)
= Riesgo Mayor (1) == Riesgo Mayor (1)

n=63 a3
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Figura 214 Riesgo de accidentes por departamento y provincia.
Fuente: Elaboracion propia.

Por Distrito
(Ordenado por progresiva km, inicio - fin de via)
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Figura 215 Riesgo de accidentes por distrito
Fuente: Elaboracion propia.
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H) Programa RNA N°01: Prediccion de accidentes de transito

El Modelo RNA N°1 fue exportado como aplicacion web denominada. El programa per-
mite clasificar cualquier tramo de la Via Los Libertadores PE-28 A y carreteras nacionales en
Riesgo menor o Riesgo mayor de accidente de transito, a partir del ingreso de 23 variables
geométricas, climaticas, temporales y de peligrosidad vial, con funcionamiento en disposi-

tivos moéviles para uso en campo.

UNIVERSIDAD NACIONAL DE SAN CRISTOBAL DE HURMANGA

ad de Ingenieria de Minas, Geologia y Civil

Prediccién de accidentes de trénsito mediante redes neuronales y optimizacién del disefio geométrico conforme a normas internacionales y DG-

2018 en la Via Los Libertadores (PE-28A), Ayacucho.

Prediccion de Accidentes
de Transito

Figura 216 Paso 1: Abrir el programa

Fuente: Elaboracion propia

Enlace de descarga del programa RNA N°01:

Descargar Aqui el programa RNA N° 01 (doble click)

4.1.3 Hipotesis 02: Modelo RNA N°02

Hipotesis: El Modelo RNA N°02 (clasificacion multiclase: riesgo bajo, riesgo medio y
riesgo alto), entrenado con 2,997 registros de datos geométricos de la Via Los Libertadores
(PE-28A) modelados en AutoCAD Civil 3D, alcanza un nivel de precision alto para predecir

el nivel de riesgo de accidentes de transito en tramos viales.
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Criterio de aceptacion: Accuracy > 90 %, AUC-ROC > 0,90 y F1-Score macro > 0,90 en
el conjunto de evaluacion.
Resultado: Se acepta la hipotesis especifica b). El Cuadro 81 presenta las métricas de

desempefio del Modelo RNA N°02 en las tres particiones de datos.

Tabla 81 Métricas de rendimiento del Modelo RNA N°02 en todas las particiones

Métrica Train (70 %) Val (20 %) Test (10 %) Umbral
Accuracy 97,66 % 97,83 % 98,00 % >90 %
Precision (macro) 95,17 % 96,07 % 95,71 % >90%
Recall (macro) 97,56 % 97,35% 97,92 % >90 %
F1-Score (macro) 96,23 % 96,69 % 96,69 % >90%
AUC-ROC (macro) — — 0,9985 >0,90

Fuente: Elaboracion propia.

El modelo de la RNA N°02 clasifica muy bien, esta sobre el umbral de excelencia.

A) Arquitectura del Modelo RNA N°2

Se muestra la topologia definitiva del MLP: 15—-128—-64—32—16—3, con 4 capas ocultas.
La arquitectura sigue un patrén de reduccion progresiva: capas iniciales amplias capturan
representaciones de baja abstraccion, mientras que las capas posteriores comprimen la in-
formacion en representaciones de alta abstraccion que facilitan la clasificacion entre las tres

clases de riesgo, los cuales son riego menor = 0, riesgo medio = 1 y riesgo = 2.

ARQUITECTURA DE LA RED NEURONAL ARTIFICIAL (MLP)
Topologia: 15 — 128 - 64 - 32 - 16 — 3

Optimizador: Adam | L2: alpha=0.005 | Batch: 32 | Early Stopping: pac=30
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3 neuronas

Activacion: Softmax

ENTRADA OCULTA1 OCULTA 2 OCULTA3 OCULTA 4

15 neuronas 128 neuronas 64 neuronas 32 neuronas 16 neuronas

Activacion: - Activacion: ReLU Activacion: ReLU Activacion: ReLU Activacion: ReLU

Figura 217 Arquitectura de la red neuronal N°02: 15—128—-64—32—16—3. Optimizador Adam -
L2 a=0.005 Batch=32 Epocas=66.

Fuente: Elaboracion propia
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B) Resumen de métricas de evaluacion de la RNA: Precision, Recall, F1-Score y Accu-

racy

Las figuras siguientes presentan el analisis de Precision, Recall, F1-Score y Accuracy (prome-
dio macro) en las tres particiones del dataset: entrenamiento (70%, n = 2,097), validacién

(20%, n = 600) y evaluacion (10%, n = 300).

Comparacion de las 4 métricas
RNA N°02 — Prediccién Multiclase de Riesgo Vial

102

100

98.00% 97.92%

%8 T 97.83%

Valor (%)

== Excelente = 95% W= Precision
----- Aceptable 2 90% mm Recall
- Accuracy s F1-Score

Entrenamiento Validacion Evaluacién
(70%, n=2,097) (20%, n=600) (10%, n=300)

Figura 218 Comparacion de las 4 métricas por particion — RNA N°02.

Fuente: Elaboracion propia

Las cuatro métricas son consistentes entre siy entre particiones, sin degradacion significativa,
confirmando ausencia de sobreajuste. El Accuracy alcanza su valor maximo en evaluacion
(98.00%), resultado atribuible a la regularizacion L2 (a = 0.05) y al Early Stopping en la
época Optima 36. Todas las métricas superan el umbral de excelencia (> 95%) en las tres
particiones, validando la capacidad predictiva del modelo RNA N°02 para la clasificacion

multiclase de niveles de riesgo vial en la Via Los Libertadores PE-28A.
C) Frontera de decision en el espacio PCA bidimensional

La figuras presenta las predicciones de la RNA proyectadas en el espacio bidimensional gen-
erado por el Andlisis de componentes principales (PCA), donde PC1 explica el 48.2% y PC2
el 11.8% de la varianza total, acumulando en conjunto el 59.9%. Dado que la RNA opera en
un espacio de 15 dimensiones en el espacio original para que el modelo prediga la clase en

2D.
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A) Clase Real vs Frontera de Decisién RNA
-- = Fronteras entre clases

Real: Riesgo Bajo (0) (n=316)

25 Real: Riesgo Medio (1) (n=883) A
A Real: Riesgo Alto (2) (n=1798)
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PC1— 48.2% varianza

Figura 219 Clase real vs frontera de decision del RNA.

Fuente: Elaboracion propia

D) Curvas ROC y area bajo la curva (AUC)

La figura presenta las curvas ROC del modelo RNA N°2 evaluadas sobre el conjunto de

evaluacion (n = 300 registros).

A) Curvas ROC — AUC Macro = 0.9985
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Figura 220 Curvas ROC y area bajo la curva (AUC).

Fuente: Elaboracion propia
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El AUC Macro del modelo alcanz6 0.9985. Las tres curvas se ubican en la esquina superior
izquierda del espacio ROC, alejadas de la diagonal del clasificador aleatorio (AUC = 0.50),

lo que confirma que el modelo RNA N°2 predice excelente las 3 clases.
E) Pérdida vs. Epocas:

Ambas curvas descendieron rapidamente y convergieron de forma estable. El minimo de
validacion se alcanzé en la época 36 (val_loss = 0.0868), correspondiente a los mejores pesos

del modelo. La zona sombreada reducida entre curvas confirma ausencia de sobreajuste.

Pérdida vs Epocas

—— Entrenamiento (final: 0.1178)
08 Validacion  (final: 0.0936)
@ Punto época 36: val_loss=0.0868

0 10 20 30 40 50 60
Epocas

Figura 221 Pérdida vs épocas.

Fuente: Elaboracion propia

F) Accuracy vs épocas:

Las curvas de entrenamiento (96.95%) y validacion (96.33%) se mantuvieron paralelas du-
rante todo el entrenamiento. En la época 36 el modelo registré Train = 97.66% y Val =

97.83%, alcanzando el maximo de validacion en la época 37 con 98.00%.

Accuracy vs Epocas

Accuracy

0 10 20 30 40 50 60
Epocas

Figura 222 Accuracy vs épocas.
Fuente: Elaboracion propia
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G) Riesgo de accidente por departamento, provincia y distrito.

Provincia
(Ordenado por progresiva km, inicio ~ fin de via)

Departamento
(Ordenado por progresiva km, inicio - fin de via)

Ne de Registros
Ne de Registros

o
o ) S N
o \,y‘;, o5 e @\"ﬁ‘\*«

K

o »
© & (f)"

Figura 223 Riesgo de accidentes por departamento y provincia.
Fuente: Elaboracion propia.
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Figura 224 Riesgo de accidentes por distrito.

Fuente: Elaboracion propia.

H) Programa RNA N°02: Prediccion de accidentes de transito

El Modelo RNA N°2 fue exportado como aplicacion web denominada PROGRAMA RNA
N°02: Prediccion de Nivel de Riesgo Vial, desarrollada en Python en el entorno JupyterLab.
El programa permite clasificar cualquier tramo de la Via Los Libertadores PE-28A en tres

niveles de riesgo: Riesgo Bajo, Riesgo Medio o Riesgo Alto de accidente de transito, a
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partir del ingreso de 15 variables geométricas y de peligrosidad vial, con funcionamiento en

dispositivos mdviles para uso en campo.

UNIVERSIDAD NACIONAL DE SAN CRISTOBAL DE HUAMANGA

Prediccién de accidentes de transito mediante redes neuronales y optimizacién del disefio geométrico conforme a normas internacionales y DG-2018 en la Via Los
Libertadores (PE-28A), Ayacucho.

Prediccion de Accidentes

de Transito

Figura 225 Paso 1: Abrir el programa

Fuente: Elaboracion propia

Enlace de descarga del programa RNA N°02:

Descargar Aqui el programa RNA N° 02 (doble click)

4.1.4 Hipotesis 03: Analisis normativo comparativo

Hipotesis: La comparacion de los parametros del disefio geométrico de la norma DG-2018
con las normativas internacionales de Noruega, Islandia, Suecia, Reino Unido y Japon per-
mite identificar deficiencias en el disefio actual de la Via Los Libertadores (PE-28A) y for-
mular propuestas de mejora orientadas a optimizar su seguridad vial.

Criterio de aceptacion: Identificacion de parametros clasificados como deficientes respecto
a las normativas internacionales y formulacion de propuestas de mejora técnicamente susten-
tadas.

Resultado: Se acepta la hipétesis especifica ¢). La comparacion sistematica de 12 para-
metros geométricos entre la DG-2018 y cinco normativas internacionales revelo deficiencias

técnicas significativas, especialmente en peralte maximo (12 % vs. 5,5-10 % en paises de
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referencia), ausencia de rampas de emergencia obligatorias y cardcter no obligatorio de la
longitud maxima de recta. Como resultado se formularon siete propuestas de mejora (P1—

P7) presentadas en el Cuadro 82.

Tabla 82 Propuestas de mejora a la DG-2018 sustentadas en normativas internacionales

N° Propuesta Valor propuesto Referencia Prioridad

P1 Rampas de emergencia en Rampa 8-15 %, Islandia Alta
pendientes >6 % y longitud  L,,;,=80m
>3 km

P2 Caracter obligatorioa L5, Ly = 20XV,; Islandia / Alta
de recta e incorporar L., Lo = 6XxV, Noruega

P3  Foérmulas continuas de f=0,62 e~0.00637 Suecia Media
friccion lateral

P4 Reducir e,z a 10% en emax = 10% (vs. 12% Jap6n Alta
carreteras Ira y 2da clase actual)

P5 Peralte variable segun 10 %—8 %—6% Islandia Media

velocidad de disefio

P6  Seccion normativa para vias  Carriles 800—1 500m  Noruega/Suecia/UKMedia

2+1
P7 Bombeo minimo 3,0 % en biin = 3,0% (vs. Noruega / Media
zonas de alta precipitacion 2,0 % actual) Islandia

Fuente: Elaboracion propia.

4.1.5 Hipotesis 04: Programa de alerta de accidentes

Hipétesis: El desarrollo e implementacion de un programa de alerta de accidentes de transito
que integre los registros historicos georreferenciados de la PE-28A y rastreo GPS constituye
una herramienta de seguridad vial viable para conductores en la Via Los Libertadores (PE-
28A).

Criterio de aceptacion: Implementacion funcional con deteccion correcta de zonas de
riesgo, activacion de alertas dentro del radio configurable y disponibilidad.

Resultado: Se acepta la hipotesis especifica. EIl programa desarrollado como archivo
HTML autocontenido integra los 202 registros georreferenciados (2020-2025), rastreo GPS
en tiempo real mediante la API de geolocalizacion del navegador y sistema de alerta (sonoro

y vibracién). La tabla 83 resume las caracteristicas verificadas.
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Tabla 83 Caracteristicas técnicas verificadas del programa de alerta GPS

Caracteristica

Valor

Registros integrados

Funcionamiento

Calculo de proximidad
Radio de alerta configurable
Alerta sonora

Alerta de voz

Alerta de vibracion

Mapa de calor de siniestralidad

Compatibilidad

202 georref. 2020-2025

100 % con internet por el
GPS

Haversine X 202 puntos
100 —3 000 m
Web Audio

Sonido “Riesgo de
accidente”

Vibration
Leaflet.heat (azul—rojo)

Android, Windows, otros

Fuente: Elaboracion propia.

A) Apertura del programa.

Transferir el archivo TESIS_PROG_ALERTA_DE_ACCIDENTES.html al dispositivo y abrirlo

con el navegador web.

UNIVERSIDAD NACIONAL DE SAN CRISTOBAL DE HUAMANGA
ESCUELA PROFESIONAL DE INGENIERIA CIVIL

ALERTA DE ACCIDENTE
DE TRANSITO

VIiA LOS LIBERTADORES (PE-
28A)

TESIS: Prediccion de accidentes de transito mediante redes neuronales y
optimizacion del disefio geométrico conforme a normas internacionales y
DG-2018 en [a Via Los Libertadores (PE-28A), Ayacucho.

Autor: Bach. Allccahuaman Andi izarbe Alarcon, Hemerson

T Lugar: Ayacucho — Perii - Afi

i INGRESAR AL SISTEMA

Figura 226 Paso 1: Apertura del programa.

Fuente: Elaboracion propia
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B) Exploracion del mapa.

Al ingresar se visualizara el mapa interactivo de la PE-28A con los 202 puntos de accidente

representados por marcadores de colores y el mapa de calor superpuesto.

@ ALERTA DE ACCIDENTE DE TRANSITO - ViA LOS LIBERTADORES (PE-28A)

''''' ACTIVAR GPS

min | 2min

Figura 227 Paso 2: Exploracion del mapa.
Fuente: Elaboracion propia

Enlace de descarga del programa alerta de accidentes de transito:

Descargar Aqui el programa alerta de accidente (doble click)

0 Sl Ll @D 005l D

lifyapp + @ i @ 26.netlify.app =+

A. W * @Aunm_. B *

A\ ZONA DE PELIGRO

7 DETENER GPS 7 DETENER GPS

Figura 228 Programa ejecutado en el celular - GPS.
Fuente: Elaboracion propia
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CAPITULO

Conclusiones y recomendaciones

5.1

Conclusiones

5.1.1 Conclusion general

La presente investigacion demostré que la integracion de dos modelos de redes neuronales

artificiales, el analisis normativo comparativo entre la DG-2018 y cinco normativas interna-

cionales, y el desarrollo de un programa de alerta basado en geolocalizacion GPS constituyen

un enfoque efectivo para la prediccion y reduccion de accidentes de transito en la Via Los Lib-

ertadores (PE-28A), Ayacucho. Los cuatro ejes de investigacion superaron los umbrales de

excelencia establecidos, confirmando que las redes neuronales artificiales y la optimizacion

normativa del disefio geométrico vial contribuyen de manera directa y verificable a la seguri-

dad vial y la prediccion de accidentes de transito en carreteras nacionales.

5.1.2 Conclusiones especificas

a)

b)

Modelo RNA N°01 — Clasificacion binaria. El Modelo RNA N°01 (arquitectura
23—-64—48—32—16—8—2), entrenado con 202 registros historicos de accidentes de
transito de la PE-28A (2020-2025) y 23 variables del disefio geométrico, condiciones
climaticas, caracteristicas del siniestro y factores viales conforme a la norma DG-2018,
alcanzo un accuracy de evaluacion de 90,48 %, un AUC-ROC de 0,9818 y un F1-Score
macro de 90,45 %, Recall macro de 90,45 %, superando el umbral de excelencia de
>90 % establecido. EI GAP entrenamiento y evaluacion es de A = 5,95 % confirma
la ausencia de sobreajuste o overfiting. Las variables de mayor importancia predictiva
fueron el peligro por visibilidad, el radio de curvatura horizontal, la pendiente longi-
tudinal y el peligro en curva, resultado consistente con el conocimiento técnico de la
norma DG-2018 para carreteras de montafia. Queda demostrado que un modelo de
redes neuronales puede alcanzar alta precision en la prediccion de accidentes de tran-
sito aun con conjuntos de datos de tamafo reducido (202 registros), siempre que se
apliquen técnicas adecuadas de regularizacion y validacion.

Modelo RNA N°02 — Clasificacion multiclase. El Modelo RNA N°02 (arquitectura
15-128—-64—32—16—3), entrenado con 2,997 segmentos geométricos de la PE-28A
modelados en AutoCAD Civil 3D y expandidos a 5,394 registros mediante SMOTE,
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d)

alcanzo6 un accuracy de evaluacion de 98,00 %, un AUC-ROC macro de 0,9985, F1-
Score macro de 96,69 %, Precision macro de 95,71 % y Recall macro de 97,92 %, su-
perando ampliamente los umbrales de excelencia establecidos. De los 2,997 registros
totales, 2,929 fueron clasificados correctamente (97,7 %), con errores concentrados
exclusivamente entre clases adyacentes. El GAP entrenamiento y evaluacion es de
—0,0034 confirma la ausencia de sobreajuste o overfiting. Queda demostrado que la
combinacion de modelamiento geométrico en Civil 3D, balanceo de clases mediante
SMOTE vy arquitectura MLP profunda permite predecir con alta precision el nivel de
riesgo (Bajo / Medio / Alto) de tramos viales en carreteras nacionales, constituyendo
una herramienta objetiva la priorizacion de intervenciones de seguridad vial.

Analisis normativo comparativo DG-2018. La comparacion sistematica de los para-
metros geométricos entre la DG-2018 y las normativas de Noruega (N100), Islandia
(Veghonnunarreglur), Suecia (VGU), Reino Unido (DMRB) y Japon (RSO) permitio
identificar deficiencias técnicas significativas en la norma peruana. Las mas criticas
son: (i) el peralte maximo de 12 % de la DG-2018, frente a valores de 5,5-10 % en los
paises de referencia; (ii) la ausencia de rampas de emergencia obligatorias en pendi-
entes sostenidas; y (ii1) la longitud méaxima de recta con caracter no obligatorio. Como
resultado se formularon siete propuestas de mejora (P1-P7), de las cuales tres son de
alta prioridad (P1: rampas de emergencia; P2: longitudes de recta obligatorias; P4:
reduccion del peralte maximo a 10 %). Queda demostrado que la norma DG-2018 pre-
senta brechas técnicas verificables respecto a los estandares internacionales de paises
con los indices de mortalidad vial mas bajos del mundo y que su actualizacion mediante
las propuestas formuladas contribuiria directamente a la reduccion de accidentes en la
PE-28A y en otras carreteras nacionales del Pert.

Programa de alerta de accidentes de transito. El programa de alerta desarrollado
como archivo HTML, que integra los 202 registros georreferenciados de la PE-28A
(2020-2025), rastreo GPS en tiempo real mediante la API de geolocalizacion del nave-
gador, célculo de proximidad por la féormula de Haversine y sistema de alerta multi-
modal (sonoro , vocal en espafiol y vibracion), constituye una herramienta de seguri-
dad vial activa, viable y operativa para conductores. Su funcionamiento garantiza su
disponibilidad en la Via Los Libertadores (PE-28A), siendo de uso practico en una

via de 333,903 km que atraviesa tres departamentos. Queda demostrado que la geor-
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referenciacion de registros historicos de siniestros y su integracion en una aplicacion
de geolocalizacion en tiempo real es una estrategia tecnologicamente viable y de bajo

costo para la deteccion temprana de zonas de riesgo vial.

5.2 Recomendaciones

a) Para PROVIAS Nacional y el MTC. Se recomienda incorporar las siete propuestas
de mejora (P1-P7) formuladas en la presente investigacion para norma DG-2018, con
especial énfasis en las propuestas de alta prioridad: inclusion de rampas de emergencia
obligatorias en pendientes >6 % con longitud >3 km (P1), caracter obligatorio para la
longitud méxima de recta e incorporacion de la longitud minima (P2) y reduccion del
peralte maximo a 10 % en carreteras de primera y segunda clase (P4). Estas modifica-
ciones estdn sustentadas en las normativas de Noruega, Islandia, Suecia, Reino Unido
y Japon, paises con los indices de mortalidad vial més bajos del mundo.

b) Para la Policia Nacional del Peru y el ONSV. Se recomienda ampliar y estandarizar
la base de datos de accidentes de transito de la PE-28A, incrementando el nimero
de variables registradas por evento (velocidad estimada, condicion climdtica, tipo de
maniobra, fatiga del conductor) con el fin de mejorar la precision y el poder predictivo
de futuros modelos de redes neuronales. Un conjunto de datos de 500 o més registros
permitiria explorar arquitecturas mas profundas y técnicas de aprendizaje transferido.

c) Para futuros investigadores. Se recomienda extender la metodologia desarrollada
en la presente investigacion a otras carreteras de la red vial nacional con alta sinies-
tralidad, especialmente aquellas con caracteristicas topograficas similares a la PE-28A

(pendientes pronunciadas, curvas cerradas, zonas de niebla).

5.3 Trabajos futuros

A partir de los resultados y limitaciones identificadas en la presente investigacion, se propo-

nen las siguientes lineas de trabajo futuro:

a) Modelos con datos en tiempo real. Desarrollar un modelo de prediccion de accidentes
que integre datos dinamicos en tiempo real condiciones climaticas del SENAMHI, vol-
umen de transito del IMD y velocidad vehicular para generar alertas predictivas adap-
tativas por tramo, superando la limitacion de los modelos estaticos desarrollados en la

presente investigacion.
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b)

d)

Extension a toda la red vial nacional. Aplicar la metodologia de los Modelos RNA
N°01 y N°02 a otras carreteras nacionales con alta siniestralidad, construyendo una
base de datos unificada que permita desarrollar modelos de prediccion de ambito na-
cional integrados con el sistema de informacion geografica del MTC.

Aplicacion movil. Desarrollar una version nativa del programa de alerta de accidentes
para Android e i0S, que incluya navegacion GPS integrada, actualizacion automatica
de la base de datos de accidentes, integracion con el Modelo RNA N°02 para mostrar
el nivel de riesgo del tramo en tiempo real, y funciones colaborativas para que los
conductores reporten nuevos incidentes.

Validacion de las propuestas normativas. Realizar estudios de simulacion de transito
y andlisis de conflictos vehiculares en los tramos de la PE-28A para validar cuantitati-

vamente el impacto esperado de las siete propuestas de mejora (P1-P7) a la DG-2018.
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CAPITULO

|| Anexos

6.1 Fotografias de la Via Los Libertadores (in situ)
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Figura 229 Inicio de la carretera Via Los Libertadores - San clemente.
Fuente: Fotografia propia

5 l 8 ‘E
de la carretera Via Los Libertadores - Ayacucho.
Fuente: Fotografia propia

Figura 230 Final
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Figura 231 Estado de la Via Los Libertadores - Distr. Humay.

Fuente: Fotografia propia

o

B &

Figura 232 Estado de la Via Los Libertadores - Distr. Huancano.

Fuente: Fotografia propia
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Figura 233 Estado de la Via Los Libertadores - Distr. Pilpichaca.

Fuente: Fotografia propia

Figura 234 Estado de la Via Los Libertadores - Distr. Huaytara.

Fuente: Fotografia propia
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: ut * s iy ).
Figura 235 Estado de la Via Los Libertadores - Distr. Socos.

Fuente: Fotografia propia

ik

.

Figura 236 Estado de la Via Los Libertadores - Distr. Vinchos.

Fuente: Fotografia propia
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6.3 Base de datos de RNA N°01.

Enlace de descarga de datos en excel
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6.4 Base de datos de RNA N°02.

Enlace de descarga de datos en excel:

https://drive.google.com/file/d/1 F9svLUjvUulelllQrnJI80cXE00tiCGo/view?usp=sharing

PELIGRO
CURVAO PELIGRO EN| RADIO DE |PELIGRO EN LONGITUD LON(DTUD ANGULO DE| LONGITUD | DISTANCIA DISI;IEAII:\CIA PELIGRO | TRAMO | TRAMO LONG. ESTADO | ACCIDENTE
N° [ TRAMO PENDIENTE | CURVA(M) | CURVA DE CURVA SUBTANGE DEFLEXION DE CUERDA| EXTERNA ORDENA POR TANGfI?TE TANG.EN.TE TANGENTE DEL DE
RECTO (L) NTE(T) ) (Lc) (E) MEDIA (M) VISIBILIDAD| EN'S EN'O PAVIZENT TRANSITO
1 1 1 76.3 3 49.6 25.71 37.25 48.73 4.22 3.99 2 0 0 0 1 2
2 1 1 30.81 3 70.18 66.87 130.53 55.96 42.82 17.92 2 0 0 0 1 2
3 0 0 0 0 0 0 0 0 0 0 1 1 0 289.18 1 1
4 0 0 0 0 0 0 0 0 0 0 1 1 0 350.5 1 1
5 1 0 181.02 2 140.22 73.84 44.38 136.74 14.48 1341 1 0 0 0 1 2
6 0 0 190.27 2 66.69 33.69 20.08 66.35 2.96 291 1 0 0 0 1 1
7 0 0 0 0 0 0 0 0 0 0 1 1 0 220.46 1 1
8 1 1 42 3 44.62 24.68 60.88 42.55 6.71 5.79 2 0 0 0 1 2
9 0 0 0 0 0 0 0 0 0 0 1 1 0 14121 0 1
10 1 0 153.37 2 132.93 70.97 49.66 128.81 15.62 1418 1 0 0 0 1 2
11 0 0 0 0 0 0 0 0 0 0 1 1 0 404.81 1 1
12 1 0 150.84 2 96.14 49.77 36.52 94.52 8 76 1 0 0 0 1 2
13 0 0 0 0 0 0 0 0 0 0 1 1 0 226.36 1 1
14 1 0 371.28 1 107.39 54.07 16.57 107.02 3.92 3.88 0 0 0 0 1 1
15 1 1 32.64 3 58.03 4021 101.87 50.68 19.15 12.07 2 0 0 0 1 2
16 1 0 31297 1 138.08 70.18 25.28 136.97 7.77 7.58 0 0 0 0 1 1
17 1 1 59.51 3 77.69 45.5 74.8 72.29 15.4 12.24 2 0 0 0 1 2
18 0 1 0 0 0 0 0 0 0 0 1 1 0 133.4 1 2
19 0 0 0 0 0 0 0 0 0 0 0 1 0 679.12 1 1
20 0 0 0 0 0 0 0 0 0 0 1 1 0 447.19 1 1
21 0 0 0 0 0 0 0 0 0 0 0 1 0 1746.79 1 1
22 1 1 126.51 3 102.47 54.23 46.41 99.69 11.13 10.23 2 0 0 0 1 2
23 1 1 86.74 3 51.98 26.8 34.34 51.21 4.05 3.87 2 0 0 0 1 2
24 0 0 0 0 0 0 0 0 0 0 0 1 0 1238.11 1 1
25 0 0 0 0 0 0 0 0 0 0 0 1 0 1238.11 1 1
26 1 0 146.84 3 70.29 35.83 27.42 69.62 431 4.19 0 0 0 0 1 1
27 1 1 1141 3 134.84 76.54 67.71 127.13 23.29 19.34 1 0 0 0 0 2
28 0 0 0 0 0 0 0 0 0 0 1 1 0 142.53 0 1
29 0 0 263.88 1 94.16 47.58 20.44 93.66 4.26 4.19 1 0 0 0 0 1
30 1 1 77.51 3 105.61 62.84 78.07 97.63 2228 173 2 0 0 0 0 2
31 1 0 70.85 3 41.06 2113 33.21 40.49 3.08 2.95 2 0 0 0 0 2
32 1 0 142.88 3 69.85 35.64 28.01 69.16 4.38 4.25 2 0 0 0 0 2
33 1 1 16.91 3 38.77 374 131.34 30.82 24.14 9.94 2 0 0 0 1 2
34 1 1 18.71 3 35.53 26.14 108.83 30.43 13.44 7.82 2 0 0 0 1 2
35 1 1 26.46 3 38.98 24 84.41 35.55 9.26 6.86 2 0 0 0 1 2
36 1 1 26.46 3 38.98 24 84.41 35.55 9.26 6.86 2 0 0 0 1 2
37 1 1 30.49 3 54.84 38.36 103.04 47.74 18.51 11.52 2 0 0 0 1 2
38 1 1 29.04 3 67.19 66.09 132.56 53.18 43.15 17.36 2 0 0 0 1 2
39 1 1 29.04 3 67.19 66.09 132.56 53.18 43.15 17.36 2 0 0 0 1 2
40 1 0 68.21 3 67.21 36.61 56.45 64.52 9.21 8.11 2 0 0 0 1 2
41 1 0 102.25 3 70.86 36.92 39.71 69.45 6.46 6.08 1 0 0 0 1 2
42 0 0 0 0 0 0 0 0 0 0 0 1 0 1275.47 1 1
43 0 0 0 0 0 0 0 0 0 0 0 1 0 1286.88 1 1
44 1 0 192.24 2 136.16 71.07 40.58 133.33 1272 11.93 1 0 0 0 1 1
45 1 0 192.24 2 136.16 71.07 40.58 133.33 1272 11.93 1 0 0 0 1 1
46 1 0 97.75 3 122.9 71.07 72.04 114.97 23.1 18.69 2 0 0 0 1 2
47 1 0 1593 2 108.03 56.19 38.86 105.97 9.62 9.07 1 0 0 0 1 1
48 0 0 0 0 0 0 0 0 0 0 0 0 1 1482.35 1 1
49 1 1 108.96 3 162.69 100.8 85.54 147.99 39.48 28.98 1 0 0 0 1 1
50 1 1 5297 3 109.7 89.31 118.66 91.12 50.87 25.95 2 0 0 0 1 2
51 1 1 86.66 3 1417 9242 93.68 126.44 40.04 27.38 2 0 0 0 1 2
52 1 0 57.92 3 79.5 47.45 78.65 73.41 16.95 13.11 2 0 0 0 1 2
53 1 1 83.21 3 58.61 30.58 40.35 57.4 5.44 5.11 1 0 0 0 1 2
54 1 1 64.49 3 132.49 106.72 117.71 110.39 60.2 3114 2 0 0 0 1 2
55 0 1 0 0 0 0 0 0 0 0 1 0 1 201.41 1 1
56 1 1 68.27 3 66.07 35.88 55.45 63.52 8.85 7.84 1 0 0 0 1 2
57 0 0 0 0 0 0 0 0 0 0 1 0 1 184.9 1 1
58 1 1 34.87 3 58.53 38.84 96.16 51.9 17.33 11.57 2 0 0 0 1 2
59 0 0 0 0 0 0 0 0 0 0 1 0 1 181.31 1 1
60 1 0 100 3 25.83 12.99 148 25.76 0.84 0.83 1 0 0 0 1 2
61 1 1 100 3 19.11 9.58 10.95 19.08 0.46 0.46 2 0 0 0 1 2
62 1 0 238.73 2 3337 16.71 8.01 33.35 0.58 0.58 1 0 0 0 1 1
63 1 1 258.01 1 252.76 137.56 56.13 242.77 34.38 30.34 1 0 0 0 1 2
64 1 1 54.29 3 123.75 118.05 130.61 98.64 75.65 31.61 2 0 0 0 1 2
65 1 1 45.41 3 94.95 78.34 119.81 78.57 45.14 2264 2 0 0 0 1 2
66 1 1 87.06 3 167.88 125.47 110.49 143.05 65.66 37.43 2 0 0 0 1 2
67 1 1 54.59 3 712 4168 7473 66.26 14.09 112 2 0 0 0 1 2
68 1 1 63.45 3 103.51 67.41 93.46 9241 29.12 19.96 2 0 0 0 1 2
69 0 0 0 0 0 0 0 0 0 0 0 1 0 511.33 1 1
70 1 1 80.15 3 38.89 19.83 27.8 3851 2.42 2.35 2 0 0 0 1 2
71 1 1 29.25 3 40.17 23.98 787 37.09 8.58 6.63 2 0 0 0 1 2
72 1 1 36.25 3 80.18 72.27 126.72 64.81 44.6 20 2 0 0 0 1 2
73 1 1 35.83 3 102.66 257.52 164.16 70.98 224.17 30.89 2 0 0 0 1 2
74 1 0 71.06 3 59.48 31.61 47.95 57.76 6.71 6.13 1 0 0 0 1 2
75 1 1 69.33 3 66.66 36.16 55.09 64.12 8.86 7.86 2 0 0 0 1 2
76 0 0 0 0 0 0 0 0 0 0 1 1 0 184.98 1 1
77 0 0 0 0 0 0 0 0 0 0 1 0 1 250.39 1 1
78 1 0 42.26 3 33.63 17.76 45.59 32.75 3.58 33 1 0 0 0 0 2
79 0 0 0 0 0 0 0 0 0 0 1 1 0 97 1 1
80 1 1 81.08 3 93.08 5243 65.78 88.05 1547 12.99 1 0 0 0 1 2
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81 0 0 0 0 0 0 0 0 0 0 0 0 1 1905.82 1 1
82 0 0 0 0 0 0 0 0 0 0 0 0 1 547.19 1 1
83 1 0 196.76 2 202.65 111.35 59.01 193.81 29.32 25.52 1 0 0 0 1 1
84 0 0 0 0 0 0 0 0 0 0 0 0 1 1482.35 1 1
85 1 0 439 3 39.35 21.11 51.36 38.04 4.81 4.34 1 0 0 0 0 2
86 1 1 39.3 3 6151 39.08 89.69 55.42 16.13 11.43 2 0 0 0 1 2
87 1 0 196.93 2 166.98 88.88 48.58 162.03 19.13 17.44 1 0 0 0 1 1
88 0 0 0 0 0 0 0 0 0 0 0 0 1 2749.44 1 1
89 0 0 0 0 0 0 0 0 0 0 1 0 1 228.49 0 1
90 1 1 91.36 3 169.65 122.12 106.4 146.3 61.15 36.63 1 0 0 0 1 2
91 1 0 62.99 3 36.88 18.99 33.55 36.36 2.8 2.68 2 0 0 0 1 2
92 1 0 59.42 3 85.88 524 82.81 786 19.8 14.85 2 0 0 0 1 2
93 1 0 192.44 2 192.25 105.01 57.24 184.35 26.78 2351 1 0 0 0 1 1
94 0 0 0 0 0 0 0 0 0 0 1 0 1 42037 0 1
95 1 1 34.87 3 58.53 38.84 96.16 519 17.33 11.57 2 0 0 0 1 2
96 1 0 258.01 1 252.76 137.56 56.13 242.77 34.38 3034 1 0 0 0 1 1
97 1 0 258.01 1 252.76 137.56 56.13 242.77 34.38 30.34 1 0 0 0 1 1
98 0 0 0 0 0 0 0 0 0 0 1 0 1 412.55 1 1
99 1 1 65.42 3 119.89 85.27 105.01 103.8 42.05 25.6 2 0 0 0 1 2
100 0 0 0 0 0 0 0 0 0 0 0 1 0 5814.45 1 1
101 1 1 145.07 3 159.51 88.9 63 151.6 25.07 21.38 1 0 0 0 1 1
102 1 1 44.28 3 73.77 48.71 95.46 65.53 21.55 14.49 2 0 0 0 1 2
103 0 0 0 0 0 0 0 0 0 0 0 1 0 1238.11 1 1
104 0 0 0 0 0 0 0 0 0 0 0 0 1 2807.25 1 1
105 1 1 36.71 3 65.46 45.47 102.17 57.12 21.73 13.65 2 0 0 0 1 2
106 0 0 0 0 0 0 0 0 0 0 0 0 1 1482.35 1 1
107 1 1 46.92 3 109.34 109.27 133.52 86.22 7 2841 2 0 0 0 0 2
108 1 1 39.3 3 6151 39.08 89.69 55.42 16.13 11.43 2 0 0 0 1 2
109 1 0 283.52 1 165.08 84.95 33.36 162.76 12.45 11.93 1 0 0 0 1 1
110 1 1 58.07 3 74.33 43.24 73.34 69.36 14.33 11.49 1 0 0 0 1 2
111 1 0 144.43 3 164.33 9235 65.19 155.61 27 2275 1 0 0 0 1 2
112 1 1 21.65 3 4037 29.18 106.84 34.77 14.68 8.75 2 0 0 0 1 2
113 1 1 58.34 3 145.73 175.01 143.13 110.69 126.14 39.89 1 0 0 0 1 2
114 1 1 173.02 2 7243 36.75 23.98 719 3.86 378 1 0 0 0 1 1
115 0 1 29.13 3 54.14 39 106.49 46.68 19.55 117 2 0 0 0 1 2
116 0 0 0 0 0 0 0 0 0 0 1 1 0 2105 1 1
117 1 1 29.13 3 54.14 39 106.49 46.68 19.55 117 2 0 0 0 1 2
118 0 0 0 0 0 0 0 0 0 0 1 1 0 31821 1 1
119 0 0 0 0 0 0 0 0 0 0 0 0 1 2215.02 1 1
120 1 1 54.15 3 44.82 23.78 47.42 43.55 4.99 457 2 0 0 0 1 2
121 0 0 66.58 3 56.85 30.29 48.93 55.14 6.57 5.98 1 0 0 0 0 2
122 1 0 213.62 2 48.47 24.34 13 4837 1.38 137 0 0 0 0 1 1
123 1 0 125.24 3 101.96 53.99 46.64 99.16 11.14 10.23 1 0 0 0 1 2
124 1 1 116.29 3 220.68 162.22 108.73 189.03 83.3 48.54 2 0 0 0 1 2
125 1 1 80.88 3 115.76 70.32 82.01 106.13 26.29 19.84 1 0 0 0 1 2
126 0 0 0 0 0 0 0 0 0 0 1 0 1 212.22 1 1
127 1 0 119.36 3 196.32 128.54 94.24 174.93 56.05 38.14 2 0 0 0 1 2
128 0 0 0 0 0 0 0 0 0 0 0 1 0 538.51 1 1
129 0 0 0 0 0 0 0 0 0 0 0 0 1 2807.25 1 1
130 0 1 104.99 3 71.95 3745 39.27 70.55 6.48 6.1 1 0 0 0 1 2
131 0 0 0 0 0 0 0 0 0 0 1 0 1 1523.1 1 1
132 0 0 0 0 0 0 0 0 0 0 0 0 1 1905.82 1 1
133 0 0 0 0 0 0 0 0 0 0 0 1 0 667.29 1 1
134 0 0 1052.79 1 71.16 35.59 3.87 71.14 0.6 0.6 0 3 3 0 1 1
135 1 0 33.07 3 26.69 14.12 46.24 25.97 2.89 2.66 1 0 0 0 1 2
136 0 0 0 0 0 0 0 0 0 0 1 1 0 154.01 1 1
137 0 0 0 0 0 0 0 0 0 0 1 1 0 404.81 1 1
138 0 0 0 0 0 0 0 0 0 0 2 1 0 89.18 1 1
139 1 0 149.81 3 74.27 37.91 284 7351 4.72 4.58 0 0 0 0 0 1
140 1 1 62.85 3 153.17 171 139.64 117.98 119.34 41.17 2 0 0 0 1 2
141 0 0 0 0 0 0 0 0 0 0 1 0 1 112.25 0 1
142 1 1 55.1 3 141.22 185.1 146.85 105.62 138.03 39.38 1 0 0 0 1 1
143 0 0 0 0 0 0 0 0 0 0 1 1 0 350.5 1 1
144 1 0 136.19 3 88.41 45.83 37.19 86.87 7.5 7.11 1 0 0 0 1 1
145 1 1 87.06 3 167.88 125.47 110.49 143.05 65.66 3743 2 0 0 0 1 2
146 1 0 87.81 3 42.47 21.66 2771 42.06 2.63 2.56 1 0 0 0 1 2
147 0 0 0 0 0 0 0 0 0 0 0 1 0 5814.45 1 1
148 0 0 0 0 0 0 0 0 0 0 1 0 1 412.55 1 1
149 0 0 0 0 0 0 0 0 0 0 0 1 0 5814.45 1 1
150 1 0 1654.81 1 193.23 96.72 6.69 193.12 2.82 2.82 0 0 0 0 1 1
151 0 0 0 0 0 0 0 0 0 0 0 1 0 975.89 1 1
152 1 1 101.94 3 90.33 4837 50.77 874 10.89 9.84 2 0 1 0 1 2
153 0 0 0 0 0 0 0 0 0 0 1 1 0 145.78 1 1
154 0 0 0 0 0 0 0 0 0 0 1 1 0 121.83 1 1
155 0 0 0 0 0 0 0 0 0 0 1 0 1 378.16 1 1
156 0 0 0 0 0 0 0 0 0 0 0 0 1 2215.02 1 1
157 1 1 44.65 3 64.33 39.19 82.55 58.91 14.76 11.09 2 0 0 0 1 2
158 0 0 0 0 0 0 0 0 0 0 0 1 0 676.08 1 1
159 0 0 0 0 0 0 0 0 0 0 0 1 0 5814.45 1 1
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151 0 0 0 0 0 0 0 0 0 0 0 1 0 975.89 1 1
152 1 1 101.94 3 90.33 48.37 50.77 87.4 10.89 9.84 2 0 1 0 1 2
153 0 0 0 0 0 0 0 0 0 0 1 1 0 145.78 1 1
154 0 0 0 0 0 0 0 0 0 0 1 1 0 121.83 1 1
155 0 0 0 0 0 0 0 0 0 0 1 0 1 378.16 1 1
156 0 0 0 0 0 0 0 0 0 0 0 0 1 2215.02 1 1
157 1 1 44.65 3 64.33 39.19 82.55 58.91 14.76 11.09 2 0 0 0 1 2
158 0 0 0 0 0 0 0 0 0 0 0 1 0 676.08 1 1
159 0 0 0 0 0 0 0 0 0 0 0 1 0 5814.45 1 1
160 1 1 45.41 3 94.95 78.34 119.81 78.57 45.14 22.64 2 0 0 0 1 2
2938 1 1 39 3 61.94 39.68 90.99 55.63 16.64 11.66 2 0 0 0 1 2
2939 0 0 0 0 0 0 0 0 0 0 2 0 1 52.81 1 2
2940 1 1 46.02 3 31.49 16.39 39.21 30.88 2.83 2.67 2 0 0 0 1 2
2941 0 0 0 0 0 0 0 0 0 0 2 1 0 67.49 1 2
2942 1 1 115.49 3 52.06 26.48 25.83 51.62 3 2.92 2 0 0 0 1 2
2943 0 0 0 0 0 0 0 0 0 0 1 0 1 242.52 1 1
2944 1 1 38.05 3 64.59 43.2 97.25 57.11 19.52 129 2 0 0 0 1 2
2945 0 0 0 0 0 0 0 0 0 0 2 0 1 55.01 1 2
2946 1 1 61.51 3 24.55 12.44 22.86 24.38 124 122 2 0 0 0 1 2
2947 0 0 0 0 0 0 0 0 0 0 2 1 0 857 1 2
2948 1 1 165.38 2 75.21 38.27 26.06 74.56 437 4.26 1 0 0 0 1 1
2949 0 0 0 0 0 0 0 0 0 0 1 1 0 148.83 1 1
2950 1 1 56.79 3 53.02 28.62 53.49 5111 6.8 6.08 2 0 0 0 1 2
2951 0 0 0 0 0 0 0 0 0 0 2 1 0 47.45 1 2
2952 1 1 29.23 3 46.44 29.76 91.02 41.71 1248 8.75 2 0 0 0 1 2
2953 0 0 0 0 0 0 0 0 0 0 1 0 1 113.96 1 1
2954 1 1 28.06 3 49.02 335 100.1 43.02 15.64 10.04 2 0 0 0 1 2
2955 0 0 0 0 0 0 0 0 0 0 1 1 0 113.96 1 1
2956 1 1 77.69 3 36.5 18.59 26.92 36.16 2.19 2.13 2 0 0 0 1 2
2957 0 0 0 0 0 0 0 0 0 0 1 1 0 206.32 1 1
2958 1 1 124.24 3 28.96 14.55 13.36 28.9 0.85 0.84 2 0 0 0 1 2
2959 0 0 0 0 0 0 0 0 0 0 2 1 0 46.55 1 2
2960 1 1 58.93 3 59.3 32.44 57.66 56.83 8.34 73 2 0 0 0 1 2
2961 0 0 0 0 0 0 0 0 0 0 1 1 0 202.8 1 1
2962 1 1 173.02 2 72.43 36.75 23.98 71.9 3.86 3.78 1 0 0 0 1 1
2963 0 0 0 0 0 0 0 0 0 0 2 1 0 91.59 1 2
2964 1 1 89.9 3 55.83 28.85 35.58 54.93 4.52 4.3 2 0 0 0 1 2
2965 0 0 0 0 0 0 0 0 0 0 2 0 1 21.76 1 2
2966 1 1 58.19 3 55.27 29.92 54.42 53.22 7.24 6.44 2 0 0 0 1 2
2967 0 0 0 0 0 0 0 0 0 0 2 1 0 21.76 1 2
2968 1 1 35.83 3 102.66 257.52 164.16 70.98 224.17 30.89 2 0 0 0 1 2
2969 0 0 0 0 0 0 0 0 0 0 1 1 0 114.47 1 1
2970 1 1 19.27 3 49.01 62.43 145.69 36.83 46.06 13.59 2 0 0 0 1 2
2971 0 0 0 0 0 0 0 0 0 0 2 1 0 79.64 1 2
2972 1 1 73.55 3 49.26 25.59 3837 48.34 433 4.09 2 0 0 0 1 2
2973 0 0 0 0 0 0 0 0 0 0 2 1 0 39.12 1 2
2974 1 1 23.02 3 38.21 25.17 95.11 33.97 11.09 7.48 2 0 0 0 1 2
2975 0 0 0 0 0 0 0 0 0 0 2 1 0 94.67 1 2
2976 1 1 42.19 3 80.56 59.58 109.41 68.87 30.83 17.81 2 0 0 0 1 2
2977 0 0 0 0 0 0 0 0 0 0 2 1 0 46.19 1 2
2978 1 1 47.01 3 46.03 25.05 56.1 44.21 6.26 5.52 2 0 0 0 1 2
2979 0 0 0 0 0 0 0 0 0 0 2 1 0 67.16 1 2
2980 1 1 30.81 3 70.18 66.87 130.53 55.96 42.82 17.92 2 0 0 0 1 2
2981 0 0 0 0 0 0 0 0 0 0 2 1 0 34.52 1 2
2982 1 1 63.66 3 85.77 50.81 77.19 79.43 17.79 13.91 2 0 0 0 1 2
2983 0 0 0 0 0 0 0 0 0 0 2 0 1 26 1 2
2984 1 1 147.98 3 27.91 14 10.81 27.87 0.66 0.66 2 0 0 0 1 2
2985 0 0 0 0 0 0 0 0 0 0 1 1 0 171.46 1 1
2986 1 1 47441 1 132.06 66.46 15.95 131.64 4.63 4.59 1 0 0 0 1 0
2987 0 0 0 0 0 0 0 0 0 0 2 0 0 40.81 1 2
2988 0 0 0 0 0 0 0 0 0 0 2 0 0 68.71 1 2
2989 0 0 0 0 0 0 0 0 0 0 2 0 0 32.83 1 2
2990 0 0 0 0 0 0 0 0 0 0 2 0 0 35.15 1 2
2991 0 0 0 0 0 0 0 0 0 0 2 0 0 44.3 1 2
2992 0 0 0 0 0 0 0 0 0 0 2 0 0 78.94 1 2
2993 0 0 0 0 0 0 0 0 0 0 2 0 0 26.06 1 2
2994 0 0 0 0 0 0 0 0 0 0 2 0 0 43.53 1 2
2995 0 0 0 0 0 0 0 0 0 0 1 0 0 263.98 1 1
2996 0 0 0 0 0 0 0 0 0 0 2 0 0 66.87 1 2
2997 0 0 0 0 0 0 0 0 0 0 0 0 0 652.19 1 0
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6.5 Desarrollo de codigo de RNA N°01.

O = hpytertad + Q _ 8 x
< © @ localhost 808/ ac orkspsces/auto-/tvee/Documents/CODIGOS 200E%20PYTHO P E®O&>O0 8 e ou
Z Fle Edt View Run Kemel Tabs Settings Help

+ c ERNANOlpmb X | (% RNAND2ipynb X
— B+ X OO » . C » Code Python 3 O
o ™/ e /RNA 20 MARZ( =
(FINAL) / =
N+ s TREEnE
# B oaoss amonth ago T (e

B estadistic 13 days ago warnings. filterwarnings(*ignore’)

fig_arqui. 3 days ago import matplotlib.pyplot as plt

13 doys 290 agors matplotL sakchs 55 mptches
e R P
M fig stat a. 3 days ago.
O et el e )
: B

M fig02_1h 3 days ago *Figure.dpi’ : 130,
N figo2 2 h. 13 days ago *font.size’ 10,

figo2.3.h 3 days ago axes.labelsize 10,
Biowin o ey o,
B figo2.5.h 3 days ag *figure. facecolor’ : ‘white',
M fig02_6_h. 13 days ago. *axes. facecolor" : ‘ufsfofa’,
M fig02_ 7 h. 13 days ago D
H fig02. 8 h. 13 days age. from sklearn.neural_network import MLPClassifier

e e e i A
M fig03.2b. 3 days ago from sklearn.utils.class_weight import compute_class_weight
Bigmoo.  time o s ]

Simple OS5 @ NoKemel|lde Saving completed Mode:Command  ®  Ln1,Col 1 RNAN'O1ipyn
Figura 237 Importacion de librerias
Fuente: Elaboracion propia

0 = hpytertan + Q _ &8 x
< C @ localhosusn/isbor 5/tree/Documents/CODIGOSK20DER20PYTHO P e &>0 L= 8 o] o
= Fle Edit View Run Kemel Tabs Settings Help
- + e % RNANOTipynb X RNA ND2pyns x

LB XB O oo Python3 O

° . ., d |

ey s aaw O TR G e ] e o P
(il :
Name - Last Modified # — carga del dataset (compatible con ambos nombres de archivo)
» B DATOS Sl. amonth ago .y .
B estadistic 13 days ago 1F 0s. path. exista(fname) :
B fig arauit. 13 days ago df rau = pd.read csv(frane, seps';’, encoding="utf-8-sig’)
o - print(f' Dataset cargado desde: {fname}')
M fig_fisco. 13 days ago (s
i fig stat_a 13 days ago for col in df raw.columns:
Bigide o B & oA Ty S
o ih. T3 desego
8 i s g print(*=" * 65)
18 fig02 2 h, 13 days ago print(" VALORES NULOS POR COLUMNA (antes de limpieza)')
M fig02 3 h 13 doys aa nulls = df_raw.isnull().sum()
M figo2 4 h. 13 days ago. nulos_encontrados = nulls[nulls > 0]
F e ]
B fig02.5 e 29 print(* No se encontraron valores nulos')
1M figo2_6_h. 13 days ago elser
e o ol 030 o e e .
B figo2 6 h 13 days ago GGG Rl 68 D) (T ) %)
I fig03_1b. 13 days ago df = df_raw.dropna().reset_index(drop=True)
W fig03 2 b. 13 days ago. TARGET if .columns[-1] # 'ACCIDENTE DE TRANSITO"
Wik, 1 TARST cos 2 o columml: 114115t 25 vrsenies e enirods ’
Simple. 0@ 5 @ NoKemel|ldle Saving completed Mode: Command @  n1,Col1  RNANOLipynb
Figura 238 Importacion de base de datos
Fuente: Elaboracion propia

0= st . a_ex
< C @ localhostasss/iabjvorkspaces/auto-9/tree/Documents/CODIGOS20DE%20PTHO Pr®O&>0 L= of ¢
T Fle it View Run Kemel Tobs Setiings Help
- m o+ c = RNANO1ipynb X | [0 RNAN"02ipyrb. x

LB XD O >Ewco» oo v Python3 O

o / RNA 20 MARZO #

{CULMINADO) / RNA_SINIESTROS_14M # SECCION 3 — ESTADISTICA DESCRIPIIVA COMPLETA
(FINAL) / #
Name - Last Modified desc = dF[TNPUT_COLS].describe().T
% [ DATOSS. amonth ago desc[ “varianza NPUT_COLS . var (). round (3)
pros O N ey o) © ey

5 estadistic 13 days ago desc["asinetria’] = dF[INPUT_COLS]. skew().round(3)
8 fig_arquit. 13 days ago. desc["curtosis’] df[INPUT_COLS]. kurtosis().round(3)

o f1sco. s ago desc["nulos’] df_rawl INPUT_COLS]. isnul1() . sun()
B i 13 days ag desc['inicos'] = df[INPUT_cOLS,
M fig predi a month ago desc = desc.round(3)
I fig_stat_a.. 13 days ago

print(‘~"*110)
B fig01_dis. 13 days age. print(f' ESTADISTICA DESCRIPTIVA COMPLETA — {N_FEATURES) VARLABLES DE ENTRADA')
8 figh2_1h 13 days ago print(’="*110;
; ot s reiny (61 11} (183 (17 (o18) (1) (91 (1)
M fign2 2 h 13 days ago print(fat.format ("Varisble', W', ‘Media’, 'Std', 'CVA', ‘MIn', "Wax', ‘Asim.’, 'Kurt.'))
Biawsh o et 130
miwah  dmse 5 2 s
M figo2 5 h. 13 days ago print(fmt. format(
[:42]

feh, 1 dosene
H fig02 6.1 s 2 int(r[count']),
W ih. e e ey,
1 figu2.6 h 13 days ag0 ST
8 figh3_1b 13 days ago 30

fig03 2.b. 13 days ago ma Y,
o i v "asimetria]:.3f}",
M fig03 3 b. 13 days ago. r["curtosis”]:.3f} .

simple OB 5 @ NoKemel|lde Saving completed Mode: Command ®  Ln1,Col 1 RNANO1ipynb

Figura 239 Analisis estadistico.
Fuente: Elaboracion propia
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N

vTHO

X [ RNA N02ipynb

Code v

Z Jupytertab +
c @ uto
file Edit View Run Kemel Tabs Settings Help
- + c [ RNA N°01.ipynb
B+ XDDO» = cCc»
Filter files by name Q

8/ - /RNA20 MARZO

(CULMINADO)
(FINAL)

/RNA SINIESTROS 14M

#
# FIGURA — TEST MANN-WHITNEY Y CORRELACTONES (23 variables)
#

R = IO 5 (2 L)
fig, axes = plt.subplots(1, 2, Figsiz

Q X

o a>0 =28 of ¢

Python 3 O

Name - Last Modified fig.patch. set_facecolor(BG_FIG)
# 5 onioss. amonth ago fig.suptitle(*Anslisis Estadistico de variables — Relevancia para la RNA (23 variables)\n'
*Test Mann-whitney U + Correlaciones + Effect size',
B estadistic. 13 days ago fontsize=14, funtwe)ght "bold")
B fig_arquit.. 13 days ago # Panel A: p-valores Mann-whit
mw_sorted = sorted(mi_results, key Jambda x: x['p'])
M fig fisco... 13 days ago p_vals ['p’] for r in mu_sorted
I fig_predi amonth ago labels = [r['var'][:35] for r in ma_sorted]
colors_ma = [“#e74c3c’ if r['p'] < 0.001 else
M fig_stat_a. 13 days ago #f39c12" if r['p'] < 0.01 else
8 figo1_dis... 13 days ago ‘#2ecc71’ if r[ p'] < 0.05 else "#95a526"
for r in
M fig02. 13 days ago axes[0].barh(labels, [-np. 1ugw(p + 1e-12) for p in p_y vals],
M fig02 2 h. 13 days ago color=colors_mw, alph:
8 fig02.3h 13 days ago axes[0]..axvline(-np.10g10(0.05), color " linewidth=2)
axes[0].axvline(-np.10g10(0.001), color=" *, linewidth=2)
B figo2_4 h. 13 days ago axes[0].set_xlabel('-logso(p-valor) [mayor = mas significativa]’, fontsize=10)
M figo2.5.h. 13 days ago axes[0].set_title('A) Significancia Mann-Whitney U (23 variables)\n'
*(rojo-muy sig. | naranja=sig. | verde-marginal | gris=no sig.)’,
H fig02_6_h.. 13 days ago fontsize=10, fontweight='bold")
M fig2 7 h. 13 days ago axes[@].invert_yaxis()
leyenda_mi =
M fig02 8 h 13 days ago mpatches .Patch(color="#e7ac3c’, label='p < 0.001°),
1 fig03.1.b. 13 days ago mpatches . patch(color="#39c12", label="p < 0.010"),
mpatches .patch(color="#2ecc71°, label="p < 0.050'),
M fig03.2.b. 13 days ago mpatches Patch(color="#95a526", label="p > 0.050'),
M fig033 b, 13 days ago d
Simple 0 M5 @ NoKemel|ldie Saving completed Mode: Command @  Ln1,Col 1 RNAN°OLipynb
Figura 240 Test de mann whittney y correlaciones
Fuente: Elaboracion propia
O = wpyeriab + Qa _ 8 X
< c ® 15/CODIGOSH20DES20PYTHO PR Q>0 L= o o
Z Fle Edit View Run Kemel Tabs Settings Help
» + c RNAN°01.ipynb X [ RNA N°02.ipynb X
B+ X OO » = C » Cde Python3 O
Filter filos by nam
o #
M/ - /RNA 20 MARZO # FIGURA 2 — Histogramas Globales + KDE por Clase (23 variables)
(CULMINADO) / RNA_SINIESTROS_14M "
(FINAL) /
Name - Last Modified C [ 7
n_pages = )nt(np ceil(N_FEATURES / cols_per fig))
% @ owoss 2month ago
B estadistic. 13 days ago for page in range(n_pages):
start = page * cols_per_fig
M fig_arquit... 13 days ago end = min(start + cols, per fig, N_FEATURES)
13 days ago vars_page = TNPUT_COLSstart zend]
amonth ago fig, axes = plt.subplots(2, len(vars_page), figsize=(4.5*len(vars_page), 9))
M fig_stet a. 13 days ago i sl )
if len(vars_page
B fig01.dis. 13 days ago 5 o e zrray([[axes[a]] [axes[111])
M figo2_1h.. 13 days ago Fig.suptitle(
- f'Figura 2.{page+1} — Histogramas y KDE por Clase *
figd2_2 h. 13 ds
M figo2.2 | s ago £*(Variables {start+1}- {end} de (NFEATURES))",
8 figo2.3 h 13 days ago fontsize=12, fontweigh
B figo2.4.h 13 days ago
M figo2.5 h. 13 days ago G  TEP ) QIR ER
02,6, 13 days ago axes[o, j].hist(df[var], bins=25, color="#3498db" , alpha=0.70, edgecolor="none’)
- sxslo, 3l axvline(efluar] oean(), ~ colore'red’,  Linestyl
fig02_7_h.. 13 days ago 5, label=f vedia=(df[var].nean() 1F) )
I fig02.8 h 13 days ago axes[o, j]. axvme(af[van] meﬂlan(), color=' omge , linestyles':',
width=1.5, labe: d.~{df[var].nedian():.2f}")
M fig03_1.b. 13 days ago axes[o, ].setpt]e(vzr[. o], fontsiz
B fig03.2.b. 13 days ago axes[o, j].set_ylabel('Frecuencia’ if j == o else ')
1 fig03.3.b. 15 days ag0 axes[0, j].legend(fontsize=6) .
Simple: 05 @ NoKemellde Saving completed Mode: Command @ Ln1,Col1 RNAN®0Lipynb
Figura 241 Histogramas
Fuente: Elaboracion propia
O = wpyeriab x|+ a _ X
< c e o o PEE®O&>0 L= of oa
Z File Edit View Run Kemel Tabs Settings Help
= - e [ RNA N°01.ipynb X [ RNA N°02ipynb X
B+ X DO O » = C » Coe v Python 3 O
Filter files by name Q =
o M
8/ - /RNA 20 MARZO # FIGURA 4 — Andlisis de Outliers por Variable (Método TQR)
(CULMINADO) / RNA SINIESTROS_14M #
(FINAL) /
outlier_info = []
Name - Last Modified for var in INPUT_COLS:
& B owmoss. amonth ago Q1 = df[var].quantile(.25)
Q3 = df[var].quantile(e.75)
H estadistic. 13 days ago I0R = 03 - QU
13 days ago n_out = ((df[var] < Q1 - 1.5¥IQR) | (df[var] > Q3 + 1.5¥IQR)).sum()
outlier_info.append({'variable': var, 'n_outliers': n_out,
13 days ago ‘pct': n_out/len(df)*100, 'IQR': IQR, '01': Q1, 'Q3': Q3})
amonth ago
B g st pEp— df_out = pd.Datarrane(outlier_info).sort_values('pct’, ascending=False)
01_dis... 13 days ago fig, axes = plt.subplots(1, 2, figsize=(18, 7))
N fig.patch. set_facecolor(BG_FIG)
M fig02 1 h 13 days ago fig.suptitle( ngum 4 = andlisis de outliers por variable (étodo 1g0)\n’
M fig02_2 h 13 days ago ral: valores fuera de [Q1 - 1.5-IQR, 03 + 1.5-IQR]',
M ig023 h.. 13 days ago Fonts)ze 12, fontueight="bold")
figo2_4_h... 13 days ago colors_out = ['#e7ac3c’ if p > w else "#f39c12" 1F p > 5 else "w2eccr’
M fig02.5_h. 13 days ago in df_out[ps
bars = axes[6]. barh(df uut[ varlable 1.str[:38], df out['pct’],
8 fig02.6.h 13 days ago lors_out, alph ne*)
I figo2_7h.. 13 days ago axes[6].axvline(s, (olu range’, Unestyl .5, label="umbral 5%')
axes[@].axvline(10, color="red’, inestyl .5, label="Unbral 16%")
fig02_8_h. 13 d:
™ Tighz_8.h.. ays ago axes[6].set_xlabel('Porcentaje de Outllsrs [630)
I fig03_1_b. 13 days ago axes[0].set_title("A) % de Outliers por Variable')
axes[0].1egend()
8 ig03_2.b. 13 days ago for bar, val in z)p(hars, 4F out[*pet']):
IR fig03_3.b. 13 days ago if val > 0. d
Simple: OS5 @ NoKemel|ldle 5wmgcump\emd Mode: Command @  Ln1,Col 1 RNAN°D1pynb.

Figura 242 Analsis de outilers por variable.

Fuente: Elaboracion propia
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™/ - /RNA20 MARZO # FIGURA 5A — Heatmap de Correlaciones de Pearson
(CULMINADO) / RNA SINIESTROS_14M #
= ENAD/ inport matplotlib.ticker as mticker
Name - Last Modified corr_matrix = df[INPUT_COLS + [TARGET]].corr(method="pearson")
3 DATOS SI. amonth ago
*» o fig_a, ax_a = plt.subplots(Figsize=(14, 12))
E estadistic... 13 days ago fig_a.patch.set_facecolor(BG_FIG)
B fig_arquit. 13 days ago
fig a.suptitle(
M fig flsco. 13 days ago “Figura 5A - Heatmap de Correlaciones de Pearson (Tringulo Inferior)’,
M fig_pred 2month ago fontsize=13, fontweight="bold", y=1.01
M fig stat a.. 13 days ago D
M figo1_dis. 13 days ago mask = np.triu(np.ones_like(corr_matrix, dtype=bool))
. 5 doysago map = sns.diverging palette(220, 10, as_cmap=True)
M figo2 2 h... 13 days ago sns.heatmap(
M fig02.3 h. 13 days ago corr_matrix,
M fig02_4 h. 13 days ago
R figo2_s5 h... 13 days ago
5 max=1,
13 days ago N
13 days ago o “weight': “normal’},
linewidths=0.4,
x 13 days ago Linecolor="uhite’,
R fig03_1_b... 13 days ago square=True,
cbar_kws={
I figd3 2 b. 13 days ago T 8 0at
M fig03 3 b. 13 days ago ‘aspect’ : 30, .
Simple O 5 ® NoKemel|ldle Saving completed Mode: Command @ Ln1,Col1 RNAN*01.pynb
Figura 243 Correlacion de Pearson
Fuente: Elaboracion propia
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B/ - /RNA20 MARZO # FIGURA 8A — Divisidn Estratificada 76/20/10
(CULMINADO) / RNA SINIESTROS. 14M # Con etiquetas muméricas en cada barra
(FINAL) / 4
Fig, ax = plt.subplots(figsize=(9, 6))
Name - Last Modified fig.patch.set_facecolor(BG_FIG)
& | B oaosst amonthago Fig.suptitle(*Figura 8 - Divisién Estratificada 70/20/10\n’
B estadistic. 13 days ago Distribucién de Clases pur Psrt)r) N
1 fig_arqutt 13 days ago Fontsize=13, fontweight , y=1.01)
M fig_fisco.. 13 days ago X_pos = np.arange(N_CLASES)
fig_predi. month ago w =0.26
8 fig_stat_a 13 days ago RS [
1 figo1_dis 13 days ago (‘Entrenamiento (76%)", y_train, '#3498db’, n_train),
('validacion  (20%)', y_val, ‘'#f39c12', n_val),
B fig02_1h.. 13 days ago (‘Evaluacién (10%)', y_test, ‘#e7acic', n_test),
£ig02.2.h... 13 days ago 1
M fig02 3 h.. 13 daysago for k, (nombre, y_part, culor, n_part) in enumerate(particiones):
M fig02.4 h. 13 days ago for ¢ in CLASES
( Jart) * 100 for v in cnts_part]
M fig02.5.h 13 days ago x_offset = x_pos + k * w -
M fig02_6_h. 13 days ago
1 fig02.7 h. 13 days ago bars = ax.bar(
X_offset, pcts_part, w,
M figo2.8.h... 13 days ago Label=nombre,
fig03_1_b... 13 days ago
a=o.85,
M fig03 2.b. 13 days ago edgecolor="uhite",
M fig03 3 b. 13 days ago Linewidth=0.8 V
Simple 0 M5 @ NokKemel|ldie Saving completed Mode: Command @ Ln1,Col1  RNAN°0Lipynb
Figura 244 Division de base de datos
Fuente: Elaboracion propia
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Filter files by name N
o # FIGURA 88 — Normalizacion Z-Score de TODOS Los Inputs (23 variables)
M/ - /RNA20 MARZO # Muestra distribucion ANTES vs DESPUES de normalizar para cada input
(CULMINADO) / RNA_SINIESTROS_14M #
(FINAL) /
import math
Name - Last Modified
% | DATOSS.. amonth ago B LR S 2 .
n_pages_norm ath.ceil(N_FEATURES / VARS_PER_PAGE)
8 estadistic.. 13 days ago
I fig_arquit 12 days ago print(f'Generando graficas de normalizacién para {N_FEATURES) variables...')
- print(f' » {n_pages_norm} piginas de {VARS_PER_PAGE} variables cada una')
M fig_fisco. 13 days ago
e * VARS_PER_PAGE
B fig stat 13 daysago endin min(start_n + VARS_PER_PAGE, N_FEATURES)
M figo1_ds.. 13 days ago vars_n = INPUT_COLS[start_n:end_n]
g2 1 5 doyeago nun = len(vars_n)
R fig02.2 h. 13 days ago fig, axes = plt.subplots(3, n_vn, figsize=(a.5 * n_vn, 13))
fig.patch.set_facecolor(BG_FI1G)
9023 h 134 = d
M figo23 | lays ago f -
M fig02_4 h.. 13 days ago axes = axes.reshape(3, 1)
fig02.5_h... 13 days ago
o s g fig. supt)tle(
M fig02 6 h.. 13 days ago Flgura 8B.{page+1} — Normalizacién Z-Score: Variables {start_n+1}-{end_n} de {N_FEATURES}\n"
8 fig02.7.h. 13 days ago f'Fila 1: Distribucién Original | Fila 2: Distribucién Normalizada |
Comparacidn por Clase’,
B fig02 8 h 13 days ago fontsizes11, fontweight="bold"
M figo3_1b. 13 days ago
B fig3.2.b. 13 days ago for j, var in enumerate(vars_n):
M fig0335b... 13 days ago iddvar = NPUT_COLs. index(var) J
Simple O M5 @ NoKemel|ldle Saving completed Mode: Command @  Ln9, Col 1 RNAN°01ipynb.

Figura 245 Normalizacion de datos.
Fuente: Elaboracion propia
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o print(f'  Media normalizada - (X_train_s.mean():.sf} | std normalizada ~ {x train_s.std():.8f}')

B/ o /RNA20 MARZO
(CULMINADO) / RNA SINIESTROS_14M

Aoy Generando graficas de normalizacion para 23 variables...
- & paginas de 3 variables cada una
Name - Last Modified o . )
% B DATOoSS.. amonth ago s o sputsrio S agsmEsTio ° F"c'mm-gg;,;-gssm
H estadistic. 13 days ago i H or |t L H
I fig_arquit. 13 days ago . "y i B ‘. "R i
M fig_f1sco. 13 days ago ! . )
I fig_pred amonth ago i o i
M fig_stat a. 13 days ago 3 E - o i
M fig01_dis... 13 days ago i ! . !
M fig02.1.h. 13 days ago | o |
M figo2_2 h. 13 days ago E I I o . i
M figo23.h 13 days ago ! I I I o ;
M figo2_4 h. 13 days ago I o i
M fig02.5 h. 13 days ago - P e MR cor
M fig02 6 h. 13 days ago NormaRtade (£ Scoee) Notmanada (£ o) Normaiada (LSt
M fig02.7.h. 13 days ago e i i " i
M fig02_8_h. 13 days ago | B I
M fig03.1b... 13 days ago E N 2 E
M figd3 2 b... 13 days ago ! * | !
M fig03.3 b. 13 days ago I 0 on 2 | - 9
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Figura 246 Graficas de normalizacion.
Fuente: Elaboracion propia
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B/ < /RNA20 MARZO # SECCION 6 — ARQUITECTURA Y ENTRENAMIENTO DE LA RNA
(CULMINADO) / RNA SINIESTROS_14M p
(FINAL) / # ARQUITECTURA ACTUALTZADA PARA REDUCIR OVERFTTTING:
’ ¥ 8> 32216 8+ 2
Name Last Modified # 5 capas ocultas (vs 2 originales)
% B oatoss amonth ago # Descenso gradual de neuronas
#  Regularizacidn L2 alpha-o0.05
stadistic... 134
B estadistic. s 290 # Batch size-6a (gradientes nds estables)
8 fig_arquit. 13 days ago #  shuffle aleatorio en datos balanceados
H fig_fisco.. 13 days ago # Early stopping con restauracidn de mejores pesos
= ¥
fig,
I fig stat 13 days ago from sklearn.metrics import log loss as sk_log loss
8 fig01_dis. 13 days ago # — Pesos de clase informativa)
M fig02 1 h.. 13 days ago Class_veights_arr = conpute_class_weight(
“balanced, classes=np.unique(y_train), y=y_trai
G022 n 15 daye g0 ) i, Unique(y_train), y=y_train
M figo23 .. 13 days ago Class_veight_dict = dict(zip(np.unique(y_train), class_weights arr))
. 5 print("Pesos calculados por clase:')
H fig02 4. s 290 for cls, w in class_weight_dict.items():
I fig02.5 h 13 days ago print(f' Clase {cls} ({CLASS_NAMES[cIs]}): {w:.4f}")
fig02_6_h. 13 days ago print()
8 fig02.7.h, 13 days ago # — Sobremuestreo para balancear clases
 figo2..h 13 days ago max_class_count = np.bincount(y_train).nax()
- X_bal list, y_bal list = [1, []
M fig03_1.b... 13 days ago for cls in np.unique(y_train):
M fig03_2.b... 13 days ago idx = np.where(y_train == cls)[e]
X_cls, y_cls = X train_s[idx], y_train[idx]
B fig033b... 13 days ago if len(idx) < max_class count: o
simple 0O M5 @ Nokemel|lde Saving completed Mode: Command ® L 11, Col 1 RNAN“01ipynb
Figura 247 Arquitectura de la RNA N°01.
Fuente: Elaboracion propia
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plt.savefig('fig arquitectura RA.png’,
W/ - /RNA20MARZO bbox_inches="tight', dpi=300, facecolor='uhite’)
(CULMINADO) / RNA SINIESTROS_14M pLt.show()
(FINAL) / print('Figura Arquitectura RNA guardada: fig arquitectura_RNA.png')
Nome - Last Modified print(f'  Topologia: {N_FEATURES} » 64 + 48 + 32 » 16 & » {ILCLASES}")
print(f'  Paranetros totales: {n_params:,}")
% B oaosst amonth ago
B estaditic 13 days ago ARQUITECTURA DE LA RED NEURONAL ARTIFICIAL (MLP)
B fig_arquit 13 days ago Topologia: 23 64 » 48 - 32 + 16 - 8 - 2 (5 capas ocultas)
M fig_fisco 13 days ago Optimizador: Adam | L2: a=0.05 | Batch: 64 | Early Stopping: pac=20 | Epocas: 45
] amonth Pardmetros totales: 6,906
M fig stat a. 13 days ago.
M figo1_dis.. 13 days ago
M figo2 1 h 13 days ago
M figo2.2.h 13 days ago RIESGO MAYOR
g02.3 . 13 days ago RIESGO MENOR
M fig02.4h 13 days ago
I fig02.5h 13 days ago
B fig2_6_h. 13 days ago
M fig02.7 h. 13 days ago
[ fig02.8.h. 13 days ago ENTRADA ocutma1 ocuimaz ocuimas ocuimaa ocumas
M fig03.1b. 13 days ago i Carmmm v
M o022 D doyeago - e o -y - J.
M fig033b 13 days ago .
simple 05 @ NoKernel|ide Saving completed Mode: Command ®  Ln 11, Col 1 RNAN‘O1.ipynb

Figura 248 Grafica de arquitectura de la RNA.

Fuente: Elaboracion propia
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plt.savefig( figodb_perdida_precision_epocas.png’, bbox_inches="tight", dpi=150)
/- /RNA20 MARZO plt.show()
(CULMINADO) / RNA SINIESTROS_14M print(" Figura 98 guardada')
(FINAL) / print(f'  Punto época {epoca_checkpoint}: train={acc_train_ckpt*100:.2}% | val-{acc_val_ckpt*100:.2}% | val loss=(min_val_loss_va
print(f'  Curva final (época {n_epochs_run}): train-{val fin_train_acc*100:.2f}% | val={val_fin_val_acc*100:.2f}% (pesos descartado
Name - Last Modified print(f' Modelo real (Fig 12c/15): train={acc_train*1@e:.2f}% | val={acc_val*1ee:.2f}% | test={acc_test*100:.2f}%')
HH DATOS SI... amonth ago >
H estadistic... 13 days ago Figura 98 — Pérdida y Precision vs Epocas
Azul = Entrenamiento | Naranja = Vaiidacién | Early Stopping (paciencia=20) | Checkpoint: época 29
 fig arquit. 13 days ago Pérdida vs Epocas Accuracy vs Epocas.
R fig fisco. 13 days ago e i [ crenamiens 01001 i
M fig_pr amonth ago | (o Meiowas mtion-aoun s !
M fig_stata 13 days ago v : o i
I figo1_dis.. 13 days ago o6 i i
H fig02 1 h, 13 days ago 0 | o i
I fi902_2_h. 13 days ago H ! - i
gos H g i
R fig02.3 ... 13 days ago | & |
R fig02.4 h... 13 days ago ® o6
I fig02.5.h. 13 days ago ® : i
M fig02 6 h. 13 days ago o i i ‘n:t‘:"a
8 fi902.7 . 13 days ago o i
o 1 o o 0 o ©
M fig02_8_h.. 13 days ago - -
B fig03_1b.. 13 daysago Figura 98 guardada
M figo3 2 b. 13 days ago Punto época 29: train=96.43% | val=s5.12% | val_loss=0.0608
Curva final (&poca 48): train-98.57% | val-97.56% (pesos descartados)

M fig03 3. b 13daysago Modelo real (Fig 12c/15): train-06.43% | val-os.12% | test=oe.ask v
Simple 0 M5 @ NokKemnel|ldie Saving completed Mode: Command @  Ln11,Col 1 RNA N°0%.ipynb
Figura 249 Graficas de perdida y Accuracy.

Fuente: Elaboracion propia
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ax.set_title('C — Resumen de Metricas', fontsize=1e, fontweight='bold")
(CULMINADO) / RNA_SINIESTROS_14M
(FINAL) s
plt.tight_layout()
Name = Last Modified plt.savefig('figl_confusion matrix.png’, bbox inches="tight', dpi=150, facecolor=8G_FI6)
plt.shou()
E DATOS Si.. amonth ago print(*='*70)
B estadistic 13 days ago print(classification_report(y_test, y_pred_test, target_names=class_labels))
B fig_arquit. 13 days ago
B fg s 1 daye g FIGURA 10t gs Contuian dst Moo
o e
M fig_stat.o. 13 days ago
I fig01_di.. 13 days ago
M figo2_1_h. 13 days ago t s
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M figd2.3 h. 13 days ago R . e AN
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M fig02_6_h. 13 days ago |,
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B fig03.2.b 13 days ago precision  recall fi-score support
M fig033b.. 13 days ago N
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Figura 250 Matriz de confusion.
Fuente: Elaboracion propia
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{(CULMINADO) / RNA_SINIESTROS_14M =
(FINAL) / Figura 11 — Curva ROC — Modelo RNA-MLP
Name . Last Modified Arquitectura: 23-64-48-32-16-8-2 | Epocas: 48 | Evaluacién: n=21

H DATOS S, amonth ago.

A) Curvas ROC — AUC Macro = 98.18%

B estadistic.. 13 days ago

B fig_arquit... 13 days ago 1.0

B fig fisco. 13 days ago

3

M fig stat.a.. 13 days ago

fig1_dis 13 days ago

I fig02_1h 13 days ago 0.8

M fig02_2 h... 13 days ago g
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M fig02.6 h.. 13 days ago a 0 MENOR - TPR = 0.909 | FPR = 0.100
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Figura 2517 Curva Roc- AUC.
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print(f* Gap final : {gap_final:.af}")

W/ - /RNA20 MARZO print(f'  Diagnéstico : {diag txt}')
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(FINAL) / calculando curva de aprendizaje...

‘ Figura 12 — Curva de Aprendizaje (Diagnéstico Bias-Varianza)
Name - Last Modified i | Validacién cruzada: 5-Fold estratificado
& B owoss amonth ago Convergencia ds s Grvad = madeis bien isiads B ovarTing
 estadistic... 13 days ago @ Y
ap final = 0:001 = =
M fig_arquit... 13 days ago a0 o
M fig_fisco. 13 days ago
M fig stat a.. 13 days ago o
M figo1_dis. 13 days ago
R figo2_1_h. 13 days ago o0
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Figura 252 Curva de aprendizaje
Fuente: Elaboracion propia
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(FINAL) / print()
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Figura 253 Importancia de variables.
Fuente: Elaboracion propia
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markersize=s, label=f'Total clasificados: {len(y_all)}')]
™/ - /RNA20 MARZO axes[1].legend(handles=ley, fontsize=s.5, locs'upper right')
(CULMINADO) / RNA SINIESTROS_14M .
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6.6 Desarrollo de codigo de RNA N°02.
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# SECCION 6 — ARQUITECTURA Y ENTRENAMIENTO DE LA RNA N°2
#

#rom sklearn.metrics import log_loss as sk_log loss

# — pesos de clase (referencia informativa)
Class_veights_arr = compute_class_weight(

*balanced’, classes=np.unique(y_train), y=y_train

)
Class_veight_dict = dict(zip(np.unique(y_train), class_weights_arr))
print(*Pesos calculados por clase (referencia informativa): ')
for cls, w in class_weight_dict.items():

print(f' Clase {cls} ({CLASS_NAMES[cls]}): {w:.4f}")
print(* > Mayor peso = clase minoritaria debe ser mas aprendida’)
print()

# — Sobremuestreo para balancear clases
max_class_count = np.bincount (y_train).max()
X_bal_list, y_bal_list =

cls)[e]
X_cls, y_cls = X_train_s[idx], y_train[idx]
1f len(idx) < max_class_count:
X_cls, y_cls = resample(
X_cls, y_cls, replace=True,
n_samples=nax_class_count, random_state=a2
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